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Resumen

Uno de los enfoques convencionales para la adjudicacion de interventorias de obra publica
supervisadas por el Instituto Nacional de Vias (INVIAS) en Colombia, son los Concursos de Méritos
Abiertos (CMA’s). En esta modalidad, el postulante debe presentar un Gnico portafolio de proyectos
que le permita acreditar cuantitativamente ante la Entidad Estatal, su experiencia como interventor.
Este problema de seleccion de portafolio de proyectos crece de manera factorial a medida que
aumenta el namero total de proyectos en la hoja de vida del participante y no existe un algoritmo
deterministico que encuentre soluciones Optimas en tiempos polinomiales proporcionales a la
instancia de trabajo, hecho que otorga al problema una complejidad computacional NP-Hard. Como
alternativa al uso de enfoques de enumeracion exhaustiva de bajo rendimiento formulados en Excel,
se evaluaron las metaheuristicas GA, GRASP y dos reglas de validacion heuristicas, para el caso de
estudio de una Compafiia con 207 contratos de trayectoria en el sector. Los resultados de evaluacion
ubicaron a la metaheuristica GA como la alternativa de mejor desempefio para su implementacion,
dado que se validé su habilidad para encontrar hasta 10 portafolios con la maxima puntuacién en
menos de 9 minutos. Por otra parte, se encontr6 que el algoritmo GRASP es capaz de encontrar por
lo menos un portafolio 6ptimo de postulacion para distintas instancias, sin embargo, su capacidad
para hallar méas de una buena solucion en las instancias de prueba utilizadas fue inferior a la del
algoritmo GA. Para todos los casos de evaluacién, el desempefio de las reglas de validacién
heuristicas fue inferior al alcanzado por las metaheuristicas propuestas.

Abstract

A conventional approach to award public works audits supervised by the National Roads Institute in
Colombia- INVIAS, is the open merits competitions (CMA’s). In this modality, the competitor must
present a single portfolio of projects that allows him to quantitatively prove to the State Agency his
experience. This project portfolio selection problem’s space grows in a factorial way, according to
the increase in the total number of projects in participant’s work experience and there is no
deterministic algorithm to find optimal solutions in polynomial times proportional to the instances
which gives the problem a NP-Hard computational complexity. As an alternative to using exhaustive
enumeration approaches with low performance formulated in Excel, the metaheuristics GA, GRASP
and two heuristic validation rules were evaluated, for the case of study in a company with 207
experience career contracts. The evaluation results located the metaheuristic GA with the best
performance’s alternative for its implementation, given its ability to find up to 10 portfolios with the
highest score in less than 9 minutes. Moreover, the GRASP algorithm was able to find at least one
optimal portfolio for different instances, while its ability to find more than one good solution in the
test instances used, was lower than the one reached by the GA algorithm. For all the evaluation cases,
the performance of heuristic validation rules was lower than that reached by the proposed
metaheuristics.
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Capitulo 1

En este capitulo se enmarca de manera general la problemaética de seleccion de portafolio de proyectos
objeto de estudio, asi como también se especifica el alcance del trabajo de grado, los objetivos
generales y especificos perseguidos durante la investigacion y el esquema metodoldgico de trabajo
acogido para alcanzar los objetivos del proyecto.

1 Introduccién

1.1 Problemética de estudio y su justificacion

Los lineamientos normativos en materia de contratacion para la ejecucion de obras publicas en
Colombia, confieren a las Entidades Estatales la tarea de monitorear de manera permanente la
utilizacion de los recursos destinados a la ejecucion de dichas obras a través de un ente interventor.
La seleccion de la entidad interventora se realiza tipicamente a través de un Concurso de Méritos
Abierto (CMA). Cada proceso de convocatoria esta regulado por un pliego de condiciones que se
ajusta a la naturaleza de la obra y a las disposiciones que la Entidad Estatal considera convenientes
para cada caso especifico (Colombia Compra Eficiente, 2017). Dentro de las Instituciones
Gubernamentales que presentan metodologias de evaluacion y seleccion similares se encuentran: La
Agencia Nacional de Infraestructura (ANI), el Instituto Nacional de Vias (INVIAS), el Instituto de
Promocion y Desarrollo de Caldas (INFICALDAS), la Gobernacion de Antioquia, la Gobernacién de
Bolivar, entre otras (Agencia Nacional de Infraestructura, 2017; Gobernacion de Antioquia, 2017;
Gobernacion de Bolivar, 2017; Instituto de Promocion y Desarrollo de Caldas, 2017; Instituto
Nacional de Vias, 2017).

La seleccion del ganador en un CMA se realiza a través de la valoracion cuantitativa de la experiencia
del postulante, tomando como referencia un portafolio de proyectos histéricos que el concursante ha
ejecutado previamente durante su trayectoria en el sector. EI nimero de experiencias histéricas que
el candidato selecciona para conformar el portafolio de postulacion, depende de las condiciones
establecidas por la Entidad Estatal; para el caso de la Gobernacién de Antioquia, el portafolio puede
contener de 3 a 5 contratos (Gobernacion de Antioquia, 2017), mientras que para el caso de INVIAS
e INFICALDAS el portafolio debera tener de 4 a 6 proyectos en el portafolio (Instituto de Promocion
y Desarrollo de Caldas, 2017; Instituto Nacional de Vias, 2017).

Por lo anterior, el concursante se enfrenta a la tarea de seleccionar un grupo de proyectos que le
permita maximizar el puntaje de valoracién alcanzado bajo las condiciones particulares del pliego de
condiciones, que cambiaran de acuerdo con la obra y la funcion de valoracion caracteristica de la
Entidad Estatal que audita el CMA de interés. De esta manera, el nimero total de alternativas de
seleccion del portafolio descrito en la ecuacion 1.1, esta condicionado por la cantidad histérica de
proyectos ejecutados por el concursante y el nimero de contratos que la Entidad Estatal permite
incluir en el portafolio.

NTC= CN;y+ CNivi + oo 4+ CNox (1.1)



Donde:

e NTC: Numero total de combinatorias (alternativas de seleccion) para portafolios con un
tamafio minimo min y un tamafio maximo max.

¢ N: Ndmero total de contratos ejecutados por el participante a lo largo de su trayectoria.

e min: Ndmero minimo de proyectos permitidos en el portafolio (4 para el caso de INVIAS).

¢ max: Numero méximo de proyectos permitidos en el portafolio (6 para INVIAS).

e C: Numero de combinaciones sin repeticién, donde el subindice corresponde al subconjunto
de elementos a ser seleccionados, dentro del conjunto total de contratos ejecutados por el
postulante a lo largo de su trayectoria representado en el superindice como N.

Asi por ejemplo, para el caso de INVIAS, el numero de alternativas de seleccion esta dado por la
ecuacion 2.1a.

NTC = c§ + ¢+ Y (1.1a)

Un incremento lineal en el valor de N acarrea un crecimiento factorial notorio en el nimero de
posibles alternativas de seleccion del portafolio tal y como se muestra en la Figura 1. Esta condicion
de crecimiento del espacio de solucién del problema en mencién, es caracteristica de la familia de
problemas combinatorios y les confiere a su vez una dificultad computacional NP-Hard, debido a que
no existe un método deterministico que pueda encontrar soluciones a estos en tiempos polinomiales,
haciendo no factible el uso de métodos exactos en contextos donde el tiempo de ejecucidn es un factor
critico (Festa, 2014). Lo anterior implica que para empresas con un N mayor a 95 contratos, utilizar
un método determinista como la bisqueda exhaustiva pueda implicar meses de computo para explorar
todo el espacio de solucion, incluso si se trabaja con programacion paralela, ya que utilizando
enfoques no paralelos, la cantidad de informacion derivada del nimero de combinatorias termina por
ocupar la mayor parte de la memoria RAM, ralentizando drasticamente e incluso colapsando las
tareas en ejecucion de la maquina como se ilustra en el Capitulo 6.

90,000,000 No. Contratos No. Alternativas de
historicos (N) seleccion (NTC)
80,000,000

10 672

70,000,000 20 59109
60,000,000 30 763,686

2 50,000,000 40 4,587,778
= 40.000.000 50 18,239,760
5’ AR 70 144,135,894
£ 30,000,000 % 669,119,088
20,000,000 110 2,270,016,342
10,000,000 130 6,261,014,656
150 14,908,861,030
0 o . 100 150 200 170 31,812,062,464
190 62,344,085,958
N 200 85,008,961,290

Figura 1 Crecimiento del espacio de busqueda del problema.



Partiendo de la problemaética anterior, este trabajo de investigacion se enmarca en el contexto
especifico de un concursante, en adelante referido como Compafia u Organizacién (debido a
acuerdos de confidencialidad), que debe seleccionar un portafolio de proyectos para su postulacién a
concursos de méritos auditados por INVIAS. La Compafiia en mencidn, cuenta con 207 proyectos
histéricos (N). Por lo anterior, el espacio de solucion para el N actual de la Organizacion es
equivalente a:

NTC = 74,303,685 + 3,016,729,611 + 101,563,230,237 (1.1b)
NTC = 104,654,263,533 alternativas

Actualmente, la seleccién del portafolio de proyectos a utilizar en cada concurso, es llevada a cabo
por el Departamento de Licitaciones de la Compafiia, desde donde se trabaja con un esquema de
exploracion exhaustiva formulado de manera rudimentaria en hojas de Excel condicionadas para
trabajar con un nimero maximo de 30 contratos historicos, aun cuando el N de la Compafiia alcanza
los 207 proyectos en la actualidad. De esta manera, la Organizacion afronta el riesgo de no considerar
proyectos potenciales que puedan representar mejores puntajes para determinadas combinaciones; sin
dejar de lado que el esquema actual impide trabajar con fluidez en las hojas de calculo formuladas,
debido al costo computacional asociado al recalculo de un gran nimero de celdas en Excel, que no
resulta ser una herramienta adecuada para trabajar de manera directa este tipo de problemas.

1.2 Alcancey limitaciones del trabajo de grado

A continuacion se detallan los aspectos que se encuentran dentro y fuera del alcance del trabajo de
grado, de acuerdo con lo aprobado en la propuesta de trabajo de grado.

1.2.1 Compromisos acordados dentro del alcance

e Programacion de un algoritmo de busqueda exhaustiva, para evaluar la complejidad
computacional del problema.

e Programar dos (2) métodos de solucion metaheuristicos basados en poblacion y/o trayectoria para
el problema de estudio.

e Evaluar los métodos de solucion construidos, utilizando distintos pliegos de condiciones no
vigentes auditados por INVIAS.

1.2.2 Compromisos acordados fuera del alcance

e Evaluacion de los modelos para pliegos de condiciones diferentes a INVIAS, debido a que las
funciones de valoracion y los pardmetros base de los pliegos de condiciones varian
significativamente, implicando cambios importantes en las arquitecturas de las metaheuristicas
formuladas, y demandando un trabajo adicional significativo, que pone en riesgo el cumplimiento
de los objetivos dentro del horizonte de tiempo fijado para el proyecto.

e Simulacion de las variables aleatorias presentes en las funciones de valoracion, ya que a pesar de
representar un ejercicio de interés académico, el alcance acordado con la Organizacion
contempla como prioridad el desarrollo de un método de solucién que represente una mejor
alternativa al algoritmo Exhaustive Search (ES) utilizado.



1.3 Objetivos propuestos

1.3.1 Objetivo general

Implementar un método de solucion metaheuristico para resolver el problema de seleccion de
portafolio de proyectos, en concursos de méritos abiertos auditados por INVIAS en Colombia.

1.3.2 Objetivos especificos

e Analizar la complejidad computacional del problema, tomando como medida de referencia
el desempefio de un modelo de optimizacién por enumeracién exhaustiva, para la seleccion
del portafolio de proyectos.

e Programar dos (2) métodos de solucién metaheuristicos de poblacién y/o trayectoria para la
seleccidn del portafolio de proyectos.

e Evaluar los métodos de solucion formulados, en términos de calidad de respuestas y tiempos
computacionales.

1.4 Metodologia

Para el desarrollo del trabajo de grado se aborddé un disefio metodoldgico experimental-
computacional, en el que se programé un algoritmo de Exhaustive Search (ES), dos algoritmos de
solucion aproximada que corresponden a las metaheuristicas GA'y GRASP y dos reglas de validacion
heuristicas que se detallan en el Capitulo 4. A continuacién, se detallan las fuentes de informacion
utilizadas, asi como también el esquema de actividades y limitaciones que se tuvieron en cuenta
durante el desarrollo del trabajo.

1.4.1 Fuentes de informacién

Los datos requeridos para la construccién y evaluacion de los métodos de solucién fueron
suministrados por la Compafiia. El portafolio historico de proyectos entregado corresponde a
informacién interna de uso confidencial que asciende a 207 contratos ejecutados. Adicionalmente, se
recolectaron datos histéricos para ocho CMA’s distintos, con sus respectivos parametros de
valoracion, recopilados del Sistema Electronico para la Contratacién Plblica (SECOP), para
concursos de méritos supervisados por INVIAS.

1.4.2 Procedimiento para dar cumplimiento a los objetivos propuestos
Para dar cumplimiento a los objetivos especificos propuestos, se abordaron las siguientes etapas:

Andlisis objetivo de la complejidad computacional del problema

Durante esta etapa se profundizé en la naturaleza matematica de la valoracion del portafolio de
proyectos en concursos de méritos abiertos auditados por INVIAS, a través de la estimacion de
tiempos computacionales uso de memoria RAM vy el andlisis de respuestas obtenidas utilizando el
algoritmo ES que se detalla en el Capitulo 4.

Adicionalmente, se evalu6 el impacto computacional asociado al crecimiento en el portafolio
histérico de los postulantes utilizando distintos pliegos de condiciones y se identificaron



caracteristicas particulares del problema de estudio que se detallan en el apartado de resultados del
Capitulo 6.

Formulacion de métodos de solucién metaheuristicos

Se programaron las metaheuristicas GA y GRASP como métodos de solucion de poblacién y
trayectoria, identificados como promisorios para el problema de estudio; premisa resultante de la
consolidacion del estado del arte de la investigacion y el andlisis objetivo de la complejidad
computacional del problema realizado en la primera etapa del trabajo.

Para la seleccion de parametros de cada una de las metaheuristicas programadas se utiliz6 un
procedimiento de meta-optimizacion, atendiendo a los criterios que se exponen en la seccion 4.4 del

Capitulo 4.

Evaluacion de los métodos de solucién metaheuristicos formulados

Durante esta etapa se realizd en primera instancia una evaluacion cuantitativa de cada uno de los
métodos de solucién metaheuristicos programados, atendiendo a los puntajes alcanzados y tiempos
computacionales empleados. Estos métodos de solucion aproximados se contrastaron con los
resultados del algoritmo ES y dos reglas heuristicas de validacion rapida que fueron programadas.

Adicionalmente, la evaluacion cuantitativa de las metaheuristicas se complementé con el criterio de
negocio a cargo del Departamento de Licitaciones de la Organizacion, con quienes no solo se
establecié una valuacién final de los algoritmos programados, sino que ademas se establecié el aporte
del proyecto al contexto de operacion donde se implementé la herramienta.



Capitulo 2

En este capitulo se detallan las funciones matematicas asociadas a la evaluacion cuantitativa del
portafolio de proyectos presentado por el postulante. Este modelo matematico no lineal contemplado
por INVIAS, se encuentra conformado por distintos criterios que son cuantificados en funcion de las
caracteristicas del CMA y del portafolio presentado por el concursante. Asi mismo, resulta importante
resaltar que se mantuvo la notacion matemaética definida en los pliegos de condiciones auditados por
INVIAS, motivo por el cual el lector podra encontrar algunos rangos redundantes y nombramientos
particulares de las variables asociadas a la valoracion del portafolio, que pueden replantearse en
funcién de conseguir una definicion matemaética que se ajuste a las convenciones formales del
lenguaje matematico.

2 Modelo matematico de evaluacion del postulante

La valoracion cuantitativa de la experiencia de cada proponente establecida por INVIAS, tiene en
cuenta dos dimensiones globales: la acreditacion de la experiencia del postulante a través del
promedio de tiempo de ejecucidn de los contratos presentados en el portafolio y la acreditacion de la
experiencia del concursante a través del promedio de facturaciéon mensual total computada para los
contratos que conforman el portafolio presentado. De esta manera, el orden de elegibilidad de los
proponentes estd definido por la puntuacion total del portafolio de proyectos que el concursante
presenta y que como maximo, puede alcanzar un valor total de 1,000 a través de distintos criterios tal
y como se muestra en la Tabla 1 (INVIAS, 2018).

Tabla 1. Criterios de calificacién de la experiencia del proponente

L Puntaje maximo
Criterio
otorgable
Experle_n(:|a dt_el Proponente: Acre_dltamon del 295 6 300
promedio de tiempo de experiencia.
Experler_ws:la del Proponente: Promedio de 595 6 600
facturacion mensual Total.
Apoyo a la Industria Nacional. 100
Vinculacion de trabajadores con discapacidad en )
0610
planta de personal.
Total 1,000

La acreditacion del promedio de tiempo de experiencia y el promedio de facturacion mensual total
estan en funcién del portafolio presentado por el concursante, mientras que los demas criterios
corresponden a puntuaciones adicionales de incentivo. Cuando el CMA establece incentivar la
vinculacion de trabajadores con discapacidad, se otorga 10 puntos al postulante que cumpla con esta



condicion, de modo tal que para estos casos, la maxima puntuacion por acreditacion de tiempo de
experiencia equivale a 295 y la acreditacion por promedio de facturacion mensual total alcanza como
méaximo los 595 puntos; si este incentivo por vinculacion de personal con discapacidad no es
establecido por el pliego, los puntajes de acreditacion de estos dos factores como méaximo podran ser
300 y 600 respectivamente, de modo tal que el puntaje maximo alcanzado por un postulante nunca
excedera el valor de 1,000 como se detalla en la Tabla 1.

2.1 Valoracién de la experiencia del proponente a traves de acreditacion del
promedio de tiempo de experiencia

La acreditacion del promedio de tiempo de experiencia del portafolio de proyectos presentado por el
participante es calculada tomando como referencia la siguiente expresion (INVIAS, 2018):

Ppp .
Pmaxp * Poh Si Ppp < Pph
(3+Pph)— Ppp ;
Puntaje P = Pmaxp 2+Pph St Ppp = Pph (2.1)
0 Si Ppp < 0.5*Po
0 Si Ppp = 3+ Po

Donde:

¢ Puntaje P = Puntaje acreditacion del promedio de tiempo de experiencia.

e Pmaxp = Puntaje méaximo a otorgar por criterio de plazo (295 6 300 dependiendo del CMA).

e Ppp = Plazo promedio de los contratos acreditados como validos por proponente en meses
(redondeado a la milésima), calculado de acuerdo con la siguiente expresion:

Ppp = (X1 P)/N (2.1a)
Donde:

e Pj =Plazo del contrato j-ésimo en el portafolio presentado por el postulante (en meses).

e N = Numero de contratos acreditados como validos.

e Pph =Promedio de plazos acreditados a los proponentes con habilidad general (redondeado a la
milésima), que se calculara de acuerdo con la siguiente expresion:

Pph = Y 1 (PPPR)+(PTOPmoa*PO) (2.1b)
p M+ Propmod '

Donde:

e M = Numero total de propuestas con habilidad general.

e Ppp = Plazo promedio de los contratos acreditados como validos por proponente en meses
(redondeado a la milésima).

e Propmeds = NUmero de propuestas presentadas por modulo.

e Po = Plazo oficial del médulo en meses.

El Pph y el Propmod corresponden a variables aleatorias que no conoce el postulante al momento de
construir el portafolio, el valor de estas variables se conoce Unicamente cuando se ha cerrado la etapa



de postulaciones ya que esté en funcidn de los proponentes que se presentan al CMA especifico. Para
efectos de la eleccion del portafolio, el Departamento de Licitaciones de la Organizacion estima
dichos valores, de modo tal que para el problema de estudio se asumen estas variables como
parametros de entrada por parte del usuario.

2.2 Valoracion de la experiencia del proponente a través del promedio de
facturacion mensual total

La acreditacién del promedio de facturacion mensual total de cada postulante se calcula teniendo en
cuenta las siguientes condiciones (INVIAS, 2018):

Pmaxf — (GEomls) « (PFMT = (% * PFM0))” Si PFMT < % * PFMO
Puntaje F = { Pmaxf — (me; )+ ((0/ PP’Z‘;’;)Z) « (PFMT — (% » PFMO0))*  Si PFMT > % x PFMO (2.2)
mod (s
\ 0 Sit > Relacion,,
PMFO

Donde:

e Puntaje F = Puntaje por acreditacion del promedio de facturacion.

e Pmaxf = Puntaje mé&ximo a otorgar por criterio de facturacion (595 6 600 dependiendo del CMA).

e PFMT = Promedio de facturacién mensual total del proponente (redondeado a la milésima),
calculado de acuerdo con la siguiente expresion.

Y, VFA;
~N
Zj=1nj

PFMT = (2.23)

Donde:

e VFA = Valor de facturacion actualizado del contrato j-ésimo en el portafolio presentado por el
postulante.
e n; = Plazo de ejecucion del contrato j-ésimo en el portafolio presentado por el postulante.

PFMO = Promedio mensual de facturacion oficial, calculado a partir de la siguiente relacion.

pFMO =22 (2.2b)
Po

Donde:

e PO = Presupuesto oficial del modulo en Salarios Minimos Mensuales Legales Vigentes
(SMMLV).
e Po = Plazo oficial establecido en el pliego de condiciones.

% = Porcentaje aplicado al PFMO, que se establece de acuerdo con las centésimas de la Tasa de
cambio Representativa del Mercado (TRM) que rijan a los 2 dias habiles siguientes a la fecha de
cierre del proceso, de acuerdo con lo estipulado en la siguiente tabla.



Tabla 2. Porcentajes PFMO con base en rangos TRM

Rango de Porcentaje del promedio mensual
variacion TRM de facturacion a aplicar

0.00-0.24 45%

0.25-0.49 50%

0.50-0.74 55%

0.75-0.99 60%

VPropmed = Valor por nimero de propuestas presentadas por mddulo. Se determina de acuerdo con
la siguiente tabla:

Tabla 3. Valores de propuestas por lote

No. Propuestas presentadas

por médulo VPropmo

1-10

11-20

21-30

31-40

41-50

~N| o o B~ oW

51-60

61-70

©| oo

71-80

>81 10

Relacionp, = Méaximo numero de veces del PFMT permitido, calculada de acuerdo con la siguiente
expresion.

Relaciony,, = % * ({/Vpropmea + 1) (2.2¢)
Donde:

e 9% = Porcentaje aplicado al PFMO, que se establece de acuerdo con las centésimas de la Tasa de
cambio Representativa del Mercado (TRM) que rija a los 2 dias habiles siguientes a la fecha de
cierre del proceso.

e VPropmes = Valor por nimero de propuestas presentadas por modulo.



Tal y como en el caso de la acreditacion del promedio de tiempo de experiencia, en la acreditacion
por promedio de facturacion mensual total se tienen variables aleatorias como el % y el VVPropmod,
que son estimadas por el Departamento de Licitaciones de la Compafiia y que para efectos de esta
investigacion se consideran pardmetros de entrada por parte del usuario.

2.3 Puntaje total por acreditacion de experiencia del proponente

Tal y como se especificd en la Tabla 1, el puntaje total del proponente resulta siendo el resultado de
la suma de los puntajes obtenidos a partir de la acreditacién de plazo, el promedio de facturacién, el
apoyo a la industria nacional y el incentivo por inclusion de personal con discapacidad. De este modo,
el puntaje total esta definido por:

Puntaje T = Puntaje P + Puntaje F + Puntaje N + Puntaje | (2.3)
Donde:

e Puntaje T = Puntaje total obtenido por el participante a través de la valoracién del portafolio
presentado (minimo 0 y maximo 1,000 para cualquier postulante).

e Puntaje P = Puntaje por acreditacion del promedio de tiempo de experiencia.

e Puntaje F = Puntaje por acreditacion del promedio de facturacion.

e Puntaje N = Puntaje por ayuda a industria nacional.

e Puntaje | = Puntaje de incentivo por vinculacion de personal con discapacidad.

A partir de lo anterior, se resalta que las variables dependientes del portafolio de proyectos escogido
por el postulante son el Puntaje P y el Puntaje F, los demas puntajes se encuentran en funcion de la
naturaleza organizacional del concursante y de los incentivos fijados por cada CMA auditado por
INVIAS.



Capitulo 3

En este capitulo se presenta un acercamiento literario a la complejidad computacional del problema
estudiado, asi como también a las distintas técnicas de solucion empleadas en la resolucion de
problemas con complejidad computacional NP-Hard. Dado que no existe documentacion formal de
métodos de solucion aplicados al contexto de estudio, se realizd un acercamiento al problema
genérico de seleccion de portafolio de proyectos (PPSP), tomado como base para la seleccion de los
métodos de solucidn propuestos.

3 Estado del arte

3.1 Complejidad computacional de la optimizacién combinatoria

Durante los altimos 50 afios, la optimizacién combinatoria se ha consolidado como una de las areas
de mayor actividad e impacto en el campo de las matematicas discretas y las ciencias de la
computacion a nivel global. Innumerables problemas en dominios industriales, econémicos y
cientificos, representan espacios de busqueda discretos que se derivan de las posibles alternativas de
agrupacion u ordenamiento de un nimero especifico de elementos (Paschos, 2014; Korte & Vygen,
2018). Por naturaleza, el crecimiento en el espacio de solucion de un problema de optimizacion
combinatoria no mantiene una relacion lineal con el incremento en el tamafo de la instancia de este;
en la mayoria de los casos, el nimero de soluciones factibles crece de manera exponencial con el
incremento en el tamafio de la instancia del problema, dificultando su resolucion en contextos reales
en los que el tiempo y los recursos computacionales son factores criticos (Festa, 2014).

Problemas cléasicos como el Shortest Path Problem (SPP) son considerados complejidad P, ya que
pueden ser resueltos por una Maquina de Turing en tiempos polinomiales deterministicos con relacion
al tamafio de la instancia, mientras que otra buena parte de los problemas de la familia de
combinatorios, son catalogados como casos intratables con dificultad computacional NP-Hard como
en el caso del Knapsack Problem (KP), el Generalized Assigment Problem (GAP) y el Project
Portfolio Selection Problem (PPSP); asi mismo, son de mayor complejidad los problemas de
categoria NP-Complete, como en el caso del Traveling Sales Problem (TSP) y el Bin-Packing
Problem (BPP). Esta connotacion de intratabilidad para la familia de problemas NP, se debe a que no
existe en la actualidad una Maquina de Turing determinista que puedan encontrar soluciones a estos
en tiempos polinomiales, demandando grandes recursos computacionales y métodos de resolucién no
convencionales para su solucién (Korte & Vygen, 2018; Festa, 2014; Chavez & Bernal, s. f.; Deb
etal., 2018).

3.2 Métodos de solucion en problemas de optimizacion combinatoria

Los métodos de solucion asociados a la familia de problemas de optimizaciéon combinatoria pueden
dividirse de manera general en dos grandes grupos: métodos de solucion exactos y métodos de
solucion aproximados. En el primero de los casos, es posible encontrar enfoques clasicos como la
enumeracion exhaustiva, el procedimiento de Branch & Bound y la Programacion Dinamica. Estos



métodos de optimizacion exactos acarrean un alto costo computacional y largos tiempos de espera
debido a las caracteristicas de crecimiento del espacio de solucion en los problemas de optimizacion
combinatoria detalladas anteriormente (Festa, 2014).

Por otra parte, los métodos de solucién aproximados son de lejos, la alternativa mas empleada en la
solucion de problemas de optimizacion combinatoria, debido a que ofrecen buenas soluciones en
tiempos computacionales admisibles para la mayor parte de aplicaciones. Estos métodos de solucion
se dividen en procedimientos heuristicos y metaheuristicos. En el primer grupo, se encuentran
algoritmos especializados que son programados para resolver casos particulares aprovechando el
conocimiento especifico que se tiene sobre el problema, como en el caso de programaciéon de
secuencias de trabajos a partir de reglas de prioridad difusas utilizando heuristicas de bdsqueda voraz
(Sheibani, 2018) y la programacion de la produccion y gestion de inventarios multi periodo utilizando
heuristicas multifase basadas en la solucién de subproblemas de programacion entera mixta (Solyal
& Sural, 2017).

A diferencia de los algoritmos heuristicos, los métodos de solucion metaheuristicos son aplicables a
problemas computacionales generales a partir de estrategias inspiradas en la naturaleza y el
conocimiento computacional. De manera general, es posible clasificar los procedimientos de solucién
metaheuristicos en tres grandes grupos: métodos de trayectoria, métodos de poblacion y métodos
hibridos (Baghel, Agrawal, & Silakari, 2012; Xiong, Molina, Ortiz, & Herrera, 2015).

Dentro de los métodos de trayectoria encontramos metaheuristicas de solucion Unica tales como:
algoritmos de Simulated Annealing (SA), que han sido utilizados en problemas de TSP con el
objetivo de minimizar la distancia total recorrida, alcanzando buenos resultados en tiempos
computacionales 7.8 veces mas cortos que los obtenidos por algoritmos clasicos de secuenciacion
(Cetin, 2018); algoritmos de Tabu Search (TS), aplicados al Quadratic Asigment Problem (QAP) con
instancias reales, buscando minimizar distancias y flujos totales de material entre instalaciones, asi
mismo TS ha sido empleada en problemas de VRP con flota heterogénea y ventanas de tiempo para
una empresa embotelladora de productos Coca-Cola en Colombia, consiguiendo reducir el nimero
de vehiculos empleados y manteniendo una ocupacion promedio del 83% de la flota sin decrementar
el nivel de servicio (J. Bernal, Escobar, & Linfati, 2017); Metaheuristicas Greedy Randomized
Adaptive Search Procedure (GRASP), ampliamente utilizados en problemas como el TSP modificado
que permite multiples visitas por nodo (Interian & Ribeiro, s. f.), problemas de VRP para la
recoleccion de basuras en las Islas Canarias buscando maximizar la cantidad de residuos recolectados
para mitigar el impacto ambiental (Exposito-Marquez, Exp0sito-lzquierdo, Brito-Santana, &
Moreno-Pérez, 2018) y otros problemas como el Job Shop Scheduling Problem (JSSP) de
complejidad NP-Hard, buscando minimizar diferentes funciones de utilidad como el promedio de
tardanzas, el tiempo de finalizacion del Gltimo trabajo, el tiempo medio de flujo, entre otros
(Baykasoglu & Karaslan, 2017).

En el caso de procedimientos de solucion metaheuristicos basados en poblacion, encontramos
diversos algoritmos aplicados a problemas de optimizacion combinatoria tales como: Genetic
Algorithm (GA) utilizados en el TSP (Osaba et al., 2014) , casos de Inventory Routing Problems
(IRPs) con multiples locaciones y productos perecederos en los que se busca minimizar el costo de
gestion total del inventario (Hiassat, Diabat, & Rahwan, 2017); aplicaciones en Green Vehicle



Routing Problem (G-VRP) multiobjetivo, buscando minimizar el consumo total de energia y
balancear la carga de las rutas (Tunga, Bhaumik, & Kar, 2017); Memetic Algorithm (MA) con
similitudes estructurales a los GA, utilizados de igual manera en la solucion de Flow Schop
Scheduling Problems (FSSP) (Deng & Wang, 2017); metaheuristicas Particle Swarm Optimization
(PSO) empleadas en el JSSP para minimizar el tiempo de finalizacién del altimo trabajo (Rosendo &
Pozo, 2010); algoritmos de Ant Colony Optimization (ACO) paralelos aplicados al VRP para casos
con vehiculos autbnomos (aviones), buscando balancear la calidad del servicio expresada en tiempo
de vuelo y el costo asociado a la ruta de viaje (Yan, 2018); algoritmos Acrtificial Bee Colony (ABC)
para el Set Covering Problem (SCP) de complejidad NP-Complete, con el que se han conseguido
mejores desempefios que los reportados en diversas investigaciones para algoritmos de ACO
(Crawford, Soto, Cuesta, & Paredes, 2014), entre otros.

En el altimo grupo de procedimientos de solucion metaheuristicos se encuentran los métodos
hibridos, que combinan las ventajas de los algoritmos mencionados anteriormente presentando
ventajas en tiempos computacionales y calidad de respuestas (Baghel etal., 2012). Algunas
aplicaciones de esta clase de metaheuristicas hibridas en la solucién de problemas de optimizacion
combinatoria son: algoritmos hibridos de ACO y LS para la solucién del KP, alcanzando mejores
resultados que metaheuristicas puras como el Algoritmo Evolutivo de Inspiracién Cuantica (QEA)
(Zouari, Alaya, & Tagina, 2017); también se encuentran hibridaciones entre GA 'y LS empleadas en
la solucién del UTP con instancias de universidades asiaticas, encontrando que el procedimiento
hibrido encuentra mejores respuestas para multiples instancias en comparacién con algoritmos de TS,
sin embargo, asumiendo tiempos computacionales mayores (Feng, Lee, & Moon, 2017); asi mismo,
se han formulado métodos hibridos de MA y GRASP para la solucién del VRP con demandas
estocasticas modeladas para mas de 40 instancias de benchmarking, mostrando resultados superiores
en calidad de respuestas y tiempos computacionales (Gutierrez, Dieulle, Labadie, & Velasco, 2018).

3.3 El Project Portfolio Selection Problem (PPSP)

El PPSP pertenece a la familia de problemas de optimizacién combinatoria con mayor proximidad al
caso de interés. De manera general, el PPSP consiste en seleccionar un portafolio de proyectos que
seran ejecutados en un horizonte de tiempo definido, teniendo en cuenta mudltiples criterios y
restricciones que a menudo son conflictivos como en el caso de la rentabilidad y el riesgo asociado a
la inversién para cada proyecto que compone el portafolio. La naturaleza combinatoria del PPSP,
relacionado con el nimero de posibles alternativas de seleccion de proyectos que integrardn un
portafolio determinado, en adicidn a que no existen algoritmos deterministicos que puedan resolver
el problema en tiempos polinomiales en proporcion al tamafio de la instancia, confieren a la familia
de problemas derivada del PPSP una complejidad computacional NP-Hard (Mira et al., 2012).

Las alternativas de optimizacion del PPSP corresponden en su mayoria a métodos de solucién
aproximados dentro de los que resaltan: metaheuristicas de poblacién basadas en GA para la seleccion
de dptima del portafolio de proyectos teniendo en cuenta maltiples objetivos como la rentabilidad de
lainversiony el riesgo asociado a la ejecucion de cada proyecto presente en el portafolio seleccionado
(Yu, Wang, Wen, & Lai, 2012); investigaciones utilizando este esquema evolutivo para la
optimizacion del portafolio en multiples mercados de electricidad ibéricos, logrando maximizar la
rentabilidad de la inversion (Faia, Pinto, & Vale, 2016), aplicaciones del GA para maximizar el valor



presente neto de la ejecucion del portafolio, respetando restricciones de recursos econémicos y
humanos en un horizonte de tiempo dado (Martinez-Vega et al., 2019); y metaheuristicas Cukoo
Search para la seleccidon de portafolio en el Mercado de Valores de Teheran, con el objetivo de
maximizar el beneficio esperado (Shadkam, Delavari, Memariani, & Poursaleh, 2015).

Dentro de los métodos de solucion de trayectoria aplicados al PPSP se encuentran metaheuristicas
basadas en GRASP, buscando minimizar el riesgo acumulado del portafolio para un horizonte de
tiempo fijo (Mira et al., 2012); Metaheuristicas de Randomized Prioriry Search para la seleccion de
portafolio de proyectos con restricciones de recursos dinamicas con ventanas de tiempo(Garcia,
2014), algoritmos de TS para la seleccion y programacion simultanea de proyectos buscando
maximizar el beneficio total esperado de la ejecucién del portafolio, respetando interdependencias y
fechas de terminacion para el portafolio a ejecutar en un horizonte dado (Kumar, Mittal, Soni, &
Joshi, 2019), entre otros.

Por otra parte, encontramos algoritmos hibridos aplicados al PPSP tales como: simheuristicas basadas
en VNS buscando maximizar el valor presente neto de la inversion, considerando flujos de efectivo
y tasas de descuento estocasticas e incluyendo restricciones como el riesgo méaximo permitido por el
inversionista (Panadero, Doering, Kizys, Juan, & Fito, 2018);metaheuristicas hibridas basadas en
algoritmos ABC y PSO para seleccionar el portafolio de proyectos que minimiza el riesgo de
inversion y maximiza el valor de retorno esperado, encontrando mejores desempefios en términos de
calidad de respuesta que las encontradas por algoritmos puros de ACB, GA, SA 'y PSO (Chen, 2015);
modelos hibridos de clustering (K-Means) y GA para la seleccion de portafolio de proyectos en areas
de investigacién y desarrollo (Eshlaghy & Razi, 2015); algoritmos de dos etapas basados en técnicas
de clustering y metaheuristicas Firefly Algortihm (FA) para balancear el riesgo de la inversion (Faezy
Razi & Shadloo, 2017); asi mismo, modelos hibridos de GA y Analytic Hierarchy Process (AHP)
para determinar el portafolio de proyectos que maximiza el retorno de la inversion y minimiza el
riesgo (Ghayour, Solimanpur, & Mansourfar, 2015), entre otros.

3.4 Proximidad del caso de estudio y el PPSP

Los esquemas de valoracion tradicionales de partida para el PPSP, contemplan funciones de beneficio
como el costo de ejecucion proyectado del portafolio de proyectos seleccionados, el valor presente
neto de la inversion, la rentabilidad del portafolio bajo un analisis de riesgo-incertidumbre y otros
criterios que no se encuentran en la funcion de beneficio planteada para el problema de estudio.

A pesar de lo anterior, las caracteristicas de dimensionalidad y las variables de respuesta asociadas a
ambos problemas, constituyen puntos de similitud tal y como se muestra en la Figura 2. En ambos
casos, la solucion del problema se resume en encontrar un portafolio de proyectos que cumpla con
las restricciones dadas, maximizando una determinada funcion de beneficio; hecho que otorga al
problema una naturaleza combinatoria que deriva de las posibles alternativas de seleccion de un
numero especifico de elementos (proyectos). Estas equivalencias caracteristicas permiten extrapolar
la complejidad del caso de estudio a la complejidad caracteristica del PPSP, para la cual como se
estipul6 antes, no existen algoritmos deterministicos capaces de encontrar soluciones Optimas en
tiempos de computo polinomiales proporcionales a la instancia de trabajo.



PROYECTOS POTENCIALES RESTRICCIONES DE PROYECTOS HISTORICOS RESTRICCIONES DE
PARA SU EJECUCION RECURSOS EJECUTADOS PORTAFOLIO (INVIAS)

A = ) =7 r
= =08 = =

l l

(cudl es el portafolio de proyectos que se deben ejecutar para (cudl es el portafolio de proyectos histéricos que se deben
optimizar la funcion de beneficio cumpliendo con las restricciones presentar para optimizar la funcion de beneficio cumpliendo con
de disponibilidad de recursos? las restricciones del CMA auditado por INVIAS?
Funcion de beneficio: maximizar rentabilidad, minimizar el riesgo,
maximizar VPN de la inversion, entra otros. Funcion de beneficio: maximizar el Puntaje T definido por INVIAS.
(a) (W]

Figura 2 Conceptualizacion del PPSP (a) y conceptualizacion global del problema de estudio (b)

Con base en lo anterior, las investigaciones de referencia constituyen un punto de partida para orientar
la eleccion del método de solucion teniendo en cuenta la complejidad computacional del problemay
su similitud con otros casos de optimizacion combinatoria anteriormente expuestos. Por otra parte, el
barrido bibliogréfico deja en evidencia la diversidad de métodos de solucion aproximados y la
importancia de estudiar las caracteristicas particulares de cada problema antes de elegir el método de
solucion, ya que la profundizacion en el conocimiento del problema contribuye a garantizar el éxito
del procedimiento de solucion que se formule.



Capitulo 4

En este capitulo se exponen los distintos métodos de solucioén propuestos, en funcion de la
complejidad NP-Hard del problema, las técnicas reportadas en la literatura y la experiencia del equipo
de trabajo en el abordaje de problemas de optimizacion discretos utilizando algoritmos
metaheuristicos. Adicionalmente, se detalla el procedimiento utilizado para la calibracion de
parametros de las metaheuristicas programadas.

4 Métodos de solucion propuestos

4.1 Algoritmo Exhaustive Search (ES)

Como se introdujo en el Capitulo 1, la Compafiia relacionada cuenta actualmente con un esquema
de exploracién exhaustiva formulado en una hoja de célculo de Excel. Esta formulacion estéatica le
permite al Departamento de Licitaciones evaluar las posibles alternativas para un maximo de 30
proyectos ejecutados histéricamente, que representan apenas 763,686 alternativas dentro de las mas
de 100 mil millones de posibilidades que existen para el N actual de la Organizacién, que equivale
a 207 proyectos historicos.

Partiendo de lo anterior, se program6 un algoritmo ES que permite al usuario variar el nmero de
proyectos ejecutados histéricamente sin restricciones de tamafio de portafolio o del conjunto total de
experiencias histdricas. Este algoritmo de busqueda exhaustiva se program6 en Python 3.6.8 y se
desplegé a través de una interfaz en VBA de Excel; de modo tal que, el usuario parametriza las
condiciones del CMA de interés en la interfaz de Excel y envia la orden de evaluacion de portafolios
al algoritmo ES en Python. Una vez se ha terminado la exploracién completa del espacio de busqueda
en Python, este Ultimo imprime en la interfaz de Excel los 10 mejores portafolios encontrados.

A partir del algoritmo ES se profundiz6 en el conocimiento de la funcion de valoracion matematica
del problema y se encontraron algunas particularidades de éste, detalladas en el apartado de
resultados. Este analisis inicial permitio ademas establecer un punto de comparacion con la
herramienta actual de la Compafiia y ratificd la necesidad de buscar enfoques metaheuristicos para
abordar el problema.

4.2 Genetic Algorithm (GA)

Los Genetic Algorithms (GA) se ubican dentro de la familia de metaheuristicas de poblacion basadas
en analogias con la evolucién bioldgica, que contempla las siguientes etapas basicas: seleccion
natural, reproduccion, mutacién y supervivencia de los individuos mas aptos. El desempefio de los
GA no esta condicionado de manera estricta por un conocimiento profundo del problema de estudio,
como en el caso de metaheuristicas basadas en TS y LS, de modo tal que representan mayor
probabilidad de alcanzar 6ptimos globales en la mayoria de las aplicaciones (Yu et al., 2012).

Para el caso de estudio, se programé un GA utilizando Python 3.6.8. El flujograma general de
operaciones de la metaheuristica se detalla en la Figura 3.
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Figura 3 Flujograma del GA propuesto.

La analogia evolutiva programada inicia con la identificacion del tamafio de los portafolios que seran
construidos, teniendo en cuenta las restricciones de tamafio definidas por INVIAS (4 a 6 proyectos).
De este modo, el algoritmo genético se ejecuta para cada uno de los tamafios de portafolio permisibles,
definidos por el parametro port_size que toma valores de 4,5, y 6 respectivamente. Una vez
identificado el tamafio de los portafolios de la iteracion actual, se da paso a la creacién de una
poblacion aleatoria de cromosomas/individuos(portafolios), cada uno de estos ultimos conformado
por port_size proyectos. En la Figura 4 se detalla la estructura de un cromosoma compuesto por cinco
genes (port_size = 5). Cada gen es representado por un nimero entero que corresponde al indice del
proyecto en la base de datos historica de experiencias ejecutadas por la Organizacion, de esta manera,
un portafolio de 4 proyectos (port_size =4) tendria Unicamente 4 genes en su cromosoma.
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Figura 4 Esquema de codificacion de soluciones en el GA programado.



Este individuo o cromosoma es equivalente a una posible alternativa de solucion del problema, de
modo tal que multiples cromosomas o individuos representan una poblacion tal y como se observa en
la ilustracion anterior.

Una vez creada la poblacion inicial, cada individuo es evaluado y rankeado de acuerdo con su funcion
fitness, que para el caso de estudio corresponde a la funcién de puntaje total (Puntaje T) definida por
INVIAS y explicada en detalle en el Capitulo 2 de este documento. Una vez computada la funcién
fitness, la poblacion es reordenada dejando en primer lugar los mejores portafolios encontrados en la
iteracion actual; posteriormente, se evalta si se cumple el criterio de parada definido por el parametro
de nimero de generaciones (generations), que indica cuantas veces se repetiran las etapas de seleccién
natural, reproduccion y mutacion una vez se ejecute el algoritmo.

El objetivo tras cada iteracion es evolucionar la poblacion anterior mejorando los
individuos/portafolios que la conforman. Para esto, se elige inicialmente una proporcién de
individuos élite (elite_perc) que pasan automaticamente a la siguiente generacion por su alto valor
fitness; la proporcion restante de portafolios requeridos para mantener el tamafio de la poblacién
inicial (pop_size) es construida durante las etapas de seleccion natural y reproduccion de una
proporcién de los individuos més aptos (pop_perc).

La seleccion natural considera una proporcién de la generacion actual como candidatos para la etapa
posterior de reproduccién, en la que se entrecruzan los genes de mdltiples padres/individuos
seleccionados aleatoriamente de la poblacion candidata, para dar lugar a los hijos/individuos de la
siguiente generacién. El entrecruzamiento consiste en seleccionar un punto de corte aleatorio del
cromosoma, para combinar el material genético de ambos padres y dar lugar a los hijos tal y como se
detalla en la Figura 5. Cada hijo resultante conserva el mismo nimero de genes de los padres y no
contiene genes/proyectos repetidos en su cromosoma, aguellos hijos que no cumplen con esta
condicién son desechados y se realiza nuevamente el entrecruzamiento con otros padres, hasta
conseguir el nimero de hijos que cumplan con la condicién de no repetitividad de la solucién.
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Figura 5 Esquema de entrecruzamiento y mutacion de individuos del GA.

Una vez se ha completado la etapa de reproduccidn, inicia la fase de mutacion, en la que una
proporcion de individuos de la generacion construida, es seleccionada aleatoriamente con una
probabilidad para ser mutado dada por el parametro (mut_prob). La mutacion consiste en seleccionar
un gen aleatorio del cromosoma del individuo, para cambiar este por el indice de un proyecto que no
esté presente dentro del individuo a ser mutado tal y como se detalla en la Figura 5.



Como se resalto en la Figura 3, el procedimiento de elitismo-entrecruzamiento-mutacion, se repite
hasta alcanzar el nimero de iteraciones deseado (generations). Una vez se alcanza este valor, se
eliminan los individuos duplicados que aparecen por la convergencia del algoritmo, de este modo se
almacenan los mejores 10 individuos Unicos resultantes luego de multiples generaciones de evolucion
y se procede a validar si se han explorado las soluciones de tamafio de 4,5 y 6 proyectos, en caso de
gue adn no se hayan explorado todas las alternativas, el algoritmo genético se corre nuevamente para
los tamafios de proyectos que atin no hayan sido explorados, una vez se exploran todas las soluciones,
se retinen las mejores 10 soluciones encontradas en cada uno de los tamarfios de proyectos explorados
y se conservan los 10 mejores portafolios en funcion de su Puntaje T.

4.3 Greedy Randomized Adaptive Procedure (GRASP)

La metaheuristica Greedy Randomized Adaptive Search Procedure (GRASP) es un algoritmo de
trayectoria que se basa en la combinacion de procedimientos de blsqueda avariciosos y mejoras
locales a través de busquedas de vecindario iterativas. EI componente avaricioso de la metaheuristica
mide el beneficio de afiadir cada uno de los elementos en pro de elegir lo mas conveniente en cada
iteracién, mientras que la bisqueda de vecindario permite una mejora de la solucién alcanzada en la
etapa constructiva a través de la exploracion de movimientos en el vecindario de soluciones. Mdltiples
iteraciones del GRASP permiten un buen muestreo del espacio de solucién y facilitan el alcance de
respuestas 6ptimas en muchos casos, que sin embargo no pueden garantizarse como en cualquier otro
procedimiento de bisqueda aproximada (Resende & Ribeiro, 2016).

Para el problema de seleccién de portafolio de proyectos se implement6 la metaheuristica GRASP en
Python 3.6.8, siguiendo el flujograma de operaciones detallado en la Figura 6. En la primera fase, se
Ileva a cabo una construccion iterativa de una solucion factible (portafolio de proyectos), mientras
gue en la segunda fase de la metaheuristica, la solucién construida es mejorada a través de un
procedimiento de busqueda local.
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Figura 6 Flujograma de la metaheuristica GRASP programada.

Al igual que en el caso del GA, el algoritmo GRASP se ejecuta para cada uno de los tamafios de
portafolio permitidos por INVIAS, especificado en el algoritmo con el parametro port_size tal y como
se detalla en la Figura 6. Una vez determinado el tamafio de portafolios que aplica para la iteracion
actual, se da inicio a la fase constructiva, que tiene por objetivo consolidar un portafolio de proyectos
factible. Una solucién puede inicializar vacia o con un determinado nimero de proyectos
seleccionados al azar, de acuerdo con el pardmetro init_elements. Estos proyectos insertados en la
solucion inicial, son tomados de la bolsa de contratos histéricos ejecutados, de modo tal que el nimero
de proyectos disponibles para completar la solucion, sera equivalente al nimero de proyectos
requeridos en el portafolio menos la cantidad inicial de proyectos incluida al inicializar la solucién.
En la ilustracion 6 a, puede apreciarse el ejemplo de lo anterior, para una solucion que inicia con
init_elements = 1, de modo tal que, en la fase constructiva se deberan incluir cuatro (4) proyectos
restantes para completar el portafolio de cinco (5) contratos para un port_size = 5 en dicha iteracion.

Una vez se ha inicializado una solucion, se actualiza la lista de candidatos (CL) para la iteracion
actual. Esta lista se encuentra conformada por la lista de proyectos que aiin no se encuentran dentro
de la solucidn y que representan una alternativa potencial de inclusion al portafolio para la siguiente
iteracion. Los elementos de la lista de candidatos estan organizados de mayor a menor por su aporte
a la funcion fitness, que dependera de los proyectos que ya se encuentren en el portafolio al momento



de hacer la evaluacion del aporte. Siguiendo el ejemplo de la Figura 7, el esquema b muestra un
ranking de los proyectos teniendo en cuenta su aporte a la funcidn fitness, dado que ya se encuentra
en la solucion el proyecto con indice 12; de esta manera, la mejor opcion seria incluir el proyecto 2
para que la funcién fitness alcance un valor de 678.870, mientras que incluir el proyecto 13 incluso
decrementaria el valor de la funcion fitness al pasar de 583.287 (Unicamente con el proyecto 12) a
450.960 (con los proyectos 12 y 13).

Esta actualizacion de la lista de candidatos debe hacerse tras cada iteracion, ya que el puntaje total
del portafolio esta en funcion de los elementos que lo conforman en la iteracién actual y la adicion
de un nuevo proyecto no garantiza un aumento o decremento fijo en el valor de la funcion objetivo
como en el caso de ejemplo. Esto es computacionalmente costoso, debido a que cada proyecto en la
bolsa de contratos histéricos que no hay sido incluido en la solucién debe evaluarse, tras cada
iteracion.

Solucién/portafolio actual Lista de candidatos (CL) Lista Restringida Candidatos (RCL)
indice del proyecto en Puntaje total : 25 8
la base de datos. 12] 2 678870
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Figura 7 Iteracion 1, ejemplo de la fase constructiva en el GRASP propuesto.

Una vez se ha actualizado la lista de candidatos, se construye la lista restringida de candidatos (RCL),
seleccionando una proporcion de elementos en la lista de candidatos (perc_rcl) del top de la lista de
candidatos que se fue rankeada previamente. Para el caso de ejemplo, la cantidad de elementos
tomados de la lista de candidatos para conformar la lista restringida de candidatos es equivalente a
dos (2). Finalmente, el proyecto que entra al portafolio en la iteracion actual, es seleccionado al azar
de los elementos que conforman la lista restringida de candidatos en la iteracion actual, que para el
caso de ejemplo equivale al proyecto con el indice 8. Este procedimiento se repite iterativamente
hasta completar el nimero de proyectos requeridos en el portafolio, dado por el valor que aplique
para el pardmetro port_size para la iteracion actual.

En la Figura 8 se detalla una segunda iteracién de la etapa constructiva del GRASP para el ejemplo
expuesto anteriormente. En esta iteracion es posible observar que los elementos que representaban
buenos candidatos en la primera iteracion, no corresponden a potenciales candidatos en la segunda
iteracion, ya que el valor del portafolio cambia drasticamente en funcién de los elementos que entran
a la combinatoria, debido a la naturaleza de la funcidn objetivo descrita en el Capitulo 2.



Solucién/portafolio actual Lista de candidatos (CL) Lista Restringida Candidatos (RCL)

indice del proyecto en Puntaje total : 17,11
Ia base de datos. ’ 12 ‘ 8 ’ 17 ‘ ‘ ‘_’ 718.930 ’
T Puntaje total :
—
Puntaje total ‘ 12 ‘ 8 ‘ n ‘ ‘ ‘ 690.219 Proyecto elegido aleatoriamente de la
‘12‘ 8 ’ ‘ ‘ ‘_’ 590.446 : RCL:
- .

Puntaje total : 17
proyectos faltantes para ‘ 12 ‘ 8 ‘ 2 ‘ ‘ ‘_' 5;‘(])1 ;éeg ? <|: }
completar el portafolio

(d) (e) ®

Figura 8 Iteracion 2, ejemplo de la fase constructiva en el GRASP programado.

Una vez ha terminada la fase constructiva, se da inicio a una fase de mejora local, en la que el
portafolio resultante de la fase constructiva es mejorado tomando un elemento de la lista de candidatos
y revisando uno a uno su posible reemplazo por alguno de los proyectos incluidos en el portafolio
resultante de la fase constructiva tal y como se muestra en la Figura 9. Para el caso de ejemplo, el
proyecto con indice 10 es seleccionado y cada uno de los elementos en la solucion constructiva es
evaluado para ser reemplazado por el proyecto 10 como se muestra en el apartado b de la gréfica. Al
evaluar todos los reemplazos, el cuarto (4) reemplazo consigue elevar la funcion fitness del portafolio
a 999.368, por lo que la solucién conseguida en la busqueda local es actualizada y almacenada.
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Figura 9 Ejemplo de la fase de mejora local en el GRASP programado.

Todo el proceso anterior se repite hasta haber construido y mejorado la cantidad de soluciones
definidas por el nimero de iteraciones (num_solutions); al final, se ordenan de mayor a menor puntaje
las soluciones construidas y se conservan los 10 mejores portafolios encontrados para dicha iteracion.
En este punto, se evalUa si ya se exploraron las soluciones de tamafios de 4, 5y 6 portafolios, de no
ser asi, el GRASP se ejecuta nuevamente para cada uno de los tamafios faltantes. Una vez se han
explorado soluciones para todos los tamarios del portafolio, se filtran las mejores 10 soluciones
alcanzadas y se envian a la consola del usuario.



4.4  Seleccidn de pardmetros para las metaheuristicas propuestas

La parametrizacion de metaheuristicas condiciona en gran medida su rendimiento frente a un
problema particular de estudio. A medida que crece el nimero de pardmetros que a su vez pueden
tomar un amplio rango de valores, el problema de parametrizacion se complejiza exponiendo las
debilidades de los enfoques cléasicos de uso extensivo como la experimentacion manual y las
busquedas de cuadrilla que se basan en exploraciones exhaustivas del espacio de parametrizacién del
algoritmo de base; debido a que cada problema esconde relaciones subyacentes propias de la
combinacion de pardmetros, que no son identificables a través de la experiencia del investigador y
mucho menos generalizables para un amplio nimero de problemas de distinta naturaleza (Pedersen,
2010).

Teniendo en cuenta lo anterior, para la seleccion de pardmetros del GA y el algoritmo GRASP
propuesto, se utilizé el enfoque de busqueda y seleccidn de pardmetros para algoritmos de
optimizacién conocido como meta-optimizacion. Este esquema se centra en encontrar la
parametrizacion 6ptima de un algoritmo de optimizacién que responde a un problema de base
particular tal y como se ejemplifica en la Figura 10 adaptada para el caso de estudio (Neumdiller,
Wagner, Kronberger, & Affenzeller, 2012).

Problema de me taoptimizacion:
Optimizacion de parametros para los algoritmos de base propuestos.

Algoritmos de base:
GA, GRASP

Problema de base:
Seleccion de portafolio de proyectos para
CMA’s - INVIAS

Figura 10 Enfoque de meta-optimizacion para el contexto de estudio.

El concepto de meta-optimizacion se introdujo aproximadamente en el afio 1970, sin embargo, la
capacidad computacional de la época rezagd su exploracion y explotacion intensiva por mas de veinte
afios; entrando en auge de manera conjunta con las técnicas de modelamiento y aprendizaje
automatico que demandan la seleccion de gran cantidad de parametros como en el caso de las Redes
Neuronales. Este enfoque de busqueda automatica de parametrizaciones se basa en métodos
aproximados, motivo por el cual no es posible garantizar la mejor parametrizacion posible del
algoritmo de base; no obstante, los algoritmos de meta-optimizacion permiten encontrar en la mayoria
de los casos, mejores parametrizaciones que aquellas establecidas bajo los enfoques tradicionales
(Pedersen, 2010; Neumdller et al., 2012; Bergstra & Bengio, 2012).



4.4.1 Meta-optimizacién Bayesiana

Para la parametrizacion de las metaheuristicas propuestas utilizando el enfoque de meta-
optimizacién, se utiliz6 un algoritmo de optimizacion bayesiano desarrollado en el Massachusetts
Institute of Technology (MIT) por Magnus Pedersen en el afio 2018, como producto de su tesis
doctoral (Pedersen, 2010). Algunas de las aplicaciones recientes de esta libreria de gran
reconocimiento se encuentran en areas de planificacion de inventarios multi escalon utilizando
simulacion-optimizacion (Agarwal, 2018); pronosticos de sistemas cadticos (Griffith, Pomerance, &
Gauthier, 2019); parametrizacion de heuristicas de optimizacion para algoritmos de machine learning
(Boryssenko & Herscovici, 2018), entre otros.

El algoritmo parte de un proceso gaussiano en el que se estiman los valores de una funcion de
desempefio meta-fitness a partir de una exploracién inicial de combinaciones de pardmetros para cada
metaheuristica. A partir de esta blsqueda inicial de parametrizaciones, se realizan interpolaciones
para estimar valores promisorios de la funcién meta-fitness, sin dependencia de una exploracion
exhaustiva del mismo, representando una enorme reduccién en el costo computacional. Los
parametros asociados a los mejores valores de interpolacion son inferidos a través de un algoritmo
de Bayes, de este modo tras cada iteracion se actualizan los conjuntos de parametros en funcion de
los errores y la nueva informacion conseguida a través de las parametrizaciones previas exploradas
(Frazier, 2018). Este esquema facilita encontrar buenas parametrizaciones sin garantizar un 6ptimo
global dado que es un método de solucién aproximado.
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Figura 11 Flujograma del algoritmo de meta-optimizacion Bayesiana implementado.

La Figura 11 representa una adaptacién del esquema de trabajo de un algoritmo de meta-optimizacion
Bayesiano embebido en la libreria Scikit-Optimize (skopt) implementada en Python (MIT, 2018).
Como se puede observar, las entradas de la metaheuristica aplicada al problema de base, corresponden



a un conjunto de pardmetros de trabajo dado, cuyos limites de valores son predefinidos por el usuario.
Bajo esta parametrizacion se encuentra una solucién al problema de seleccién de portafolio en funcién
de la funcién de desempefio de la metaheuristica (Puntaje Total). A partir de estos resultados es
posible definir una funcién meta-fitness que tenga en cuenta criterios adicionales de interés para
diferenciar una mejor parametrizacion de otra.

Esta funcion meta-fitness se convierte en la funcién de beneficio del algoritmo de meta-optimizacion
Bayesiano y es a través de esta medida de desempefio que el algoritmo determina qué valores de
parametros tomar tras cada iteracion, en funcion de la actualizacion del modelo aproximado del
espacio de busqueda. Una vez se actualizan los valores de los pardmetros, el proceso se repite
iterativamente hasta alcanzar un nimero determinado de iteraciones como criterio de parada. El autor
de la libreria recomienda por defecto 50 iteraciones para alcanzar buenos valores de parametrizacion.

Para la evaluacion de cada conjunto de parametros en el caso de estudio, se formulé la siguiente
funcién de desempefio a minimizar:

i=s Z;:io((l,OOO—Puntaje T;)*100)?xconv
5

meta_fitness = (4.1)

Donde:

e meta_fitness = Funcion de desempefio del optimizador bayesiano a minimizar.

e i =réplicai-ésima de la metaheuristica para un conjunto de parametros dado.

e j = Portafolio j-ésimo con mejor puntaje encontrado por la metaheuristica.

e Puntaje T= Puntaje total del portafolio j-ésimo en el ranking con los 10 mejores portafolios
encontrados por la metaheuristica bajo una parametrizacion dada.

e conv = factor de penalizacion por convergencia. Si el algoritmo termina con menos de 10
soluciones factibles no repetidas, se penaliza la funcién meta_fitness multiplicando por 100
cada una de las distancias evaluadas.

De esta manera, la funcion de evaluacion meta-fitness a minimizar, no sélo tiene en cuenta el mejor
portafolio encontrado ( portafolio con la menor diferencia entre el puntaje maximo que se puede
obtener (1,000) y su valor alcanzado Puntaje T;), sino que ademas, contempla la efectividad del
método de solucidn para hallar hasta 10 portafolios candidatos de ser escogidos por su ranking con
base en el criterio de la Organizacion detallado en el Capitulo 5; motivo por el cual la funcién de
desempefio equivale al promedio de la sumatoria de distancias al cuadrado, computadas para los 10
mejores portafolios encontrados en las 5 réplicas realizadas.

Las instancias utilizadas para evaluar cada conjunto de parametrizaciones se detallan en el Capitulo
5 del escrito, en adicion a los criterios de la Organizacion que se tuvieron en cuenta tanto para la
parametrizacion de las metaheuristicas como para la evaluacion final de cada uno de los métodos de
solucion desarrollados.

4.4.2 Meta-optimizacion Bayesiana del algoritmo GA

Para la seleccion de pardmetros del GA programado, se contemplaron los siguientes cinco (5)
hiperparametros: Cantidad de individuos que conforman la poblacion (pop_size) porcentaje de los



individuos con mejor puntuacion que pasan automaticamente a la siguiente generacion (elite_perc)
porcentaje de individuos con mejor puntuacion que son seleccionados como candidatos para el
entrecruzamiento (pop_perc); probabilidad de mutacién de un individuo(mut_prob) y ndmero de
generaciones de evolucion (generations).

Los limites preestablecidos para cada parametro en funcion del estado del arte, pruebas de
experimentacion preliminares y la experiencia del equipo, son:

pop_size = [1000, 35000]
mut_prob = [0.0, 0.8]
pop_perc =[0.1, 1.0]
elite_perc =[0.0, 1.0]
generations = [10,80]

A partir de esta configuracion, se definié el conjunto de posibles valores de parametros para las cinco
dimensiones. Cada parametrizacion establecida por el algoritmo Bayesiano se computd para cinco
(5) réplicas distintas, inicialmente para un CMA especifico y posteriormente, se realizd una
validacion de las mejores 20 parametrizaciones halladas en primera fase pero esta vez bajo las
condiciones de dos CMA’s adicionales, cuyos parametros se detallan en el Capitulo 5.

4.4.3 Meta-optimizacion Bayesiana del algoritmo GRASP

Para la seleccion de parametros del GRASP propuesto, se contemplaron los siguientes tres (3)
hiperparametros: Proporcion de elementos tomados para conformar la lista restringida de candidatos
(perc_rcl); nimero de elementos con los que inicia el portafolio (init_elements) y ndmero de
iteraciones (hum_solutions).

Los limites preestablecidos para cada pardmetro en funcién del estado del arte, pruebas de
experimentacion preliminares y la experiencia del equipo, son:

Perc_rcl =[0.01, 0.5]
Init_elements = [0, 4]
num_solutions = [100, 3500]

Una vez definidos los limites del espacio de parametrizacion, se utilizaron tres (3) pliegos de
condiciones para establecer una buena parametrizacion siguiendo el mismo esquema detallado en el
apartado anterior para el GA. El detalle de los pliegos de condiciones utilizados se muestra en el
Capitulo 5 de este documento.

4.5 Reglas de validacién heuristicas

Con el objetivo de contrastar los resultados de los métodos de solucion metaheuristicos propuestos,
con alternativas de solucion distintas al algoritmo ES detallado en el Capitulo 4 de este documento,
se programaron dos (2) reglas de validacion heuristicas simples que permiten alcanzar soluciones
factibles al problema de estudio en tiempos cortos. El flujograma de los algoritmos en mencidn se
detalla en la Figura 12.

Las reglas de validacion heuristicas programadas en Python 3.6.8 son:



e Top VFA Heuristic (TVFA Heuristic): Se basa en la seleccion de un porcentaje de proyectos
(group_perc), rankeados de mayor a menor de acuerdo con su VFA. A partir de este conjunto
de proyectos seleccionados se computan todas las posibles combinaciones de 4,5 y 6
proyectos. Partiendo del total de combinaciones se selecciona un nimero aleatorio de
portafolios para los que se evalla su Puntaje T y se almacenan los diez (10) mejores
portafolios encontrados.

e Bottom VFA Heuristic (BVFA Heuristic): Parte de la seleccion de un porcentaje de proyectos
(group_perc) rankeados de menor a mayor de acuerdo con su VFA. La logica de evaluacion
y seleccidn de portafolios se mantiene
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Figura 12 Flujograma de las reglas de validacién heuristicas programadas.

La comparacién de estas reglas de validacion heuristicas con los métodos de solucion aproximados
programados, se realizd en funcion de la calidad de respuestas encontradas, para tiempos de cOmputo
similares a los tiempos de ejecucion de los algoritmos metaheuristicos parametrizados. De este modo,
la proporcion de proyectos (group_perc) con el valor mas alto o bajo del VFA segun la regla de
trabajo, estuvo en funcidn de los tiempos de ejecucion asociados al pardmetro.



Capitulo 5

En este capitulo se describe en detalle los criterios de negocio utilizados en el disefio parametrizacion
y evaluacion de los métodos de solucidn propuestos, asi como también se especifican las instancias
utilizadas para la ejecucion de pruebas experimentales realizadas a lo largo del estudio.

5 Esquema de seleccion de parametros y evaluacion de los
métodos de solucion propuestos

5.1 Criterios del Negocio incorporados en el disefio, parametrizacion y evaluacion

de los algoritmos programados

En multiples apartados de este documento se ha resaltado la participacion de la Organizacion durante
el disefio, parametrizacion y evaluacion de las alternativas de solucién al problema estudiado. Lo
anterior resulta importante ya que factores como el tiempo de computo y la facilidad de uso de la
herramienta son aspectos criticos que pueden restringir su uso en un entorno real de aplicacion tal y
como se presenta en este trabajo de grado.

Por lo anterior, la seleccion de pardmetros y la evaluacion de los métodos de solucion toma como
base los siguientes aspectos criticos definidos por la Compania:

Habilidad del algoritmo para encontrar el maximo Puntaje T: Por experiencia histérica
contenida en los resultados de evaluacion de multiples CMA’s, se sabe que en multiples
casos, las mejores propuestas mantienen puntajes muy cercanos, diferenciados incluso por
décimas. Por esta razén, resulta importante que algoritmo pueda alcanzar soluciones muy
cercanas al puntaje maximo establecido por INVIAS (1,000).

Diversidad de soluciones: Se determind que para el contexto de estudio, resulta importante
tener mas de un portafolio de proyectos con un buen Puntaje T; debido a que se cree que ante
un empate entre el Puntaje T entre dos postulantes, INVIAS acude a criterios financieros o
reputacionales de las obras ejecutadas en el portafolio de los participantes, de manera tal que
es importante tener varias alternativas de eleccion para complementar la decisién con criterio
de negocio. Se establecié en conjunto con el Departamento de Licitaciones que el algoritmo
implementado deberd mostrar al usuario los mejores 10 portafolios encontrados.

Tiempos de computo permisibles: Para el caso de estudio se concluyé que un método de
solucion que emplee mas de 10 minutos por corrida, dificulta la evaluacion consecutiva de
multiples pliegos bajo distintas condiciones. Lo anterior resulta vital ya que el Departamento
de Licitaciones realiza estimaciones de las variables aleatorias del problema a través de
multiples experimentos. Asi mismo, la interactividad del usuario con la herramienta se ve
restringida si esta demanda gran uso de memoria computacional e impide ejecutar otras tareas
en la maquina en paralelo, como es el caso de las hojas de Excel con las que cuentan
actualmente.



e Facilidad de uso de la herramienta: La herramienta de trabajo con la que mas se encuentran
familiarizados los trabajadores en la Compaiiia, es Excel. Cualquier software adicional que
quiera implementarse debe ser de facil uso para el Departamento de Licitaciones y todas las
parametrizaciones requeridas deben poderse realizar en el mismo programa, de modo tal que
signifique el menor nimero de pasos para el usuario.

5.2 Recursos computacionales empleados en el estudio

Todos los célculos computacionales realizados durante el estudio, fueron ejecutados en la estacion de
trabajo portéatil ASUS N551JX, que cuenta con un procesador Intel® Core™ i7-4720HQ @ 2.60
GHz, 8 GB de memoria RAM DDR3 y tarjeta de video integrada NVIDIA® GeForce® GTX 950M
de 4GB DDR3.

Se utiliz6 el lenguaje de programacion Python 3.6.8 para la parametrizacién y la evaluacion de los
algoritmos de solucion programados, asi mismo, se trabaj6 con Visual Basic for Applications (VBA)
embebido en Excel, para el despliegue de los algoritmos a través de una interfaz de usuario
parametrizable.

5.3 Instancias utilizadas para la seleccion de parametros y la evaluacion de los
métodos de solucion propuestos

Para la parametrizacion y evaluacion de los algoritmos de solucién programados, se trabajé en total
con ocho (8) Pliegos de Condiciones referidos a CMA’s adjudicados por INVIAS en los afios 2018 y
2019. Los términos de cada Pliego fueron descargados del SECOP bajo guia y sugerencia de la
Compafiia de estudio. Cada uno de los procesos relaciona informacién de los puntajes alcanzados
por cada participante, asi como también contienen informacion de los parametros y variables
aleatorias que aplicaron a cada convocatoria en su momento; aspecto de interés para contrastar los
resultados de los métodos de solucién programados. Adicionalmente, se trabajé con una bolsa
historica de 207 proyectos ejecutados a satisfaccion por la Organizacion. La informacion de
identificacion de cada uno de estos proyectos se entregd anonimizada y solo las variables requeridas
por los algoritmos se conservaron en su estado original.

En la Tabla 4, se detallan los parametros asociados a tres (3) CMA’s auditados por INVIAS en el
primer semestre del afio 2018. Estos Pliegos de Condiciones fueron utilizados para la parametrizacion
de las metaheuristicas propuestas. EI CMA-DO-SRT-058-2018 se utilizé en la primera fase para el
esquema de meta-optimizacion detallado en el apartado 4.4 del Capitulo 4, mientras que los dos
CMA'’s restantes, se utilizaron para validar los resultados obtenidos con el algoritmo de meta-
optimizacién, cada prueba realizada se replicé cinco veces. Estos resultados, en adicién al criterio de
negocio de la Compaiiia, permitieron definir la parametrizacion de los algoritmos GA y GRASP.



Tabla 4. CMA’s utilizados para la parametrizacion de las metaheuristicas

TERMINOS | CMA-DO-SRT- | CMA-DO-SRT- CMA-DO-
CMA 058-2018 073-2018 SRT-063-2018

Fecha concurso 06/03/18 03/05/18 04/16/18
Pmaxf 600 600 600
Pmaxp 300 300 300
Puntaje N 100 100 100
Puntaje | 0 0 0
Eg?%’;gtl‘l’; 426 426 426

Po 14 6 9
SMMLV 781,242 781,242 781,242
PO (SMMLV) 6259.386 342.660 1078.434
PO ($COP) 4,890,095,237 267,700,384 842,517,935
Vpropmod 5 7 10
PMFO 447.099 57.110 119.826
% 60% 45% 45%
%*PFMO 268.259 25.700 53.922
Relaciong, 1.942 1.641 1.873

M 33 51 81
Pph 13.940 5.942 9.047
¥2{2;;‘;ng6 999.354 999.217 999.668

Una vez definida la parametrizacion de los métodos de solucion aproximados, se establecieron cinco
(5) instancias adicionales para la evaluacién comparativa de todos los algoritmos de solucion
programados para el problema de estudio. Los CMA’s en mencion, se detallan en la Tabla 5.



Tabla 5. CMA’s utilizados para la evaluacion final de los métodos de solucién programados

TERMINOS | CMA-DO- | CMA-DO- | CMA-DO-SRT- | CMA-DO- |CMA-DO-SRT-
CMA | SRT-138-2018 | SRT-140-2018 1452018 | SRT-146-2018 |  001-2019

Fecha concurso 06/03/18 06/03/18 06/03/18 10/24/18 02/08/19

Pmaxf 595 595 595 595 595

Pmaxp 295 295 295 295 295

Puntaje N 100 100 100 100 100

Puntaje | 10 10 10 10 10

Eg?é?%[l?g 4a6 4a6 4a6 4a6 4a6

Po 7 9 4 3 18

SMMLV 781,242 781,242 781,242 781,242 828,116

PO (SMMLV) |  639.954 713.259 157.804 124.191 1600.812

PO (SCOP) 499,958,943 | 557,227,888 123,283,113 97,023,225 | 1,325,658,030

Vpropmod 7 9 3 3 9

PMFO 91.422 79.251 39.451 41.397 88.934

% 45% 45% 50% 45% 50%

%*PEMO 41.140 35.663 19.726 18.629 44.467

Relaciong 1.641 1.800 1.366 1.229 2,000

M 59 74 16 12 75

Pph 7.019 9.145 4,016 3.053 17.903

¥Z{§;n2igtjje 999.706 998.368 999.559 999.970 999.349

Al igual que en el caso de las pruebas de seleccidn y validacion de parametros, todas las corridas de
evaluacion final, se replicaron cinco veces.




Capitulo 6

En este capitulo se muestran los resultados obtenidos a lo largo de la investigacion y se discuten
maltiples aspectos de gran interés encontrados durante la profundizacion en el estudio de la
complejidad computacional del problema y de su abordaje a través de los métodos de solucién
aproximados programados.

6 Resultados y discusion

6.1 Complejidad computacional del problema

Para profundizar en la complejidad computacional del problema e identificar algunas caracteristicas
propias del espacio de solucion de este, se realizaron distintas corridas experimentales utilizando el
algoritmo ES, variando el nimero de contratos histéricos (N) que afecta drasticamente el NTC del
caso de estudio como se detall6 en el Capitulo 1.

En la Figura 13, se observa que para valores de N iguales o inferiores a 45 contratos histdricos, los
tiempos de exploracion completa del espacio de solucién no superan los 10 minutos, representando
un uso promedio de memoria RAM entre el 29.70% y el 40.28%. A partir de 45 contratos, el consumo
de recursos computacionales marca un crecimiento acelerado que termina por consumir la totalidad
de recursos del equipo empleado cuando N alcanza un valor de 60, con un tamafio del espacio de
solucion equivalente a cerca de 56 millones de alternativas de solucion gque terminaron por emplear
maés del 96% de la memoria RAM y demandaron un tiempo promedio de computo de alrededor de 7
horas.

400 A

No. Contratos  No. Alternativas de Uso promedio
350 - historicos (N)  seleccion (NTC) memoria RAM (%)

0 10 672 29.70%

2 3001 15 9373 29.70%

L. 20 59,109 29.90%

:§ 25 242,880 30.32%

§ 200 1 30 763,686 31.38%

D 15 35 2,000,152 32.68%
[

° 40 4,587,778 36.18%

g 1001 45 9,515,814 40.28%

& o0 50 18,239,760 62.94%

55 32,809,491 80.72%

01 60 56,013,007 96.95%

10 20 30 40 50 60
Cantidad de proyectos (N)

Figura 13 Demanda de recursos computacionales en funcion de N.

En la Figura 14 a, se detallan los tiempos computacionales obtenidos en funcion de los valores del
NTC evaluados, comprendidos entre 10 y 60 como se detall6 en la figura anterior.
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Figura 14 Estimacion del tiempo de ejecucién en funcion del NTC.

A partir de estos tiempos computacionales, se realizd una estimacion de los tiempos de computo
asociados a la exploracion completa de espacios de solucion de mayor tamafio. La Figura 14 b,
muestra los resultados de estimacion para un N comprendido entre 10 y 210 proyectos (éste ultimo
cercano al N de la Compafiia equivalente a 207 proyectos), en funcion de la siguiente ecuacion:
Tiempo ejecucion = 0461875, NTC (6.1)
1.82398e+07
Para el N méaximo de 210 proyectos, el NTC resulta ser equivalente a 114,160,558,512 alternativas,
gue tomarian a la maquina de trabajo utilizada, cerca de 2,900 horas (121 dias aproximadamente)
explorar todo el espacio de solucion, si la memoria RAM del computador no colapsara rapidamente.

Por otra parte, durante de la exploracion exhaustiva del problema utilizando distintos valores de N,
se almacenaron los mejores portafolios encontrados en cada una de las 5 réplicas realizadas por
escenario. En la Figura 15, se observa que portafolios conformados por 4,5 y 6 proyectos pueden
llegar a representar las mejores respuestas en multiples casos, motivo por el cual no es posible
desechar a priori las alternativas de solucidn representadas por portafolios de tamafio mas pequefio;
pese a que en las instancias de mayor tamafio (N > 50 contratos) no se encontr6 al menos un portafolio
compuesto por 4 proyectos, que ocupara el mejor lugar de la réplica, no hay soporte estadistico para
dejar de lado este conjunto de soluciones. Por esta razén, todos los métodos de solucidn propuestos
abarcaron las alternativas de solucién conformadas por 4,5 y 6 proyectos tal y como lo plantea el
problema de base definido por INVIAS detallado en el Capitulo 2 de este documento.

Los resultados detallados obtenidos para el algoritmo ES, se muestran en el apartado de anexos, en la
Tabla 10.



Tamarfio del portafolio
I 4 proyectos
[ 5 proyectos
[ 6 proyectos

Porcentaje de réplicas

T
10 15 20 25 30 35 40 45 50 55 60
NUmero de contratos histéricos (N)

Figura 15 Tamafios de portafolio para las mejores respuestas encontradas a través de busquedas exhaustivas
variando el nimero de contratos historicos (N)

Este acercamiento en términos de costo computacional y caracteristicas del problema, no sélo
corrobora la complejidad computacional NP-Hard detallada en el Capitulo 3, sino que ademas, ratifica
que un enfoque de exploracion exhaustiva no resulta ser viable en el contexto de estudio aplicado, ya
gue el N actual de la Compafiia excede los 200 proyectos y los recursos computacionales disponibles
no permitirian explorar todo el espacio de solucidn en tiempos razonales para el caso estudiado.

6.2 Parametrizacion de las metaheuristicas propuestas

Siguiendo el esquema de seleccidn de parametros detallado en el Capitulo 5, se realiz6 en primera
instancia una basqueda de parametros a través del enfoque de meta-optimizacion explicado en el
apartado 4.4 del Capitulo 4. El criterio de parada para el optimizador Bayesiano fue de 100 iteraciones
en ambos casos, 50 iteraciones mas que las definidas por defecto por los autores de la libreria (MIT,
2018). Una vez estimados los parametros se realizaron dos validaciones adicionales de las diez (10)
mejores parametrizaciones encontradas y se computo el valor de la funcion meta-fitness para cinco
(5) réplicas en cada CMA de validacion utilizado.

6.2.1 Parametros seleccionados para la metaheuristica GA

El optimizador Bayesiano actualiza la estimacion del espacio de busqueda con base en la informacion
conseguida tras cada iteracion. La estimacion de la funcion meta-fitness en funcion de los parametros
pop_size, mut_prob, pop_perc, generations y elite_perc para la iteracion 100, se detalla en la Figura
16.

Las regiones amarillas representan los mejores valores conseguidos para la funcion meta-fitness,
mientras que las regiones azules representan los valores mas altos en el problema de minimizacion.
Asi mismo, la diagonal del grafico muestra la dependencia parcial que existe entre el valor de la
funcion meta-fitness y los valores especificos que pueden tomar los distintos parametros. En el caso
de los parametros mut_prob, pop_perc y generations, no se evidenciaron dependencias parciales



claras entre la funcion de utilidad y sus valores, ya que como se observa en la figura, para todo el
espectro de valores que pueden tomar estos parametros, fue posible obtener buenos resultados cuando
se combinaban determinados valores en las deméas dimensiones de parametrizacion.
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Figura 16 Superficie de respuesta estimada en funcion de los parametros del GA para la Gltima iteracion.

Por otra parte, en el caso del parametro de tamafio de poblacion (pop_size), se observé un deterioro
notable de la funcion meta-fitness para valores por debajo de 9,000 individuos; mientras que en el
caso del pardmetro de proporcion de elitismo (elite_perc), valores mayores al 0.6 (60%), afectaron el
valor de la funcion objetivo tal y como se observa en la curva pop_size y elite_perc de la gréfica.
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Figura 17 Convergencia del optimizador Bayesiano aplicado a los parametros del GA

La mejor parametrizacion encontrada en la etapa de meta-optimizacion del GA, se encontrd en la
iteracion 6 tal y como se muestra en la Figura 17. EI meta_fitness promedio en esta iteracion fue de
21.748, equivalente a un tiempo promedio de ejecucién 8.102 minutos. Los parametros asociados a
esta parametrizacion son: pop_size =22,349, mut_prob =0.012, pop_perc =0.792, generations =69 y
elite_perc =0.087. El detalle de los 50 mejores conjuntos de parametros encontrados en la etapa de



meta-optimizacion se incluye en el apartado de anexos; ademas, resulta importante resaltar que la
convergencia temprana del meta-optimizador, indica que el nimero de iteraciones definido fue mas
que suficiente para el caso analizado.

Con el objetivo de validar los resultados alcanzados por las mejores parametrizaciones encontradas a
través del optimizador Bayesiano, se realizd una evaluacién posterior de las 10 mejores
parametrizaciones encontradas en la primera etapa, utilizando dos (2) CMA’s adicionales cuyos
parametros se detallaron previamente en la Tabla 4. Los resultados resultantes de las tres evaluaciones
fueron promediados para obtener el ranking promedio de parametrizaciones que se detalla en la Tabla
6.

Tabla 6. Ranking de las 10 mejores parametrizaciones encontradas para la metaheuristica GA

. . . meta_fitness | Desv. estandar Tiempo Ranking
pop_size | mut_prob | pop_perc | generations | elite_perc oromedio oromedio | promedio (min) | promedio
22,349 0.012 0.792 69 0.087 7.249 0.106 8.078 1.000
14,299 0.008 0.476 35 0.361 10.997 0.302 2.623 3.667
12,128 0.067 0.337 36 0.046 43.204 26.099 2.295 4.667
27,790 0.399 0.126 20 0.042 12.121 0.396 3.157 4.667
28,899 0.121 0.615 50 0.113 13.217 0.450 7.689 5.000
14,832 0.020 0.892 44 0.477 12.441 1.584 3.399 6.000
10,767 0.037 0.382 37 0.138 22.519 27.485 2.100 6.000
19,136 0.090 0.520 69 0.559 13.645 0.956 6.622 6.333
23,333 0.116 0.542 45 0.511 14.794 1.042 5.444 8.667
28,146 0.180 0.224 18 0.400 24.044 18.995 2.864 9.000

En este caso, la mejor parametrizacion hallada en la etapa de meta-optimizacion se mantuvo en el
primer lugar en las dos validaciones posteriores, motivo por el cual el ranking promedio de este
conjunto de parametros fue equivalente a 1. Es importante resaltar que la segunda parametrizacion en
el ranking promedio, presenta un meta-fitness promedio cercano al conseguido con el primer conjunto
de parametros, con la ventaja de representar aproximadamente 6 minutos menos de corrida. Ademas,
es importante notar que los pardmetros de este segundo conjunto de parametrizacion, difieren
notablemente de los primeros en las dimensiones pop_perc, generations y elite_perc, lo cual es
indicador de que el problema de parametrizacion de la metaheuristica tiene més de una buena
parametrizacion (6ptimo local).

Con base en lo anterior, pese a que la segunda parametrizacion es cercana a la mejor alcanzada y
representa ventajas de tiempo, se decidio trabajar con el primer conjunto de parametros, dado que no
excede los tiempos computacionales sugeridos por la Compariia y demostro ser robusta en todos los
CMA’s para los que fue valorada.




Por otra parte, dado que las parametrizaciones encontradas no obedecen a valores tradicionales de
parametrizacion en algoritmos GA, se evaluaron cinco (5) parametrizaciones adicionales para las
instancias detalladas en la Tabla 4, tomando valores de parametrizacion de otras investigaciones en
las que se observa una menor cantidad de individuos y un mayor numero de generaciones
(Neelamegam, Sapineni, Muthukumaran, & Tamanna, 2013; Vasudevan, Arunkumar,
Chandrasekhar, & Maduraimuthu, 2010; Quilot-Turion, Génard, Valsesia, & Memmah, 2016; Y.
Bernal, Marty, Okoye, Santana, & Santana, 2012).

Tabla 7. Desempefio del algoritmo GA utilizando parametrizaciones convencionales

pop_size | mut_prob | pop_perc |generations| elite_perc mg:i#: Ltgi%ss Deg\;;)?sg%rilgar Tiemp(ompi:](;medio
100 0.01 1 250 0.00 8.70E+10 5.70E+10 0.137
100 0.01 1 100 0.00 3.78E+10 4.66E+10 0.056
300 0.01 1 200 0.01 1.77E+07 1.44E+07 0.371
100 0.00 1 200 0.00 1.32E+09 1.34E+09 0.103
500 0.05 1 1,000 0.01 1.02E+06 5.31E+04 2.779

Los resultados detallados en la Tabla 7, reflejan que las parametrizaciones convencionales que
podrian seleccionarse a priori, presentan un desempefio muy inferior al conseguido por las mejores
parametrizaciones halladas bajo el enfoque de meta optimizacién, dado su alto valor de la funcién
meta_fitness que se pretende minimizar. Esto se debe a que un alto nimero de generaciones y un bajo
numero de individuos llevan a la metaheuristicas a una convergencia de las soluciones, lo cual es
penalizado fuertemente por la funcion meta_fitness, que no solo valora la habilidad de la
metaheuristica para alcanzar una unica buena solucidn, sino que evalGa su habilidad de encontrar
hasta 10 buenas soluciones.

Lo anterior explica en buena medida por qué el algoritmo de meta-optimizacion, a través de multiples
iteraciones, determina que la parametrizacion mas conveniente para la funcion meta_fitness
planteada, es aquella en la que se explora una mayor cantidad del espacio de solucién (a través de un
alto nimero de individuos 22,349 ), que son evolucionados en un nimero mas bajo de generaciones
(69 generaciones), de modo tal que se logran alcanzar hasta 10 soluciones distintas con valores de
Puntaje T de 1,000, sin llevar a una convergencia que termine en un una Unica solucién de con valor
de 1,000 que sera fuertemente penalizada.

6.2.2 Par&metros seleccionados para le metaheuristica GRASP

Siguiendo la metodologia de blusqueda de parametros expuesta anteriormente para la metaheuristica
GA, se estimo el espacio de solucion para el problema de minimizacion de la funcion meta-fitness
detallado en la Figura 18 para la metaheuristica GRASP, en la iteracion nimero 100.

Para este caso, no se encontraron dependencias parciales claras asociadas a los pardmetros perc_rcl e
init_elements, dado que para el espectro de valores evaluados en estas dos dimensiones, se
encontraron resultados similares de la funcién meta-fitness; no obstante, cuando se analizan los




diagramas de calor que asocian interacciones entre las distintas dimensiones de parametrizacion, se
observa que para valores del pardmetro init_elements por arriba de 2, en conjunto con valores de
perc_rcl por arriba de 0.1 (10%), la funcién meta-fitness se deteriora aumentando su valor. Esto indica
particularmente que a medida que aumenta el nimero de proyectos introducidos aleatoriamente en la
inicializacion de la solucion el Puntaje T de los 10 mejores portafolios se deteriora consistentemente.
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Figura 18 Superficie de respuesta estimada en funcion de los parametros del GRASP para la Gltima
iteracion.

Por otra parte, se encontr6 que el parametro asociado al nimero de soluciones (num_solutions), incide
directamente en el valor de la funcién meta-fitness, ya que cuando este parametro toma valores por
arriba de las 1,000 soluciones, el valor de la funcién meta-fitness mejora significativamente. La mejor
parametrizacion encontrada en esta etapa presentd los siguientes valores: perc_rcl =0.034,
init_elements =1 y num_solutions =3,076. A diferencia de la convergencia temprana encontrada
durante la etapa de meta-optimizacion del algoritmo GA, el menor valor de la funcién meta-fitness
para el algoritmo GRASP se alcanz6 en la iteracién nimero 90, sin embargo, la funcion objetivo del
optimizador Bayesiano no mejord su valor en mas del 5% después de la iteracion nimero 46 tal y
como se resalta en la Figura 19.
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Figura 19 Convergencia del optimizador Bayesiano aplicado a los parametros del algoritmo GRASP.

Partiendo de esta parametrizacion, se realizé una validacion de las 10 mejores parametrizaciones
encontradas en la etapa de meta-optimizacion, utilizando dos (2) CMA’s adicionales cuyos
parametros se detallaron previamente en la Tabla 4. Al igual que en el caso del GA, la mejor
parametrizacion encontrada para el GRASP se mantuvo en su mejor posicion durante la etapa de
validacidn, adicionando el hecho de no superar el tiempo permisible de la Compafiia detallado en el
primer apartado del Capitulo 5. Los resultados de validacién de pardmetros de la metaheuristica se
detallan en la Tabla 8.

Tabla 8. Ranking de las 10 mejores parametrizaciones encontradas para la metaheuristica GRASP

perc_rcl init_elements | num_solutions meta_fitn_ess Desv. estéqdar Tiempo promedio Rankin_g

promedio promedio (min) promedio
0.034 1 3,076 288.604 236.593 9.672 1.000
0.016 2 1,467 463.022 457.238 2.678 3.667
0.056 2 2,878 613.946 428.480 7.310 3.333
0.054 0 1,400 826.848 431.078 5.076 3.667
0.089 1 3,241 874.215 437.745 10.144 4.000
0.078 2 2,637 1,106.825 624.041 6.670 6.333
0.138 1 2,791 1,507.208 481.765 8.698 6.000
0.129 2 2,167 2,511.173 1,773.846 5.446 8.667
0.119 2 2,642 2,305.242 756.200 6.657 9.333
0.212 1 3,054 2,486.732 790.023 9.571 9.000

6.3 Evaluacién de los métodos de solucién aproximados propuestos

Para las instancias de evaluacion detalladas previamente en la Tabla 5, se computaron los resultados
para las metaheuristicas GA y GRASP, asi como también para las reglas de validacion heuristicas
formuladas. Para cada CMA se corrieron 5 réplicas y en cada réplica se almacenaron los 10 mejores
portafolios encontrados de acuerdo con el criterio de negocio detallado en el Capitulo 5.




Los resultados de la Figura 20, muestran el promedio de valores para el mejor Puntaje T alcanzado
en cada réplica (portafolios en el primer puesto en el ranking 10), para cada pliego de evaluacion.
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Figura 20 Valores promedio de Puntaje T para los mejores portafolios encontrados en distintos CMA'’s

Los resultados ilustrados en la figura anterior, muestran que el desempefio promedio de los mejores
portafolios encontrados por las metaheuristicas fue superior al conseguido por las reglas de validacién
heuristicas, en todas las instancias de evaluacién. Los mejores portafolios encontrados por los
algoritmos GA y GRASP presentaron valores de Puntaje T promedio por arriba de los 999.000,
mientras que las reglas de validacién no s6lo presentaron puntajes inferiores a los 950.000 puntos
para mas del 80% de las instancias, sino que ademas presentan una alta dispersion entre los puntajes
de los mejores portafolios encontrados.

Lo anterior se complementa con el detalle de resultados presentado en la Tabla 9, en la que se resume
el valor promedio de los 10 mejores portafolios a través de la funcién meta-fitness detallada en el
Capitulo 5. Los resultados corroboran que las reglas validacion heuristicas presentan altas diferencias
entre los puntajes de los 10 mejores portafolios encontrados en cada réplica, motivo por el cual el
valor de la funcién meta-fitness para estas heuristicas alcanza un valor muy elevado en comparacion
con el obtenido por las metaheuristicas GA y GRASP.



Tabla 9. Resultados de evaluacion para los métodos de solucion propuestos utilizando distintos CMA’s

CMA-DO- Algoritmo meta-fitn_ess Mejgr Mejor portafolio Tiempo e_jecuqién
SRT promedio Puntaje T encontrado promedio (min)
GA 0.000( 1,000.000 |([87,107,121, 136, 185] 464.000
146-2018 GRASP 1,229.012 1,000.000 |[82, 90, 93, 99, 123] 506.802
BVAF Heuristic 3.259E+07 986.493 [80, 102, 87, 88] 481.712
TVAF Heuristic 5.123E+10 338.668 [155, 54, 94, 163] 396.538
GA 0.482 1,000.000 |[18, 138, 141, 186] 466.827
145-2018 GRASP 640.318 999.999 [90, 102, 112, 132] 515.692
BVAF Heuristic 8.623E+08 913.068 [80, 87, 114, 88] 473.735
TVAF Heuristic 4.102E+10 405.979 [155, 54, 94, 163] 403.034
GA 0.936 1,000.000 |[68, 157, 159, 179, 181, 201] 466.280
140-2018 GRASP 81.098 1,000.000 |[30, 58, 68, 106, 115, 164] 542.188
BVAF Heuristic 8.703E+09 705.000 [136, 79, 78, 99, 86, 88] 464.789
TVAF Heuristic 4.632E+09 788.646 [113, 206, 6, 94, 163, 149] 462.197
GA 44.272 999.979 [76, 100, 151, 158, 186] 465.964
138-2018 GRASP 62.764 999.979 [60, 107, 169, 176, 184] 540.911
BVAF Heuristic 8.703E+09 704.999 [117, 118, 99, 86, 88] 466.503
TVAF Heuristic 8.000E+09 721.071 [194, 113, 206, 6, 163, 149] 445.453
GA 48.882 999.984 [13, 98, 109, 143, 166, 167] 464.003
001-2019 GRASP 181.910 999.978 [15, 27, 28, 29, 97, 143] 539.259
BVAF Heuristic 8.756E+09 704.997 [117, 118, 99, 86] 468.210
TVAF Heuristic 8.059E+07 973.833 [113, 206, 6, 94, 163, 149] 479.521

En adicion a lo anterior, los resultados muestran que los mejores portafolios encontrados por los
algoritmos GA y GRASP presentan alta cercania en el mejor Puntaje T encontrado, sin embargo,
cuando se analiza el valor promedio de la funcién meta-fitness, se observa una ventaja notoria en los
resultados obtenidos por la metaheuristica GA, lo cual indica que el método de poblacién propuesto
encontré consistentemente mas de una buena solucion al problema estudiado, resaltando que este es
un aspecto de gran interés para la Compafiia. Por otra parte, los resultados de la Tabla 9 permiten
reiterar nuevamente que no es posible generalizar un tamafio de portafolio adecuado para todos los
problemas; por ejemplo, para el pliego CMA-DO-SRT-146-2018 la mejor solucién encontrada estuvo
conformada por 5 proyectos, mientras que para el CMA-DO-SRT-145-2018 se encontr6 un portafolio
que alcanza el éptimo del problema (1,000) a traves de 4 proyectos.

En términos de tiempos computacionales, los métodos de solucién presentan gran cercania, dado que
la parametrizacion de las metaheuristicas y el nimero de respuestas computadas por las reglas de
validacion heuristicas se definieron en funcion del tiempo maximo permisible de 10 minutos definido
por la Organizacién. De este modo, se buscaron escenarios de comparacion bajo tiempos de computo
similares.

A partir de los resultados anteriores, es posible afirmar que las reglas de validacién heuristicas no
representan alternativas de solucion interesantes para el problema de estudio, dado que los puntajes



reales obtenidos al cierre de las convocatorias superaron los 999.900 puntos en el 100% de los
concursos analizados tal y como se detalla en la Tabla 5. En adicidn a lo anterior, es posible afirmar
que el andlisis de las reglas de validacion heuristicas en conjunto con los métodos de solucién
metaheuristicos propuestos, impide diferenciar con claridad las diferencias entre los algoritmos GA
y GRASP, debido a las escalas en los valores promedios del Puntaje T y la funcién meta-fitness,
motivo por el cual se realizaron analisis posteriores de estas metaheuristicas aisladas, que permitieron
observar con mayor especificidad sus diferencias en términos de robustez y calidad de respuestas.
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Figura 21 Dispersion de los 10 mejores portafolios encontrados para distintos CMA'’s, utilizando las
metaheuristicas GA (a) y GRASP (b)

Los resultados de la Figura 21, muestran las diferencias entre los valores de Puntaje T para los 10
mejores portafolios encontrados por las metaheuristicas GA y GRASP, dado que cuando se analiza
Unicamente el mejor portafolio encontrado (portafolio en el primer puesto), se deja de lado la
habilidad del método de solucién para encontrar mas de una buena solucion. La ilustraciéon en
mencion, refleja que el algoritmo GA presentd una baja dispersion para los cinco CMA’s estudiados,
incluso para el CMA-DO-SRT-146-2018, el algoritmo GA consigui6 encontrar 10 portafolios con
valor de 1,000 en las cinco réplicas realizadas, motivo por el cual su desviacion en dicha instancia es
nula. Esto represent6 un hecho importante ya que hasta la fecha de realizacion de las pruebas, no se
tenia consciencia sobre la posibilidad de encontrar hasta 10 6ptimos para el problema de estudio.

Por otra parte, la metaheuristica GRASP presentd una mayor dispersion en todas las instancias de
evaluacion, debido a las diferencias que presentadas entre el Puntaje T del mejor portafolio
encontrado (portafolio en el puesto 1) y aquellos que proceden a este ultimo en el ranking de las 10
mejores soluciones.
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Figura 22 Puntaje T promedio por puesto que ocupa el portafolio en el ranking de mejores resultados
encontrados.

Lo anterior se muestra con mayor detalle en la Figura 22, que refleja el promedio de valores del
Puntaje T para los mejores portafolios de acuerdo con su puesto dentro del ranking 10 de las mejores
soluciones. En esta ilustracion, el valor promedio de los portafolios que ocupan la primera y la
segunda posicion para el algoritmo GRASP presentan un Puntaje T promedio cercano a 999.985, que
decrece a medida que se analizan los portafolios ubicados en los puestos del 4 al 10. Por otra parte,
para el algoritmo AG, los valores de Puntaje T promedio se mantienen cercanos al valor de 1,000
para todos los puestos en el ranking de mejores soluciones, confirmando la ventaja del AG para
encontrar hasta 10 portafolios de proyectos con puntajes superiores a 999.970, superando en todos
los casos de evaluacion, los puntajes reales alcanzados por las empresas ganadoras de las distintas
convocatorias, cuyos portafolios presentaron valores de Puntaje T que oscilaron entre 999.368 y
999.970.

Con base en la evaluacion comparativa de los métodos de solucion propuestos, se determin6 que el
método de solucion que mas se adecua a los requerimientos de negocio es el algoritmo GA. Este
algoritmo demostré ser robusto para todas las instancias de prueba y dej6 clara su habilidad para
encontrar hasta 10 portafolios con potencial de ser escogidos para la participacion en CMA’s
auditados por INVIAS.

El GA desarrollado se implement6 en el lenguaje de programacién Python 3.6.8 y se desplegd en
conjunto con una interfaz programada en Visual Basic for Applications (VBA) embebida en Excel.
Esta configuracion permite al usuario parametrizar las condiciones del CMA vy las entradas del
modelo de manera amigable en la interfaz de Excel, mientras que los célculos computacionales
asociados al GA se computan en Python y retornan los mejores 10 resultados a la hoja Excel. Asi
mismo, se realiz6 una implementacion del algoritmo GRASP con el potencial de mejoramiento y uso
por parte de empresas con una menor cantidad de proyectos en su historico.



Capitulo 7

En este capitulo se resumen los principales hallazgos de la investigacion, asi como también se
sintetizan los resultados de evaluacién de los métodos de solucién propuestos en funcion de los
objetivos de negocio. Asi mismo, se presentan las recomendaciones del equipo en términos de
oportunidades de mejora de las técnicas propuestas y de exploracion de nuevos problemas con gran
similitud para los cuales no existen documentaciones formales de estudio a la fecha de esta
investigacion.

7 Conclusiones y trabajo futuro

Para organizaciones con una experiencia histérica de mas de 60 contratos, el esquema de seleccion
de portafolio de proyectos a través de la exploracidn exhaustiva del espacio de solucion no es la mejor
alternativa; incluso si se dispone de recursos computacionales cuatro veces mayores a los empleados
en las pruebas experimentales, no podrian abordarse instancias de méas de 70 contratos dentro de los
tiempos aceptables para el contexto. De igual manera, tampoco es acertado limitar la busqueda de
soluciones a portafolios de 6 proyectos bajo la premisa de mejores resultados, ya que como se mostrd
en el Capitulo 6, los portafolios de 4 y 5 proyectos pueden llegar a representar las mejores opciones
en multiples casos.

Dada esta complejidad NP-Hard y teniendo en cuenta la no linealidad de la funcion objetivo del
problema estudiado, los métodos de solucion aproximados basados en analogias bioldgicas y/o
informéticas demostraron ser una alternativa viable para el contexto de trabajo. Durante la
investigacion se evaluaron las metaheuristicas GA y GRASP, que fueron parametrizados a través de
un enfogque de meta-optimizacion que posteriormente fue validado para dos instancias adicionales.
Este esquema de seleccion de pardmetros permitié identificar buenas parametrizaciones en menos de
50 iteraciones para ambos casos, equivalentes a un 50% del nimero de iteraciones abordado.

Partiendo de la parametrizacidn conseguida, los métodos de solucion metaheuristicos demostraron
tener un buen desempefio en la bisqueda de portafolios con puntajes de valoracion superiores a
999.800, encontrados en tiempos inferiores a los 9 minutos e incluso con un rendimiento superior al
obtenido por las reglas de validacion heuristicas programadas, que representaron puntajes inferiores
a 980.000 y una alta dispersion para la totalidad de las instancias de evaluacion final detalladas en el
Capitulo 5 del documento.

Pese a que ambas metaheuristicas demostraron su capacidad para encontrar portafolios 6ptimos en
maultiples instancias, el algoritmo GA presentd mayor robustez en las madltiples corridas
experimentales realizadas, permitiendo encontrar hasta 10 portafolios con puntuacién de 1,000 dentro
de los tiempos de ejecucion permisibles. La metaheuristica GRASP present6 una dispersion mayor
en las puntuaciones obtenidas para los 10 mejores portafolios almacenados en cada réplica;
adicionalmente, como se expuso en el Capitulo 4 del documento, este método de solucion de
trayectoria demanda la actualizacion del ranking de candidatos tras cada iteracion, un factor
computacionalmente costoso si se tiene en cuenta que la lista de proyectos candidatos crece a medida
que la Compafiia gana experiencia en el sector, implicando que los tiempos computacionales
estimados a la fecha del estudio puedan cambiar considerablemente.



Dadas las condiciones anteriores, la implementacion del algoritmo GA permitira al Departamento de
Licitaciones de la Organizacion, mejorar sus procesos de licitacion a CMA’s auditados por INVIAS.
La herramienta desarrollada no sélo reduce los tiempos y la carga computacional asociada al uso de
hojas de célculo de Excel, sino que ademas aumenta la probabilidad de adjudicacion de interventorias
a través de la presentacion de portafolios de proyectos con mayor puntaje, ya que como se mostro en
el Capitulo anterior, para todos los casos se obtuvo puntajes superiores a los maximos reales
alcanzados en la convocatorias que se detallan en la Tabla 5. Lo anterior, se encuentra sujeto a la
calidad en la estimacién de variables aleatorias como la tasa que aplicara al concurso y la cantidad de
postulantes que se presentaran al mismo, dado que es informacion que sirve de entrada al modelo de
seleccion de portafolio de proyectos y que a la fecha, su estimacion se encuentra a cargo del
Departamento de Licitaciones de la Compafiia.

Por ultimo, resulta importante resaltar las siguientes vertientes investigativas que han surgido durante
el desarrollo del proyecto y que representan puntos interesantes de exploracion para futuras
investigaciones tanto académicas como aplicadas:

Trabajo futuro académico

e Resulta un caso de interés académico estudiar las caracteristicas de las funciones de valoracion
de otras Entidades Estatales tales como: Gobernacion de Antioquia, la Agencia Nacional de
Infraestructura (ANI), la Gobernacion de Bolivar, entre otras. A partir de esto, podria evaluarse
si los métodos de solucién propuestos mantienen su desempefio o se deterioran para casos
particulares demandando la exploracion de otras alternativas de solucion.

o Dado que las funciones de valoracion asocian variables aleatorias, es de gran interés abordar el
problema estudiado bajo enfoques simheuristicos o de optimizacidn estocastica, que permitan
valorar la robustez de los métodos de solucion propuestos ante instancias aleatorias que se ajusten
al comportamiento de las variables en mencion.

e El algoritmo GRASP programado tiene un potencial de mejoramiento para reducir el impacto
computacional asociado a la reevaluacion de la lista de candidatos en cada iteracion (caso
explicado en el Capitulo 4). De este modo, el algoritmo GRASP podria abarcar una mayor parte
del espacio de solucién dentro de los tiempos permisibles por el negocio, mejorando su
desempefio global.

o Debido a las restricciones de disponibilidad de informacion, se propone para futuras
investigaciones trabajar con valores de pliegos de evaluacién generados aleatoriamente. Asi
mismo se propone evaluar las parametrizaciones encontradas utilizando bolsas de contratos
histdricos de distinto tamafio, en funcién de establecer si las parametrizaciones halladas son
susceptibles a variaciones en el nimero total de contratos ejecutados.

Trabajo futuro sobre las herramientas desarrolladas

e Debido a que la interfaz grafica de la herramienta se desplegd en Excel por facilidad de uso y
reduccion de tiempos de desarrollo, se propone para futuras investigaciones construir una interfaz
en lenguaje Python o Java, que permita a los usuarios interesados ejecutar en linea la herramienta
y eliminar la mayor parte de la carga computacional en los computadores locales que no cuentan
con grandes recursos computacionales.
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9 Anexos

9.11

Abreviaturas

BVFA Heuristic: Heuristica de validacion basada en la combinacion de proyectos con los
mayores valores VFA, referenciada en inglés como Bottom VFA.

CMA-CMA’s: Concurso(s) de Méritos Abierto(s)

ES: Algoritmo de busqueda exhaustiva referenciado en inglés como Exhaustive Search.
GA: Metaheuristica de poblacion relacionada con la analogia de la evolucién, referenciada
en inglés como Genetic Algorithm.

generations: Pardmetro del GA utilizado para definir el nimero de generaciones.

GRASP: Metaheuristica de trayectoria basada en blsquedas codiciosas referenciada en inglés
como Greedy Randomized Adaptive Search Procedure.

init_elements: Parametro del algoritmo GRASP que indica el nimero de proyectos con el que
se inicializa un portafolio.

INVIAS: Instituto Nacional de Vias.

Meta-fitness: Funcion de utilidad definida para evaluar de manera conjunta los mejores 10
portafolios encontrados en una corrida experimental.

mut_prob: Parametro del GA empleado para definir la probabilidad de mutacion de un
individuo.

num_solutions: Parametro del algoritmo GRASP que define el nimero de soluciones a
calcular.

perc_rcl: Pardametro de la metaheuristica GRASP utilizado para definir el porcentaje de
candidatos a tener en cuenta para formar la lista restringida de candidados.

pop_perc: Parametro del algoritmo GA que define el porcentaje de individuos que se tienen
en cuenta para el entrecruzamiento.

pop_size: Parametro del GA que establece el nimero de individuos que conforman la
poblacién.

Puntaje T: Puntaje total de calificacion del portafolio definido por INVIAS.

TVFA Heuristic: Heuristica de validacion basada en la combinacion de proyectos con los
menores valores de VFA, referenciada en inglés como Tail VFA.

SECOP: Sistema Electrénico para la Contratacion Publica, donde se consultaron los detalles
de los CMA’s trabajados.

VFA: Valor de facturacion actualizado de un proyecto especifico.



9.1.2 Detalle de resultados
Tabla 10. Resultados encontrados para el algoritmo ES, variando el valor de N

proyectos ()| Noi | promedia. | | (sequndos) | puntaje | mejor portafalio| % FAM | NTC
10 1 4,988,700.720 0.052 997.614 4 29.700 672
10 2 902,759,597.410 0.053 909.031 5 29.700 672
10 3 1,567,081,915.060 0.052 876.635 4 29.700 672
10 4 12,457,002,522.860 0.051 645.545 4 29.700 672
10 5 13,444,527,978.940 0.052 640.625 4 29.700 672
15 1 79,742.010 0.773 999.292 5 29.700 9,373
15 2 5,412,288.540 0.761 992.158 4 29.700 9,373
15 3 323,169,536.520 0.801 950.294 4 29.700 9,373
15 4 3,698,902,072.320 0.761 811.74 4 29.700 9,373
15 5 4,768,392,433.640 0.760 791.243 4 29.700 9,373
20 1 6,435.370 5.006 999.767 6 29.900 59,109
20 2 11,170.690 5.041 999.732 4 29.900 59,109
20 3 45,219,558.570 5.061 979.305 4 29.900 59,109
20 4 174,713,890.230 5.010 959.361 5 29.900 59,109
20 5 252,535,397.170 4.952 957.87 4 29.900 59,109
25 1 1,297.000 21.595 999.949 6 30.400 242,880
25 2 7,292.850 21.079 999.749 5 30.300 242,880
25 3 19,530.220 20.889 999.576 6 30.200 242,880
25 4 3,877,536.700 21.083 996.062 5 30.400 242,880
25 5 796,750,926.130 20.895 912.242 4 30.300 242,880
30 1 9,459.710 68.269 999.767 6 31.200 763,686
30 2 8,331,662.580 67.900 991.75 4 31.500 763,686
30 3 584,289,498.520 67.417 929.096 4 31.900 763,686
30 4 1,983,984,910.610 67.276 860.355 4 31.100 763,686
30 5 5,867,431,730.010 68.014 765.472 4 31.200 763,686
35 1 319.250 177.569 999.956 6 32.600 | 2,000,152
35 2 14,108.450 178.028 999.669 5 32.600 | 2,000,152
35 3 1,602,448.520 178.087 996.129 6 32.400 | 2,000,152
35 4 52,358,719.040 178.825 978.897 6 32.800 | 2,000,152
35 5 59,686,436.420 178.752 976.768 4 33.000 | 2,000,152
40 1 72.930 414.522 999.978 6 35.900 | 4,587,778
40 2 57,138.800 413.136 999.296 5 36.600 | 4,587,778
40 3 2,515,562.730 415.066 995.243 5 36.000 | 4,587,778
40 4 66,253,613.830 414.548 976.458 5 35.900 | 4,587,778
40 5 6,135,026,620.960 413.345 752.645 6 36.500 | 4,587,778
45 1 48.850 867.969 999.978 4 39.800 | 9,515,814




45 2 27,156,516.440 858.509 984.475 5 39.900 | 9,515,814
45 3 32,322,537.310 856.585 983.014 6 40.600 | 9,515,814
45 4 33,561,145.740 856.089 982.174 6 40.700 | 9,515,814
45 5 5,076,968,451.780 862.639 781.496 4 40.400 | 9,515,814
50 1 24.790 1664.565 1000 6 64.890 | 18,239,760
50 2 72.090 1661.076 999.993 5 63.210 | 18,239,760
50 3 105.490 1668.612 999.967 6 61.920 | 18,239,760
50 4 319.070 1664.384 999.962 4 60.570 | 18,239,760
50 5 11,515,986.110 1655.110 999.892 4 64.110 | 18,239,760
55 1 45.000 9080.157 999.978 6 89.980 | 32,809,491
55 2 48.400 7278.432 999.978 6 80.120 | 32,809,491
55 3 181,540.990 6372.495 998.837 6 75.230 | 32,809,491
55 4 22,848,906.840 8484.263 984.654 5 82.390 | 32,809,491
55 5 210,759,804.710 7606.853 957.758 5 75.890 | 32,809,491
60 1 34.220 19092.517 999.987 5 97.190 | 56,013,007
60 2 69.000 26663.670 999.964 6 98.000 | 56,013,007
60 3 8,974.200 15279.375 998.349 6 93.540 | 56,013,007
60 4 23,456.120 27088.847 990.631 5 98.000 | 56,013,007
60 5 8,103,835.000 28279.069 998.783 6 98.000 | 56,013,007
Tabla 11. Top 50 de mejores parametrizaciones encontradas para el algoritmo GA utilizando el enfoque de
meta-optimizacion.
iteracion pop_size mut_prob pop_perc | generations | elite_perc | meta_fitness desv. est_éndar
(meta_fitness)

5 22,349 0.012 0.792 69 0.087 21.748 0.318

10 12,128 0.067 0.337 36 0.046 29.740 7.060

43 14,299 0.008 0.476 35 0.361 32.310 0.387

82 14,832 0.020 0.892 44 0.477 34.214 1.698

21 10,767 0.037 0.382 37 0.138 35.508 18.943

74 27,790 0.399 0.126 20 0.042 35.886 0.545

100 28,899 0.121 0.615 50 0.113 39.218 1.081

15 19,136 0.090 0.520 69 0.559 39.680 0.976

38 28,146 0.180 0.224 18 0.400 40.934 25.116

77 23,333 0.116 0.542 45 0.511 40.948 0.352

97 26,792 0.093 0.172 45 0.549 41.686 13.153

96 20,225 0.136 0.690 33 0.265 42.848 41.262

66 22,549 0.169 0.312 38 0.363 45.296 8.466

54 16,400 0.071 0.924 36 0.236 46.562 8.600

61 28,573 0.218 0.565 56 0.237 48.218 47.584

75 34,744 0.324 0.829 59 0.099 49.826 35.594

39 32,026 0.239 0.696 68 0.473 50.086 26.589

93 31,572 0.606 0.190 23 0.269 52.744 11.457

64 34,643 0.562 0.683 50 0.194 54.420 28.767




11 31,813 0.143 0.225 48 0.029 55.044 16.520
47 34,369 0.322 0.269 48 0.734 55.238 0.883

95 10,674 0.166 0.164 28 0.586 59.424 46.009
29 22,488 0.432 0.189 60 0.117 59.598 15.731
35 15,136 0.261 0.559 48 0.397 67.200 3.385

3 22,020 0.196 0.171 67 0.160 74.084 21.685
31 15,627 0.344 0.482 41 0.474 76.366 71.885
67 28,620 0.750 0.314 43 0.217 77.562 34.477
45 29,594 0.565 0.421 46 0.316 78.888 11.314
52 2,582 0.109 0.476 39 0.273 79.154 1.058

56 30,797 0.625 0.211 34 0.540 81.280 74.690
13 24,490 0.175 0.959 29 0.087 84.324 74.381
36 14,831 0.250 0.447 42 0.464 87.122 52.087
80 29,159 0.392 0.677 45 0.591 89.000 60.185
17 27,568 0.496 0.750 55 0.462 102.914 68.610
34 16,381 0.239 0.354 13 0.327 104.294 43.611
84 29,244 0.394 0.158 13 0.595 112.986 72.714
23 34,861 0.723 0.372 76 0.377 117.662 94.542
37 29,122 0.753 0.605 59 0.059 121.444 74.103
89 9,608 0.527 0.363 33 0.132 132.924 78.888
9 34,937 0.374 1.000 39 0.450 139.860 72.640
27 8,720 0.281 0.524 28 0.377 150.456 138.066
78 23,127 0.023 0.662 18 0.646 167.708 132.947
22 16,713 0.577 0.721 62 0.334 170.708 100.862
32 12,139 0.342 0.382 22 0.472 203.240 31.535
62 34,045 0.308 0.889 60 0.743 224.692 114.858
63 3,428 0.155 0.798 37 0.305 227.860 125.989
69 8,738 0.179 0.697 33 0.654 251.792 153.248
16 4,633 0.463 0.240 66 0.213 254.442 128.692
99 7,764 0.167 0.200 71 0.301 281.714 276.798
19 30,610 0.679 0.226 39 0.767 312.112 67.994

Tabla 12. Top 50 de mejores parametrizaciones encontradas para el algoritmo GRASP utilizando el enfoque
de meta-optimizacion.

iteracion perc_rcl init_elements | num_solutions meta_fitness desv. est_éndar

- - - - (meta_fitness)
91 0.034 1 3,076 482.620 253.330
47 0.016 2 1,467 526.178 422.431
36 0.056 2 2,878 1,178.386 476.987
12 0.054 0 1,400 1,685.560 456.189
2 0.089 1 3,241 1,879.662 492.463
71 0.078 2 2,637 2,186.074 572.038
30 0.138 1 2,791 3,671.590 500.658
51 0.129 2 2,167 4,427.598 1,985.151
43 0.119 2 2,642 5,415.974 670.995




49 0.212 1 3,054 6,103.322 768.671
67 0.052 3 786 7,739.480 3,869.740
92 0.199 1 2,264 9,146.648 6,859.986
9 0.152 1 1,952 9,211.298 7,369.038
22 0.182 1 2,302 11,378.588 7,737.440
88 0.173 2 2,250 12,210.440 8,547.308
11 0.151 1 1,433 12,579.772 6,289.886
19 0.097 1 783 12,907.980 9,939.145
84 0.222 2 3,134 13,178.204 9,488.307
52 0.298 0 2,912 13,974.852 9,083.654
60 0.217 3 2,581 15,068.616 7,835.680
38 0.221 1 2,060 16,547.748 12,245.334
74 0.361 1 3,338 17,894.324 13,957.573
7 0.178 1 1,281 18,105.452 11,949.598
80 0.252 3 3,379 18,325.692 11,178.672
20 0.158 3 1,781 18,916.926 14,944.372
66 0.234 0 1,911 18,955.518 10,804.645
31 0.106 3 1,231 19,512.542 15,610.034
45 0.134 4 2,787 20,832.420 14,374.370
46 0.214 3 2,540 21,219.774 12,307.469
69 0.311 2 3,455 21,463.698 15,668.500
99 0.325 2 2,853 21,676.314 14,306.367
44 0.343 2 3,208 21,783.678 13,941.554
89 0.110 3 1,265 22,186.942 12,868.426
39 0.278 3 3,211 22,507.986 14,630.191
41 0.401 1 2,502 23,726.050 15,896.454
5 0.245 3 3,026 24,198.676 13,551.259
53 0.255 2 1,756 25,621.648 19,728.669
13 0.264 3 2,947 27,552.140 19,286.498
18 0.174 2 1,092 28,036.126 14,298.424
55 0.288 1 1,582 28,040.994 17,665.826
21 0.168 2 1,164 28,176.244 17,469.271
86 0.498 0 2,863 28,314.000 14,157.000
54 0.135 3 1,102 33,739.504 17,207.147
37 0.143 0 577 34,378.510 20,627.106
23 0.271 4 3,489 36,166.516 28,571.548
17 0.206 3 1,802 41,250.004 28,050.003
83 0.232 3 1,866 41,365.668 32,678.878
1 0.100 2 500 41,920.972 31,440.729
42 0.305 0 1,084 42,967.756 53,280.017
58 0.497 2 3,234 43,356.634 57,230.757




Tabla 13. Detalle de mejores portafolios encontrados para instancias de evaluacion final

MaDo- | Riplia | puete | poaolo | Puae | Tempotneuo | o
138-2018 1 1 [76, 100, 151, 158, 186] 999.979 464.847 GA
138-2018 1 1 [60, 107, 169, 176, 184] 999.979 539.213 GRASP
138-2018 1 1 [194, 113, 206, 6, 163, 149] 721.071 450.507 BVFA Heuristic
138-2018 1 1 [76, 100, 151, 158, 186] 999.979 464.847 GA
138-2018 1 1 [60, 107, 169, 176, 184] 999.979 539.213 GRASP
138-2018 1 1 [194, 113, 206, 6, 163, 149] 721.071 450.507 BVFA Heuristic
138-2018 1 1 [117,118, 99, 86, 88] 704.999 467.936 TVFA Heuristic
138-2018 1 1 [76, 100, 151, 158, 186] 999.979 464.847 GA
138-2018 1 1 [60, 107, 169, 176, 184] 999.979 539.213 GRASP
138-2018 1 1 [194, 113, 206, 6, 163, 149] 721.071 450.507 BVFA Heuristic
140-2018 1 1 [68, 157, 159, 179, 181, 201] | 1,000.000 471.150 GA
140-2018 1 1 [30, 58, 68, 106, 115, 164] 999.997 542.791 GRASP
140-2018 1 1 [113, 206, 6, 94, 163, 149] 788.646 461.671 BVFA Heuristic
140-2018 5 1 [19, 21, 159, 164, 193, 197] 1,000.000 464.023 GA

[158, 184, 185, 189, 190,
140-2018 5 1 193] 1,000.000 543.048 GRASP
140-2018 5 1 [113, 206, 6, 94, 163, 149] 788.646 461.041 BVFA Heuristic
140-2018 1 1 [136, 79, 78, 99, 86, 88] 705.000 466.352 TVFA Heuristic
140-2018 1 1 [68, 157, 159, 179, 181, 201] | 1,000.000 471.150 GA
140-2018 1 1 [30, 58, 68, 106, 115, 164] 999.997 542.791 GRASP
140-2018 1 1 [113, 206, 6, 94, 163, 149] 788.646 461.671 BVFA Heuristic
145-2018 1 1 [18, 138, 141, 186] 1,000.000 454.450 GA
145-2018 1 1 [90, 102, 112, 132] 999.997 515.796 GRASP
145-2018 1 1 [155, 54, 94, 163] 405.979 400.229 BVFA Heuristic
145-2018 4 1 [77, 88,126, 134, 159, 186] 1,000.000 473.141 GA
145-2018 4 1 [18, 68, 87, 125] 999.999 514.676 GRASP
145-2018 4 1 [155, 54, 94, 163] 405.979 405.497 BVFA Heuristic
145-2018 1 1 [80, 87, 114, 88] 913.068 473.643 TVFA Heuristic
145-2018 1 1 [18, 138, 141, 186] 1,000.000 454.450 GA
145-2018 1 1 [90, 102, 112, 132] 999.997 515.796 GRASP
145-2018 1 1 [155, 54, 94, 163] 405.979 400.229 BVFA Heuristic
146-2018 1 1 [87,107, 121, 136, 185] 1,000.000 463.113 GA
146-2018 1 1 [82, 90, 93, 99, 123] 999.999 506.712 GRASP
146-2018 1 1 [155, 54, 94, 163] 338.668 394,741 BVFA Heuristic
146-2018 2 1 [96, 121, 127, 137, 185] 1,000.000 463.921 GA




146-2018 2 1 [4,114, 120, 165, 184] 1,000.000 507.418 GRASP
146-2018 2 1 [155, 54, 94, 163] 338.668 395.869 BVFA Heuristic
146-2018 1 1 [80, 102, 87, 88] 986.493 479.397 TVFA Heuristic
146-2018 1 1 [87,107, 121, 136, 185] 1,000.000 463.113 GA

146-2018 1 1 [82, 90, 93, 99, 123] 999.999 506.712 GRASP
146-2018 1 1 [155, 54, 94, 163] 338.668 394.741 BVFA Heuristic
001-2019 1 1 [13, 98, 109, 143, 166, 167] 999.984 458.656 GA

001-2019 1 1 [15, 27, 28, 29, 97, 143] 999.969 539.205 GRASP
001-2019 1 1 [113, 206, 6, 94, 163, 149] 973.833 479.548 BVFA Heuristic
001-2019 2 1 [1, 28, 29, 33, 41, 155] 999.984 457.714 GA

001-2019 2 1 [26, 65, 105, 143, 176, 186] 999.978 545.039 GRASP
001-2019 2 1 [113, 206, 6, 94, 163, 149] 973.833 478.832 BVFA Heuristic
001-2019 1 1 [117, 118, 99, 86] 704.997 468.216 TVFA Heuristic
001-2019 1 1 [13, 98, 109, 143, 166, 167] 999.984 458.656 GA

001-2019 1 1 [15, 27, 28, 29, 97, 143] 999.969 539.205 GRASP
001-2019 1 1 [113, 206, 6, 94, 163, 149] 973.833 479.548 BVFA Heuristic




