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Resumen

El Concreto Reforzado con Fibras con Alto Comportamiento de Endurecimiento
por Deformación (HPFRCC) se usa en construcciones sismorresistentes donde el
alargamiento  postfisuración  y  la  capacidad  de  absorción  de  energía  son
propiedades mecánicas relevantes que determinan la calidad de la mezcla.  La
óptima  dosificación  de  la  mezcla  se  logra  generalmente  mediante  la
experimentación en laboratorios de materiales, actividad que resulta costosa ya
que los ensayos se hacen en un número limitado de dosificaciones . 

Actualmente, existen dosificaciones viables y comprobadas a nivel mundial  con
componentes que no están disponibles en Colombia y que presentan un alto costo
de  importación.  El  uso  de  materiales  nacionales  es  una  alternativa  viable,  no
obstante, se requiere conocer el comportamiento de las propiedades mecánicas
del HPFRCC que incluyan materiales del mercado nacional. Por esto, el uso de
Redes Neuronales Artificiales (RNA) es una alternativa que permite conocer los
posibles resultados de la experimentación con alta precisión y a un costo mucho
menor.

El presente estudio  plantea diferentes tipos de arquitecturas de RNA, las cuales
son entrenadas y evaluadas a fin de identificar el modelo que más se ajusta a los
datos.  Se  seleccionan  dos  arquitecturas  para  estimar  el  alargamiento
postfisuración  y  la  capacidad  de  absorción  de  energía  de  dosificaciones  de
HPFRCC  que  incluyen  fibras  disponibles  en  Colombia  y  su  respectivo  costo.
Asimismo, se presentan aquellas dosificaciones con mayor probabilidad de éxito
en el alargamiento post-fisuración superior al 0,3% y capacidad de absorción de
energía superior a 50 kJ/m³, al menor coste. De esta manera se contribuye a la
toma de decisiones  en  el  desarrollo  de  HPFRCC con  materiales  del  mercado
nacional.

Palabras  Clave:  Redes  Neuronales  Artificiales,  HPFRCC,  Alargamiento
postfisuración, Capacidad de absorción de energía.

Abstract

High-Performance Fiber-Reinforced Cementitious Composites (HPFRCC) are used
in  earthquake  resistant  constructions  where  strain  hardening  and  energy
absorption capacity are relevant mechanical properties that determine the quality
of the mixture. Optimal mixing dosing is usually achieved by experimentation in
laboratories, an activity that is a costly as the tests are done with a limited number
of dosages.
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Currently, there are viable and globally proven dosages with components that are
not  available  in  Colombia  and  have  a  high  import  cost.  The  use  of  national
materials is a viable alternative, however, it is necessary to know the behaviour of
the mechanical properties of the HPFRCC that includes materials from the national
market.  For  this  reason,  the  use  of  Artificial  Neural  Networks  (ANN)  is  an
alternative that provides the possible results of experimentation with high precision
at a low cost.

This study proposes different types of ANN architectures, which are trained and
evaluated. Two architectures types are selected to estimate the strain hardening
and energy absorption capacity of HPFRCC dosages that include fibers available
in Colombia and their respective cost. In addition, here are presented dosages with
the highest probability of success in strain hardening greater than 0.3% and energy
absorption capacity greater than 50 kJ/m3, at the lowest cost. In this way, decision-
making is contributed for  the development of  HPFRCC with  materials from the
national market.

Keywords:  Artificial  Neural  Networks,  HPFRCC,  Strain  Hardening,  Energy
Absorption Capacity
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1. Introducción

El presente estudio se centra en la aplicación de las Redes Neuronales Artificiales
(RNA)  como  herramienta  para  el  aprovechamiento  de  la  información  de  la
dosificación  y  las  propiedades  del  Concreto  Reforzado  con  Fibras  con  Alto
Comportamiento de Endurecimiento por Deformación (HPFRCC por sus siglas en
inglés), con el  fin de entender y conocer su comportamiento en función de los
materiales que lo componen; en especial, las fibras que incluyen y el impacto de
estas  en  las  propiedades  mecánicas  que  lo  caracterizan.  Asimismo,  presenta
resultados  que  pueden  orientar  la  toma de decisiones  en el  desarrollo,  viable
económicamente,  de  este  material  para  su  aplicación  en  el  reforzamiento  de
estructuras sismorresistentes.

Así pues, se lleva a cabo la evaluación de tres tipos de arquitecturas de RNA,
seleccionando  aquellas  que  presentan  el  mejor  desempeño  para  estimar  el
alargamiento  postfisuración  y  la  capacidad  de  absorción  de  energía  de
dosificaciones de HPFRCC, en probetas sometidas a ensayos de tracción directa,
que  incluyan  fibras  disponibles  en  el  mercado  nacional.  Las  estimaciones
realizadas se evalúan económicamente para seleccionar aquellas dosificaciones
con mayor probabilidad de éxito en el alargamiento postfisuración superior al 0,3%
y a la capacidad de absorción de energía superior a 50kJ/m³, al menor coste.

Inicialmente, el  estudio reúne los datos, obtenidos de la literatura científica, de
dosificaciones de Concretos Reforzados con Fibra con Alto Comportamiento de
Endurecimiento  por  Deformación,  los  cuales  incluyen  los  resultados  del
alargamiento postfisuración y de la capacidad de absorción de energía. Los datos
son analizados y tratados con el fin de obtener un conjunto de datos confiable que
garantice un adecuado entrenamiento de los modelos de RNA propuestos.

Posteriormente,  se  definen  tres  tipos  de  arquitecturas  de  RNA  para  cada
propiedad mecánica del HPRFCC en estudio, modificando la cantidad de capas
ocultas y neuronas en cada capa. Las RNA se entrenan con el conjunto de datos
obtenidos de la literatura científica, luego se evalúan con los resultados de las
funciones de pérdida MSE (Error Cuadrático Medio) y RMSE (Raíz Cuadrada del
Error Cuadrático Medio) y, por último, se seleccionan dos arquitecturas, una por
cada  propiedad  mecánica  estudiada,  que  presentan  el  mínimo  error  en  la
validación del entrenamiento.

Finalmente,  se  construye  un  conjunto  de  datos  de  4592  dosificaciones  de
HPFRCC con una matriz de concreto fija, modificando la cantidad y el tipo de fibra
adicionada a la mezcla. Las fibras se varían en su contenido en volumen entre 0 y

14



5% con un máximo de dos tipos de fibras por cada dosificación. Siete tipos de
fibras disponibles en el mercado nacional: cuatro metálicas y tres sintéticas son
planteadas  en  el  conjunto  de  dosificaciones.  Seguido  a  esto,  se  estiman  el
alargamiento  postfisuración  y  la  capacidad  de  absorción  de  energía  de  estas
dosificaciones y se calcula el coste de la fibra. Una vez desarrollados los modelos,
mediante identificación de mínimos y máximos, se seleccionan aquellas mezclas
con mayor probabilidad de éxito para las propiedades mecánicas estudiadas, al
menor coste posible, las cuales se presentan como resultado del estudio.

En el capítulo 2 de este documento se plantean los objetivos del presente estudio
y se mencionan los alcances y limitaciones del mismo. El capítulo 3 contempla el
marco teórico y el estado del arte, se incluye una breve explicación del HPFRCC y
de redes neuronales artificiales; también se presenta el estado de desarrollo del
HPFRCC  así  como  la  aplicación  de  RNA en  la  ingeniería  civil.  El  capítulo  4
describe la metodología utilizada en el estudio. Finalmente, el capítulo 5 presenta
el desarrollo de la metodología, los resultados de las estimaciones de los modelos
de RNA y la selección de las mezclas con mayor probabilidad de éxito.
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2. Objetivos 

2.1 Objetivo general

Identificar mediante modelos de redes neuronales artificiales  e  identificación de
máximos  y  mínimos, las  dosificaciones  de  fibras  accesibles  en  el  mercado
colombiano de mayor probabilidad de éxito bajo criterios de alargamiento post-
fisuración superior a 0.3%, capacidad de absorción de energía superior a 50 kJ/m³
y menor coste posible.

2.2 Objetivos específicos

• Identificar los tipos de redes neuronales (feed-forward, Deep feed-forward)
y las arquitecturas (número de neuronas, número de capas ocultas),  así
como  las  funciones  de  activación  y  algoritmos  de  aprendizaje  más
adecuadas para optimizar el diseño de mezclas de HPFRCC.

• Establecer los resultados de simulaciones de comportamiento con matrices
cementantes producidas con materiales y fibras accesibles en el mercado
local.

• Determinar los costes de las mezclas de concreto simuladas con los precios
del mercado local

2.3 Alcance y limitaciones

El estudio tiene como alcance máximo la identificación de las dosificaciones de
HPFRCC con el mejor comportamiento de las propiedades mecánicas evaluadas y
al menor coste posible. El estudio no llegará a la comprobación experimental de
las mezclas con mayor probabilidad de éxito. Adicionalmente, el estudio no incluye
otro  tipo  de  arquitecturas  de  redes  neuronales  diferentes  a  las  mencionadas,
dadas  las  limitaciones  en  recursos  tecnológicos  y  tiempo  necesarios  para  la
obtención y el procesamiento de datos.

Sumado a lo anterior, los resultados de los modelos seleccionados no se validan
con  datos  experimentales  adicionales  que  debían  ser  suministrados  por  el
laboratorio de materiales de la Escuela Colombiana de Ingeniería. Esto, dado a
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que la situación actual  respecto a las restricciones de movilidad y ordenes de
confinamiento  en  el  país  no  hacen  posible  llevar  a  cabo  los  ensayos
experimentales. Como resultado, no es posible presentar el nivel de aplicabilidad
de  los  modelos  de  RNA en  el  desarrollo  de  HPFRCC para  la  industria  de  la
construcción.
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3.  Marco  teórico  y  estado  del  arte  de  la  innovación
propuesta

3.1 Marco teórico 

3.1.1 Concreto reforzado con fibras con alto comportamiento de 
endurecimiento por deformación –HPFRCC–

El concreto es uno de los materiales más esenciales en las construcciones civiles.
El avance constante de la ciencia y la tecnología ha permitido el desarrollo de
concretos especiales como los concretos de altas prestaciones (Abellán García et
al., 2020). Estos concretos de altas prestaciones podrían clasificarse en diferentes
familias  (Serna Ros et al.,  2012),  (ver  Figura 1) as cuales se caracterizan por
propiedades  mecánicas  específicas  buscadas  según  la  aplicación  que  se  les
requiera.  Una  de  estas  familias  incluye  al  HPFRCC,  que  tiene  características
específicas  de  ductilidad  o  capacidad  para  soportar  esfuerzos  de  tracción
mediante  una  respuesta  de  endurecimiento  por  deformación.  En  este  tipo  de
concretos especiales, el alargamiento postfisuración y la capacidad de absorción
de energía son las propiedades mecánicas relevantes que determinan su éxito en
el mejoramiento sísmico de estructuras existentes y, en general, en estructuras
que  requieren  de  alta  resistencia,  ductilidad  y  durabilidad.  Algunas  de  sus
aplicaciones incluyen la reparación y fortalecimiento de estructuras, puentes, entre
otros (Tayeh et al., 2019). 
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Figura 1: Familias de concreto

Fuente: (Serna Ros et al., 2012)



El HPFRCC es una mezcla de dos partes principales 1) la matriz de concreto y 2)
la fibra (metálica o sintética).

La  matriz  de  concreto  (cementitius  matrix)  del  HPFRCC  se  compone
habitualmente de cemento, humo de sílice (microsilice o microsilica),  harina de
cuarzo  (polvo  de  cuarzo  o  filler  de  cuarzo  molido),  arena  silicea,  agua  y
superplastificante reductor de agua de alto rango (HRWR por sus siglas en inglés),
desarrollado a partir de éter de policarboxilato. Debido a restricciones de costos y
medioambientales,  estas  mezclas  pueden  incluir  materiales  cementantes
suplementarios para sustituir parcialmente el cemento y el humo sílice, tales como
ceniza volante (fly ash), ceniza de cascara de arroz, escoria siderúrgica, polvo de
carbonato de calcio, polvo de vidrio reciclado, entre otros (ver Tabla 1).

Tabla 1: Componentes de la matriz de concreto

Cemento Humo de Sílice Arena Silícea

Carbonato de calcio Escoria Alto Horno Escoria Arco Eléctrico
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Polvo de Vidrio Metacaolín FCC

Ceniza Volante
Fuente: (Abellán García et al., 2020; Abellán, Torres, Núñez, et al., 2018)

El  abanico disponible  en el  mercado para fibras de refuerzo es muy amplio  e
incluye tanto fibras metálicas como sintéticas, por ejemplo, de acero acabada en
ganchos  (H),  acero  retorcido  (T),  nylon,  polipropileno  (PP),  polietileno  de  alta
densidad  (PE),  polivinilo  alcohol  (PVA),  entre  otras.  La  incorporación  de  estas
fibras  en  una  dosificación  específica  (en  volumen  de  la  mezcla)  modifican  la
ductilidad del material (ver Tabla 2). 

Tabla 2: Fibras de reforzamiento de concreto (metálica o sintética)

Micro acero corta Micro acero larga Ganchos acero pequeña
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Ganchos acero grande Retorcida acero Nylon (nacional)

Polivinilo de alcohol (PVA) Polipropileno (PP) Polietileno (PE)
Fuente: (Abellán, 2020)

El concreto reforzado con fibra (FRC), al igual que el concreto de alta resistencia
(HSC), ha tenido un gran avance en los últimos años reduciendo cada vez más la
porosidad  y  alcanzando  bajos  niveles  de  permeabilidad,  debido  al  empleo  de
modelos de empaquetamiento de partículas para su diseño (de Larrard & Sedran,
2002;  De  Larrard  &  Sedran,  1994;  Funk  &  Dinger,  1994).  Este  elevado
empaquetamiento  de  partículas  es  el  responsable  de  las  características  de  la
matriz  cementante  de  los  HPFRCC,  que  además  proporciona  una  mayor
adherencia con la fibra.

En resumen, los concretos especiales reforzados con fibra han sido desarrollados
(ver  Figura  2)  para  alcanzar  alta  resistencia  y  durabilidad.  No  obstante,  este
material no es comúnmente usado en las estructuras debido al desconocimiento
por parte de la industria, a la ausencia de códigos locales de diseño y a la carencia
de una relación adecuada costo-diseño para su aplicación comercial (Tayeh et al.,
2019).
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3.1.1.1 Ductilidad del HPFRCC

La  ductilidad  del  HPFRCC  se  mide  mediante  el  ensayo  de  tracción  directa.
Cuando el HPRFCC es sometido a tensión (tracción directa) se mide la fuerza
aplicada  y  la  elongación  del  material  (ductilidad).  En  la  medición  de  estos
parámetros se toman dos puntos principales:

A) El límite de elasticidad (de la región elástica): está definido por la tensión de
fisuración, que es el punto de fuerza de tensión al  momento de presentarse la
primera fisura y se conoce como σcc. La elongación correspondiente a este punto
es identificada como εcc. El cambio físico que sufre el material desde el inicio de la
aplicación de la fuerza de tensión hasta este punto puede denominarse pendiente
de  elasticidad.  De  aquí  en  adelante,  el  material  entra  en  endurecimiento  por
deformación, el concreto experimenta múltiple fisuración sin perder su capacidad
de resistencia de la fuerza de tensión.
B) El límite del endurecimiento por deformación: es el punto de fuerza de tensión
al momento de falla del material, es decir, cuando el material cede a la tensión
aplicada y la capacidad para resistir la fuerza de tensión se pierde (apertura de la
fisura). El esfuerzo máximo resistido por el  material  se identifica como σpc y la
elongación  alcanzada  en  este  punto  se  conoce  como  εpc:  alargamiento
postfisuración. Desde este punto hasta que se produce la falla el material entra en
ablandamiento por deformación.

22

Figura 2: Clasificación del concreto reforzado con fibra

Fuente: (Tayeh et al., 2019)



El  esfuerzo  de  tensión  generalmente  se  mide  en  Megapascales  (MPa).  La
elongación o alargamiento unitario del material se mide en porcentaje, esto es, el
porcentaje  de  aumento  de  la  distancia  (en  la  misma  dirección  de  la  fuerza
aplicada), con respecto a la inicial, entre los dos puntos desde donde es aplicada
la fuerza.

Para que se presente ductilidad (endurecimiento por deformación) la fuerza σpc

debe ser obligatoriamente mayor o igual a la fuerza  σcc  (σpc/σcc ≥ 1)  (Park et al.,
2012). Para el HPFRCC, esta condición física se presenta en todos los casos, a
diferencia de los concretos no reforzados con fibra (HSC, UHSC, UHPC, entre
otros) para los cuales no se observa σpc.

La  Figura 3 representa el comportamiento del concreto no reforzado con fibras
cuando  es  sometido  a  fuerzas  de  tracción  directa.  Este  no  presenta
endurecimiento por deformación. El material pasa de la pendiente de elasticidad a
la  apertura  de la  fisura  directamente.  La  fibra  que se  adiciona a la  matriz  de
concreto evita que esto suceda, es decir, le da ductilidad al material.

La  Figura 4 epresenta al  HPFRCC y su comportamiento cuando se somete a
esfuerzo de tracción directa. Este tipo de compuesto presenta el endurecimiento
por deformación dado el alargamiento postfisuración. La adición de la fibra le da la
capacidad  de  absorción  de  energía  (área  color  gris  bajo  la  curva  de
endurecimiento por deformación) que le permite soportar una fuerza mayor a la
presentada en la primera fisuración. El punto de fuerza σpc es mayor a σcc.
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Figura 3: Ablandamiento por tensión

Fuente: (Park et al., 2012)



3.1.1.2 Resultados experimentales en el Concreto Reforzado con Fibras

Como ya se mencionó, el uso del los Concretos Reforzados con Fibra depende
directamente de una dosificación adecuada que maximice sus propiedades y de
un  costo  de  producción  comercialmente  viable.  Es  por  esto  que  se  debe
considerar el coste final de la mezcla en referencia al costo de los materiales de la
matriz de concreto y la fibra (metálica y/o sintética), de tal forma que el valor de la
producción del concreto sea bajo y con un adecuado comportamiento mecánico
que lo haga atractivo para la comercialización.  Esto quiere decir,  que se debe
obtener un equilibrio entre las propiedades mecánicas del compuesto y el costo de
su producción.

En teoría, una mayor cantidad de volumen de fibra en la mezcla de HPFRCC se
traduce en un mejoramiento del endurecimiento por deformación. Sin embargo, el
impacto en el costo de la mezcla es considerablemente alto dada la participación
del costo de la fibra en el coste total de la mezcla (Abellán, Torres, & Núñez, 2018)

En las mezclas más comunes de HPFRCC y Concreto de Ultra Altas Prestaciones
Reforzado con Fibras (UHPFRC), que se observan en la literatura científica, el
porcentaje (en volumen) de fibra está entre el 1 y el 3%, siendo la fibra metálica la
de  mayor  uso  en  una  proporción  del  2%  en  promedio  (ver  Figura  5).
Adicionalmente, el  2% de fibra es la proporción identificada de mejor beneficio
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Figura 4: Endurecimiento por deformación

Fuente: (Park et al., 2012)



económico  (Tayeh et al., 2019). Cabe resaltar que los precios de las fibras, así
como  la  calidad  de  estas,  varían  de  un  país  a  otro.  Actualmente,  no  existe
literatura  científica  que  ofrezca  información  en  términos  económicos  y  de
propiedades mecánicas del  HPFRCC que permitan  identificar  la  proporción de
componentes de mezcla que optimice los resultados esperados para el caso de
Colombia.

En el  estudio realizado por  Abellán et  al.  (2018),  se utilizaron 128 datos y se
promediaron las proporciones de componentes para una mezcla de UHPFRC: el
2% en volumen de fibra metálica en el total de la composición del material tiene
una representación del 37% en el coste total del UHPFRC (ver  Figura 6), estos
datos reflejan el  nivel  de importancia que tiene la  fibra en el  coste total  de la
mezcla.
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Figura  6: Participación del  costo de los componentes en el  valor total  de una
mezcla de UHFRC.

Fuente: (Abellán, Torres, & Núñez, 2018)

Figura 5: Promedio en la proporción de componentes en una mezcla de UHFRC

Fuente: (Abellán, Torres, & Núñez, 2018)



Mediante  la  experimentación  se  puede  obtener  la  óptima  dosificación  de
componentes que maximice las propiedades mecánicas relevantes, al tiempo que
se reduce el coste total de la mezcla. Esta es una actividad costosa que requiere
materiales, tiempo, uso de laboratorios, etcétera  (Demir, 2008); lo cual limita la
cantidad de mezclas de HPFRCC que se pueden realizar para obtener resultados
del comportamiento mecánico. Así, la información obtenida también es limitada y
resulta  insuficiente para entender el  comportamiento del  HPFRCC, es decir,  la
influencia de los componentes y la variación del costo según la modificación de la
dosificación  de  los  componentes.  La  Figura  7 muestra  un  esquema  de  la
configuración del ensayo a tracción: las medidas típicas de un espécimen para
realizar  el  ensayo  y  la  aplicación  de  la  fuerza  al  mismo,  según  las
recomendaciones  de  la  Sociedad  Japonesa  de  Ingeniería  Civil  (JSCE-08),
Adicionalmente,  la  Figura  8 muestra  imágenes  tomadas  del  laboratorio  de
materiales y estructuras de la Escuela Colombiana de Ingeniería de los ensayos
realizados para mezclas de HPFRCC: los especímenes fabricados, la prueba de
fuerza de tensión aplicada y los especímenes con multifisuración.
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Figura 7: Esquema de configuración de un ensayo de tracción directa. 

(a) Dimensiones de un espécimen hueso de perro conforme a la recomendación
de la JSCE, (b) Ensayo de tracción.
Fuente: (Li et al., 2019; SRIDHAR & PRASAD, 2019)



La ductilidad es la propiedad más importante para poder utilizar un material como
refuerzo en aplicaciones sismorresistentes  (Chao et al., 2016; Khan et al., 2018;
Massicotte  et  al.,  2013).  De  acuerdo  con  (Wille  et  al.,  2014),  las  mezclas  de
concretos  HPFRCC pueden  clasificarse  como muy  dúctiles  cuando  la  energía
absorbida medida en el ensayo de tracción directa es superior a los 50 kJ/m3. Por
otra parte, de acuerdo a las investigaciones de (Wille et al., 2014), si el compuesto
es capaz de alcanzar una elongación máxima postfisuración (εpc) igual o superior
al 0.3%, aseguraría que el material de refuerzo sería capaz de resistir más allá de
la  elongación  del  acero  de  refuerzo  en  fluencia  (εfy=0.21%).  Esto  ultimo  es
requisito  indispensable  para  las  aplicaciones  de  HPFRCC  con  concreto
convencional, como es el caso del reforzamiento sísmico (Massicotte et al., 2013;
Wille et al., 2011, 2014).
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Figura 8: Ensayos de tracción directa laboratorio de materiales y estructuras de la 
Escuela Colombiana de Ingeniería. 

(a)  especímenes  para  ensayo.  (b)  ensayo  de  tracción  directa.  (c)  estado  del
espécimen posterior al ensayo (multifisuración del concreto) .
Fuente: laboratorio de materiales y estructuras de la Escuela Colombiana de 
Ingeniería.



Por consiguiente, una mezcla de HPFRCC con una capacidad de absorción de
energía superior a 50 kJ/m3 (g>50 kJ/m3) y alargamiento post-fisuración superior o
igual a 0.3% (εpc≥0.3%), es adecuada para la aplicación en el reforzamiento de
estructuras con capacidades sismoresistentes, no obstante, la mezcla debe ser
económicamente viable.

3.1.2 Inteligencia artificial

La inteligencia artificial (IA) es el estudio e implementación de técnicas mediante el
uso de herramientas computacionales, basadas en inteligencia humana (habilidad
para adquirir,  entender  y  aplicar  conocimiento)  (Plant,  1994).  Es un campo de
aplicación de las ciencias de la computación, no obstante, no es la creación de
sistemas  de  computo  comunes  (Patterson,  1990).  Se  trata  en  sí  de  lograr  la
automatización de tareas que requieren un esfuerzo intelectual y que normalmente
son desarrolladas por un humano (Chollet & Allaire, 2017).

La IA busca emular el desarrollo del conocimiento tal como lo hacen los seres
humanos,  a  través  de  la  lógica.  Se  analiza  una  situación  dada,  se  concluye
respecto a los efectos de esta y se aprende de esta experiencia. Así, el objetivo de
la IA es crear, generar o desarrollar técnicas, en herramientas computacionales,
capaces  de  cumplir  una  tarea  que  requiera  un  cierto  grado  de  inteligencia
(Patterson, 1990). Esto quiere decir, que tenga la capacidad de aprender desde
los datos que recibe de un contexto dado, interpretar si el entorno requiere de una
reacción y generar una respuesta adecuada: entendimiento del entorno (Chollet &
Allaire,  2017).  La  Figura 9 muestra la diferencia entre un sistema de cómputo
común y uno que tiene la capacidad de aprender de los datos y e interpretar o
deducir su comportamiento (Chollet & Allaire, 2017).
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Figura 9: Evolución inteligencia artificial.

Fuente: (Chollet & Allaire, 2017)



a aplicación de la IA requiere un área de conocimiento (dominio de la ciencia) o
avance tecnológico sobre el cual se va a soportar la herramienta o modelo de IA
(Plant,  1994).  Los  modelos  o  herramientas  de  IA  normalmente  tienen  tres
componentes (Plant, 1994): 

1) Conocimiento:  usa  datos  interpretados  en  un  contexto  dado  por  un
problema o situación y sus efectos (ejemplos, experiencia).

2) Una  arquitectura  de  modelo  de  inteligencia  artificial:  programación  no
convencional que se soporta en estadística, matemática y en los dominios
de conocimiento,  relacionados a los datos,  que le permite  procesarlos e
interpretarlos.

3) Interfaz  hombre  máquina:  que  permite  interactuar  a  un  humano  con  la
maquina de IA, bien sea para prepararla, configurarla y/o programarla, o
para hacer uso de ella.

La  IA  se  usa  en  varios  campos,  como  en:  robótica,  representación  del
conocimiento,  modelos  de  aprendizaje  (aprendizaje  automático  o  machine
learning), técnicas de inferencia, toma de decisiones, comprensión del lenguaje
natural, reconocimiento de patrones, entre otros (Patterson, 1990; Plant, 1994).

El  Aprendizaje  Automático  (Machine  Learning)  es  uno  de  los  campos  más
conocidos de la IA, el cual tuvo un desarrollo significativo desde la década de los
90, gracias a equipos de cómputo más robustos y avanzados. De manera general,
las técnicas de aprendizaje automático observan un paquete de datos, aprenden
de ellos y los interpretan. Posteriormente, evalúan su interpretación para verificar
que tan preciso es y hacen un ajuste a su aprendizaje hasta que llegue a ser lo
más preciso posible. Una herramienta de estas necesita tres elementos básicos
(Chollet & Allaire, 2017): 

1) Los  datos  de  entrada:  normalmente  se  interpretan  como  variables  que
generan un escenario o un efecto específico.

2) Los datos de salida: son las variables de respuesta,  que representan el
efecto o resultados asociados a los datos de entrada.

3) Un método de evaluación: la herramienta de aprendizaje automático toma
los datos de entrada y salida, genera un modelo de interpretación de los
datos (el resultado de la herramienta de aprendizaje automático), el cual,
posteriormente,  genera  unos  nuevos  datos  de  salida.  La  evaluación
consiste en comparar los datos de salida originales con los datos de salida
generados por el modelo y verificar que tan acertados son estos últimos
frente a los originales.
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Una  de  esas  herramientas  de  aprendizaje  automático  se  conoce  como  Red
Neuronal Artificial (RNA), estas permiten obtener una interpretación de los datos,
mediante un modelo matemático no lineal (Chollet & Allaire, 2017; Krenker et al.,
2011), que representan una situación específica de algún campo de la ciencia o el
conocimiento humano.

3.1.2.1 Redes Neuronales Artificiales

Las  RNA son  herramientas  flexibles,  robustas  y  efectivas  que  se  usan  para
resolver problemas complejos que no se pueden tratar con facilidad con métodos
estadísticos  (Lazarevska  et  al.,  2014).  Se  caracterizan  por  su  habilidad  de
aprendizaje experimental (Gupta, 2013) y por definir un modelo de interpretación
de los datos a partir de los que se le suministran para explicar la relación existente
entre ellos o aproximarse a esto (Deperlioglu & Kose, 2011). 

Una  RNA es  un  esquema de  un  modelo  matemático  no  lineal  que  simula  el
funcionamiento de una red neuronal biológica (Krenker et al., 2011), o lo que hasta
ahora se conoce (Basheer & Hajmeer, 2000). Sus aplicaciones incluye el análisis
multivariado  de  datos,  clasificación,  reconocimiento  de  patrones,  entre  otros
(Basheer & Hajmeer, 2000). 

En el funcionamiento de la RNA existe semejanza a la biológica en dos aspectos
(Gupta, 2013):

1) La red adquiere el conocimiento: mediante un proceso de aprendizaje que
parte de los datos que recibe, haciendo uso de un algoritmo, la red aprende
de los datos y los interpreta.

2) La red  almacena el  conocimiento.  La  fuerza de conexión  (Srinivasulu  &
Jain, 2006) entre las neuronas artificiales o la fuerza de flujo de información
(Beck, 2018) (sinapsis) y el estado de activación de los nodos en la red
neuronal (Montaño, 2002), es la forma de almacenar el conocimiento. Esto
representa la importancia que tiene la conexión en el modelo matemático
que construye.

La ventaja de las RNA se centra en la no existencia de un “modelo” inicial,  es
decir,  no  requiere  un  modelo  de  ecuación  inicial.  La  RNA adapta  un  modelo
basado  en  los  datos  que  se  le  suministren,  la  precisión  del  modelo  depende
directamente de la cantidad de datos experimentales que se tenga, que, por cierto,
es recomendable tener la mayor cantidad de datos posible (Gupta, 2013).

La RNA más utilizada es el perceptrón multicapa (MLP, por sus siglas en inglés)
feed  forward  (alimentación  hacia  adelante),  usado  con  mayor  frecuencia  para
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predecir  una  o  más  variables  de  respuesta.  Un  MLP  es  la  unión  de  varios
perceptrones  que  construyen  un  modelo  no  lineal  de  hiperparámetros.  Cabe
resaltar  que un modelo  MLP es  una “caja  negra”  que  no permite  observar  la
relación entre las variables analizadas (Beck, 2018) .

3.1.2.1.1 Neurona Artificial

La neurona, que es el  elemento básico de una red neuronal  biológica, incluye
cuatro partes principales: dentritas (dentrites), cuerpo celular (soma o cell body),
axón (axon) y sinapsis (synapse, las cuales definen el esquema de analogía de las
neuronas artificiales (Basheer & Hajmeer, 2000; Harsh et al., 2016). 

En el caso de las Redes Neuronales Artificiales, la neurona artificial es la unidad
básica (asimilada a la neurona biológica) que podría dividirse en: entrada (y peso
de entrada), nodo (suma y función de activación) y salida  (Basheer & Hajmeer,
2000;  Harsh et  al.,  2016).  La  Figura 10 muestra un paralelo  gráfico entre una
neurona biológica y una artificial.

En la práctica, una neurona artificial, a través de las entradas, recibe información
(x) a la que se asigna un peso (w) que multiplica el valor de la entrada (w*x). El
nodo de la neurona artificial suma cada entrada multiplicada por su peso (Σw*x),
adicionando  el  sesgo  o  bias  (b).  El  nodo  posteriormente  procesa  esta  suma
(Σw*x+b),  mediante  una  función  de  activación  (f).  Como resultado  de  esto,  la
neurona artificial genera una salida (y) (Krenker et al., 2011).
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Figura 10: Comparación entre neurona biológica y neurona artificial

(a) neurona biológica, (b) neurona artificial.
Fuente: (Basheer & Hajmeer, 2000; Lazarevska et al., 2014)



La  Figura  11 parte  (a)  muestra  la  representación  gráfica  de  la  operación
matemática anteriormente descrita, mientras que la parte (b) muestra la notación
de la función, que se desarrolla en el nodo, para determinar la variable de salida.

El coeficiente de peso expresa la importancia relativa de cada variable de entrada,
cuantifican la fuerza de la señal de cada entrada al nodo (Lazarevska et al., 2014)
o la intensidad de interacción de la variable (González-Salcedo et al., 2017).

Un coeficiente positivo podría entenderse como una señal que acelera o fortalece
la conexión con el nodo, mientras que una señal negativa se interpretaría como
una señal limitada o inhibida; cuando el peso es igual a cero significa que no hay
señal o conexión al nodo (se suprime la entrada) (Lazarevska et al., 2014).

La tarea básica de aprendizaje de una RNA es ajustar los coeficientes de pesos de
las entradas en cada nodo hasta encontrar los más adecuados, entendiendo como
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Figura 11: Esquema del funcionamiento de una neurona artificial

(a) Representación grafica, (b) notación de la función matemática  en la neurona 
artificial.
Fuente: (Abdollahzadeh et al., 2011; Krenker et al., 2011)



“adecuado” aquel capaz de reproducir las propiedades estadísticas de los datos
(Krenker, Bešter, and Kos 2011, Montaño 2002).

Una variable de entrada puede originarse en el  entorno (los datos  de entrada
suministrados) o como salida de otra neurona. Asimismo, la salida de una neurona
puede ser la variable de respuesta del modelo o una variable de entrada de otro
perceptrón.

Una RNA está dividida en tres secciones: capa de entrada, capas ocultas y capa
de salida. La capa de entrada y la capa de salida están conectadas con el exterior,
esto quiere decir, a los datos de entrada y datos de salida respectivamente. Un
perceptrón  no  tiene  una  capa  oculta.  La  forma  en  la  que  se  encuentran
interconectados los perceptrones define la arquitectura de la RNA (Abellán, 2020;
Ghafari et al., 2015).

3.1.2.1.2 Error de Sesgo (bias) y varianza

El sesgo (bias en inglés) hace referencia a las desviación de la función de la RNA,
es decir, cuantifica la desviación del modelo de RNA frente al modelo matemático
“real” (que es desconocido), el cual explica perfectamente la variable de salida en
función de las variables de entrada (James et al., 2017).

El sesgo se puede presentar cuando un modelo resulta simple o básico para un
conjunto  de datos que responde a uno más complejo,  esto es,  que no existe
adecuada  “coincidencia”  del  modelo  con  los  datos.  El  sesgo  podría  reducirse
definiendo y entrenando un modelo más complejo, ampliando el tiempo o cantidad
de  veces  de  entrenamiento  del  modelo,  haciendo  uso  de  un  algoritmo  de
optimización diferente, usando una arquitectura de RNA diferente o modificando
los hiperparámetros de la arquitectura actual (Ghatak, 2019).

Al mencionar los modelos (y entrenamiento) de RNA se debe hacer referencia a
otro  tipo  de  error  conocido  como  varianza.  Este  no  es  igual  al  sesgo,  por  el
contrario, este se presenta cuando se tiene un modelo de RNA muy complejo para
el conjunto de datos estudiado y que lleva a una gran exactitud del conjunto inicial
de datos con el modelo. La varianza podría reducirse aumentando el número de
datos,  aplicando  métodos  de  regularización  o  reduciendo  la  complejidad  del
modelo (Ghatak, 2019).

De lo anterior, puede indicarse que el sesgo está asociado a la suboptimización
(underfitting)  del  modelo,  mientras  que  la  varianza  a  la  sobreoptimización
(overfitting). 
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Finalmente, el error total en una RNA resulta de la suma del sesgo y la varianza.
Es necesario que entre los dos errores exista un equilibrio con el fin de reducir la
posibilidad suboptimización o sobreoptimización del  modelo  (Ghatak,  2019).  La
Figura 12 muestra gráficamente la  relación entre los dos errores mencionados
frente a la complejidad del modelo de RNA, se espera que el error total sea el
menor posible (representado por el punto gris).

3.1.2.1.3 Función de Activación o de Transferencia

En  el  nodo  de  la  neurona  artificial  se  define  una  función  de  activación  o  de
transferencia. Esta función determina la salida o respuesta del nodo (Krenker et
al., 2011). La función de activación o de transferencia se encarga de “regular” la
señal de respuesta de un nodo, en otras palabras, transforma la suma total de los
datos  de entrada multiplicados por  su  peso para  determinar  si  el  nodo puede
generar  una  salida  y  el  valor  de  esta   (Lazarevska  et  al.  2014). Esta  salida
posterior a la función tiene una representación significativa (Ghatak, 2019). 

Existen varios tipos de funciones: de paso, lineal, logística sigmoidea, tangente
hiperbólica, lineal rectificada (ReLU), entre otras  (Abellán, 2020; Krenker et  al.,
2011;  Montaño,  2002).  Dependiendo  la  función  seleccionada  se  aporta  la
transformación no lineal del modelo (Abellán, 2020). 

El uso de la función de activación limita los valores de salida del nodo a un rango
específico,  evitando gran dispersión  de los  valores  de salida  (González  et  al.,
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Figura 12: Gráfica de error total de un modelo de RNA. Sesgo y Varianza

Fuente: (Ghatak, 2019)



2012; Lazarevska et al., 2014). Las funciones de activación pueden ser lineales o
no lineales (Ghatak, 2019). La función de activación que se observa con uso más
frecuente  es  la  logística  sigmoidea  (Abellán,  2020;  Ghatak,  2019;  González-
Salcedo et al., 2017; Gupta, 2013; Harsh et al., 2016; Lazarevska et al., 2014).

Función de paso (Krenker et al., 2011)

Es  una  función  de  tipo  binaria.  Solo  dos  posibles  valores  como  respuesta,
generalmente 1 y 0. La función (ecuación 1) se establece respecto a un límite o
umbral,  dependiendo si  el  valor evaluado en la función está por encima o por
debajo de dicho límite, esta función asigna uno de los dos resultados posibles.
Este tipo de función se usa normalmente para tareas de clasificación y se asigna
la mayoría de las veces al nodo ubicado en la capa de salida

Función Lineal (Ghatak, 2019)

Es una función  de tipo  línea recta.  No es  la  más adecuada como función  de
activación para datos complejos. Al usar funciones lineales en todos los nodos, el
modelo resultado de la red neuronal va a ser lineal y es prudente tener en cuenta
que la mayoría de los problemas reales no tienen un comportamiento lineal. El
rango de salida de estas funciones está entre −∞ y +∞. La Figura 13 (a) muestra
gráficamente una función lineal.

Función logística sigmoidea (Ghatak, 2019)

Es una función de tipo no lineal.  Convierte una entrada lineal  a una salida no
lineal, los valores de respuesta están entre 0 y 1. Esta función se define como se
muestra en la ecuación 2. El parámetro λ es una constante usada para controlar la
pendiente de la región semilineal (Abellán, 2020; Ghafari et al., 2015). 
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Esta función presenta la tendencia a agrupar los valores en 1 o en 0. Cuando los
valores  son  fuertemente  negativos,  los  resultados  de  la  función  de  activación
tienden a estancarse en 0, mientras que cuando son fuertemente positivos los
resultados de la función tienden a estancarse en 1. En la línea punteada de la
Figura 13 (b) está representada gráficamente la función logística sigmoidea.

Función tangente hiperbólica (Ghatak, 2019)

Esta función también es sigmoidea (no lineal). El rango de salida de la respuesta
es de -1 hasta 1. Los valores negativos ofrecen valores de respuesta negativos,
mientras  que  los  valores  positivos  presentan  valores  de  respuesta  igualmente
positivos. La respuesta cero de esta función se da cuando el valor de entrada es
cero.  Está  función  se  define  según la  ecuación  3.  Gráficamente  la  función  se
muestra en la Figura 13 (b)

Función lineal rectificada

Esta función lleva a cero los valores de entrada negativos (Chollet & Allaire, 2017;
Ghatak, 2019), mientras que, para los valores positivos, el valor de salida es el
mismo de entrada a la función. El rango de los valores de salida de esta función es
0 y +∞  (Ghatak, 2019). La función se define según la ecuación 4. Se usa con
mayor frecuencia en las neuronas de las capas ocultas de la RNA y resulta de un
desempeño de entrenamiento más rápido en redes de gran tamaño. En algunos
casos,  puede  ser  una  desventaja  que  “desaparezca”  los  valores  negativos
(Ghatak, 2019). La representación gráfica de la función se muestra en la figura
Figura 13 (c).
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3.1.2.1.4 Arquitecturas de RNA

La forma en la que se presenta la interconexión de los perceptones (o neuronas
artificiales) se conoce como tipología o arquitectura de una RNA (Krenker et al.,
2011).  Como ya se mencionó, la arquitectura de una RNA tiene al menos tres
partes: capa de entrada, capas ocultas y capa de salida, cada una de estas con un
número determinado de nodos. 

La capa de entrada está definida para las variables independientes y un nodo se
asigna a cada una de estas. Dichos nodos funcionan como sensores de recepción
de los valores de entrada (Abellán, 2020) y no como procesadores de datos. La
capa  de  salida  agrupa  a  los  nodos  generando  los  valores  de  respuesta  del
modelo, un nodo por cada variable de respuesta. En estos nodos se da el último
procesamiento de los datos.

Entre la capa de entrada y de salida se encuentran las capas ocultas (o capa
oculta),  que son un conjunto específico de nodos que procesan los datos que
entrega la capa precedente para generar un valor de salida que se suministra a un
nodo en otra capa oculta o en la capa de salida  (Ghatak, 2019). La  Figura 14
muestra diferentes arquitecturas de RNA según la cantidad de nodos y capas.
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Figura 13: Funciones de activación 

(a) Lineal, (b) Sigmoidea logística y Tangencial hiperbólica, (c) Lineal rectificada. 
Fuente: (Ghatak, 2019)



La conexión que puede darse entre nodos genera una gran variedad de tipologías
de RNA, no obstante, las mismas pueden dividirse en dos clases de tipologías:
acíclica y semicíclica, esto dependiendo del sentido de flujo de la información en la
RNA (Krenker et al., 2011).

En  la  tipología  acíclica,  también  conocida  como  arquitectura  de  RNA  Feed
Forward,  la  información  fluye  de  los  nodos  de  entrada  a  los  nodos  de  salida
(pasando por  los nodos de la  capa oculta)  en un solo sentido  (Ghatak,  2019;
Krenker et al., 2011). En esta tipología no existen conexiones entre nodos de la
misma capa,  ni  conexiones  de flujo  de  información  hacia  nodos de  una  capa
anterior  (Montaño, 2002).  Es la arquitectura más usada dentro las RNA (Ghatak,
2019). No existen limitaciones en cuanto al número de nodos por capa, la cantidad
de capas ocultas o el uso de función de activación. Las arquitecturas mostradas
en la Figura 14 son tipo Feed Forward. 

Existen otro tipo de arquitecturas como RNA Convolucionales, RNA de Memoria
de Largo y Corto Plazo (LSTM por sus siglas en inglés Long Short Term Memory),
RNA Recurrentes Cerradas, entre otras.

Seleccionar el tipo de tipología de red neuronal es solo el principio para interpretar
o representar un modelo para un conjunto de datos específicos a través de RNA.
Para ello, es necesario conocer la cantidad de nodos en la capa o capas ocultas y
que  la  arquitectura  aprenda  de  los  datos.  Independientemente  del  tipo  de
arquitectura  que  se  seleccione,  así  como  la  cantidad  de  nodos  en  las  capas
ocultas, conocer los valores de peso de entrada de los datos para cada nodo, así
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Figura 14: RNA Feed Forward.

(a) Perceptron, (b) RNA de una capa oculta, (c) RNA de dos capas ocultas. 
Fuente: https://www.asimovinstitute.org/neural-network-zoo/

(a) (c)(b)

Nodo de 
capa de 
entrada

Nodo de 
capa oculta

Nodo de 
capa de 
salida



como del  sesgo,  es  la  actividad de aprendizaje que una RNA debe realizar  a
través de un entrenamiento (Krenker et al., 2011). 

3.1.2.1.5 Entrenamiento de RNA

3.1.2.1.5.1 Preparación de datos

Identificación de datos atípicos o de influencia

En  el  conjunto  de  datos  de  variables  de  entrada  y  de  respuesta  se  pueden
observar  datos  atípicos  (outliers)  o  datos  de  influencia  (leverage  points),  que
hacen referencia a dos tipos de datos con características diferentes.

Los datos atípicos son valores lejanos del intervalo “común” de una variable que
resultan “extraños” frente al conjunto de datos totales. Estos pueden presentarse o
surgir principalmente por errores en la recolección de datos (Bishop, 2006; James
et al., 2017). Entrenar una RNA sin el tratamiento de estos datos anómalos, que se
asociarían a una mayor variación de los datos (James et al., 2017), hacen que un
modelo se oriente a ajustarse a los datos anómalos, perdiendo robustez (Bishop,
2006),  y  un  posterior  bajo  desempeño  en  la  predicción  de  las  variables  de
respuestas  frente  a  datos  nuevos.  Una  gran  cantidad  de  datos  atípicos  en  el
dataset  puede  llevar  a  un  modelo  sesgado  (Chandwani  et  al.,  2015) y  a  un
aumento del error en el modelo (Shi et al., 2017).

La identificación de puntos anómalos podría hacerse evaluando los residuos para
un valor ŷi estimado, esto para el caso de una regresión lineal (James et al., 2017).
Sin embargo, para el caso de un modelo de RNA esto no es aplicable, pues el
modelo RNA, en el entrenamiento, intentará ajustarse a dichos puntos. 

Por otra parte, en el  caso de los datos de influencia, estos hacen referencia a
valores que no están en el  intervalo común de variable,  pero que no resultan
“extraños”. Es decir, es posible que la variable tome este tipo de valores, aunque
resulte inusual  (James et al., 2017). Podría suceder que se confundan los datos
anómalos con los de influencia, empero, no es conveniente eliminar estos últimos
ya  que  se  estaría  perdiendo  información  relevante  para  el  entrenamiento  del
modelo de RNA.

Por lo anterior, es necesario dar tratamiento a los datos a fin de identificar aquellos
anómalos  o de influencia,  revisando la  validez  de estos  y  confirmando con la
fuente del dato (si esto es posible) para verificar si la variable puede tomar este
tipo de valores, de no ser así, es conveniente eliminarlos.
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El tratamiento debe ser cuidadoso, a fin de no perder información del conjunto de
datos.  El  conocimiento  de  los  datos  (dominio  de  la  ciencia)  y  lo  que  estos
representan es relevante para identificar un dato anómalo y garantizar que no se
pierde información que sea necesaria para interpretar la situación en análisis.

Para tratar datos atípicos o anómalos es conveniente observar gráficamente el
comportamiento  o  distribución  de  las  variables  independientes  frente  a  las
variables de respuesta, en algunos casos, los datos atípicos se muestran por sí
mismos (Everitt & Hothorn, 2011), en otros casos, no es tan sencillo identificar los
datos atípicos.

Los  diagramas  de  caja  bivariados  (bivariate  boxplot)  se  pueden  usar  para
identificar  valores atípicos.  Estos se construyen usando medidas de ubicación,
escala y correlación. En un gráfico de dispersión de dos variables se trazan las
líneas de regresión x sobre y y y sobre x. La intersección de estas líneas sirve
como centro para dibujar dos elipses, la primera con los límites del primer cuartil y
la  segunda  con  el  tercer  cuartil;  esta  última  delimita  los  datos  que  son
potencialmente atípicos (un diagrama de bigotes en dos dimensiones). El ángulo
que forman las dos líneas de regresión será más pequeño (agudo)  cuando la
correlación (en valor absoluto) entre variables es mayor (Everitt & Hothorn, 2011).

Normalización de datos

El proceso de normalización consiste en llevar los datos originales de algunas (o
todas) variables de entrada a un rango específico y generalmente es necesaria
cuando existe gran variabilidad en los valores que toman los datos, esto quiere
decir,  que  el  rango  de  los  mismos  es  amplio  (Jammal,  Peshawa  &  Rezhna
Hassan, 2014). 

En el  entrenamiento de RNA, la normalización de los datos debe hacerse por
requerimiento  del  algoritmo  o  buscando  mejorar  o  facilitar  el  proceso  de
aprendizaje del modelo (Shanker et al., 1996). El modelo de RNA puede adaptarse
a la heterogeneidad de los datos, no obstante, el proceso de aprendizaje puede
hacerse más complicado y lento (Chollet & Allaire, 2017), lo que puede traducirse
en  costo  computacional.  Adicionalmente,  la  normalización  de  datos  elimina  la
posibilidad de sesgo en los modelos (Abellán, 2020). 

Las ventajas  de la  normalización  de los  datos  pueden observarse  o  no en el
procesamiento de estos, aunque también dependen de el algoritmo de aprendizaje
usado, de la complejidad del modelo y del tamaño del conjunto de datos (Shanker
et al., 1996). 
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Se pueden listar tres métodos de estandarización que son comúnmente usados: 1)
escala lineal con mínimo 0 y máximo 1, detallada en la ecuación 5 (Abellán, 2020;
Jammal,  Peshawa & Rezhna Hassan,  2014);  2)  escala lineal  con mínimo -1 y
máximo 1, que se calcula conforme a la ecuación 6 (Jammal, Peshawa & Rezhna
Hassan, 2014); y 3) escala normal con media 0 y desviación estándar 1, definida
según ecuación 7 (Chollet & Allaire, 2017; Jammal, Peshawa & Rezhna Hassan,
2014).

La selección del método de normalización en el entrenamiento de RNA depende
directamente del tipo de modelo y su objetivo (clasificación o regresión), además
de la función de activación utilizada. Es conveniente usar escala lineal cuando se
trata de problemas de regresión lineal  y de escala normal  cuando se trata de
modelos de clasificación (Chollet & Allaire, 2017; Ghatak, 2019).

Se requiere desnormalizar los datos, una vez se tengan resultados de estimación
del RNA para poder interpretarlos. No es estrictamente necesario normalizar todas
las  variables  de  un  conjunto  de  datos,  esto  depende,  principalmente,  de  la
dispersión y de la naturaleza del problema al tratar con un modelo de RNA.

División del conjunto de datos

El conjunto de datos debe ser separado en dos partes: train y test. El modelo de
RNA se entrena con un conjunto de datos y la evaluación no debe ser realizada
con el mismo conjunto de datos. La evaluación del modelo debe hacerse con un
conjunto de datos que, hasta el momento, este no haya “visto” (Chollet & Allaire,
2017). En general, el conjunto de datos puede ser dividido en 80% train y 20% test
(Ghafari  et  al.,  2012;  Naderpour  et  al.,  2010;  Parichatprecha & Nimityongskul,
2009), 75% train y 25% test (Abellán-García 2020; Abellán 2020), 70% train y 30%
test (Chandwani et al., 2015; Hakim et al., 2011).

3.1.2.1.5.2 Validación cruzada tipo K-Fold

Una practica adecuada para garantizar confiabilidad en el entrenamiento (train) de
los modelos de RNA es usar la validación cruzada K-fold, en especial cuando el
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conjunto de datos es relativamente pequeño. Al dividir el conjunto de datos en dos
partes, train y test, y evaluar el modelo con este último, se corre el riesgo de tener
diferencias significativas entre ambos conjuntos y el consecuente impacto sobre el
error del modelo. (Abellán-García, 2020; Chollet & Allaire, 2017)

Así, este consiste en la división del conjunto de datos de entrenamiento en un
número K de subconjuntos de datos (en los que se garantiza uniformidad de la
distribución de los datos). Un modelo de RNA se entrena con K-1 conjuntos de
datos y se evalúa con el conjunto de datos restante. Al finalizar el entrenamiento
se tienen K resultados de error del modelo, los cuales se promedian para obtener
el resultado total del error del modelo entrenado. La Figura 15 presenta de manera
gráfica  el  esquema  de  organización  y  uso  de  los  K  subconjuntos  de  datos.
Generalmente, se usa un valor K de 4 o 5 (Chollet & Allaire, 2017)

La validación cruzada tipo K-fold se presenta adecuada en procesos de ajuste de
los hiperparámetros de un modelo de RNA (por ejemplo, el número de neuronas)
(Abellán-García, 2020; Chollet & Allaire, 2017)

3.1.2.1.5.3 Hiperparámetros de la RNA

Los  resultados  de  un  modelo  RNA y  su  capacidad  para  interpretar  los  datos
(minimización del error) dependen específicamente de la arquitectura del modelo.
El desempeño de una RNA depende de la selección de los hiperparámetros que la
definen, estos funcionan como variables externas al modelo que no dependen de
los datos. Como hiperparámetros de una RNA se puede listar el número de capas,
el  número  de  neuronas  por  cada  una,  la  función  de  activación,  la  tasa  de
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Figura 15: Validación cruzada tipo K-fold

Fuente: (Abellán-García, 2020; Chollet & Allaire, 2017)



aprendizaje  (learning  rate),  los  ciclos  de  entrenamiento  (epoch),  entre  otros
(Torres, 2018).

El  ajuste  de  los  hiperparámetros  depende,  en  gran  medida,  del  algoritmo  de
aprendizaje de la RNA, asimismo, la selección de este depende de factores como
la herramienta que se use para entrenar la red, la naturaleza del problema a tratar
con la RNA, el tipo de datos, etcétera.

Algoritmo de aprendizaje (optimizador)

El optimizador es el motor de aprendizaje de una RNA. A través del algoritmo de
aprendizaje se realiza el ajuste de los pesos en cada capa del modelo, según la
evaluación del resultado que hace la función de pérdida (loss function) en cada
iteración del modelo (la cantidad de observaciones que procesa el modelo y la
cantidad de veces que lo hace) (Chollet & Allaire, 2017; Manaswi, 2018). La Figura
16 muestra un esquema de la transformación de los datos que se da en un modelo
RNA durante su entrenamiento. 
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Figura 16: Esquema de transformación de datos de una RNA

Fuente: (Chollet & Allaire, 2017)



Inicialmente, el modelo asigna valores de peso de manera aleatoria que generan
predicciones  muy  alejadas  de  los  datos  reales.  A medida  que  el  modelo  se
reentrena  con  los  mismo  datos,  el  optimizador  va  ajustando  los  pesos  en  la
dirección correcta de manera que la pérdida en el modelo disminuye  (Chollet &
Allaire, 2017).

El algoritmo central  en deep learning (por lo tanto, también en RNA) y el  más
conocido  es  el  de  Entrenamiento  de  Propagación  Hacia  Atrás  (BP  –
backpropagation)  (Chollet & Allaire, 2017; Mushgil et al., 2015). Sin embargo, la
literatura científica hace mención a varios algoritmos: Resilent Back Propagation
(Rprop) (Cruz, Peixoto, and Magalhães 2011; Mushgil, Alani, and George 2015;
Treadgold and Gedeon 1996; Abellán-García 2020; Montaño 2002; Saini  2008;
Abellán  2020;  Prasad,  Singh,  and  Lal  2013),  Levenberg-Maquardt  (LMA)
(González-Salcedo et al., 2017), SGD, RMSprop, Adagrad, Adadelta, Adam, entre
otros (Chollet & Allaire, 2017; Ghatak, 2019; Manaswi, 2018; Torres, 2018). 

Dependiendo de la herramienta que se use para entrenamiento y validación de la
RNA, el problema y datos a tratar (regresión, clasificación, etc) y en algunos casos
la cantidad de datos, se selecciona el optimizador (algoritmo de aprendizaje) para
la RNA. 

En la aplicación de RNA en ingeniería civil se observa con mayor uso los algoritmo
de  aprendizaje:  BP  (Abounia  Omran  et  al.,  2014;  Bal  &  Buyle-Bodin,  2013;
Getahun et al., 2018; González Salcedo et al., 2012; Hakim et al., 2011; Naderpour
et al., 2010; Shi et al., 2017), Rprop  (Abellán-García 2020; Abellán 2020), LMA
(Bharathi  et  al.,  2017;  Chandwani  et  al.,  2015;  Uysal  &  Tanyildizi,  2012). Lo
anterior teniendo en cuenta el uso de herramientas como MATLAB o R (librerías
neuralnet o nnet). En el uso de R con librerías Tensorflow y Keras no se observó
literatura  científica  aplicada  a  ingeniería  civil,  no  obstante,  (Chollet  &  Allaire,
2017) hace  uso  del  algoritmo  RMSprop  en  aplicación  de  RNA en  tareas  de
regresión.

Evaluación del Modelo de RNA 

Algunos parámetros estadísticos son usados para evaluar modelos de RNA, entre
estos se incluyen Media de los Errores Absolutos (MAE), Media de los Errores
Cuadrados (MSE) y  Raíz  Cuadrada Media de los Errores  Cuadrados (RMSE).
Aquellos que presentan los resultados en las unidades de la variable de respuesta
del moldeo facilitan el análisis de los resultados. Así, cuando los resultados de las
mediciones toman valores cercanos a cero estos indican que el modelo RNA se
ajusta y responde a los datos (D. N. Moriasi et al., 2007).
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Se  podrían  listar  seis  parámetros  adicionales  que  se  usan  para  evaluar  los
modelos de regresión y que aplican para la evaluación de los resultados de un
modelo RNA: 1) Error Promedio (AE), 2) Media del Porcentaje de Error Absoluto
(MAPE), 3) Coeficiente de Eficiencia (E), 4) Relación del RMSE y la Desviación
Estándar de los Datos (RSR), 5) Media del Error de Sesgo Normalizado (NMBE), y
6) Coeficiente de Correlación (R2) (Abellán-García 2020).

Los ocho parámetros listados se definen como indican las ecuaciones 8 al  16.
Donde:

 es el valor real de la variable de respuesta ,
 es el valor estimado por la RNA,
 es la media de los valores reales de respuesta, y
 el número de observaciones 

El  MSE y RMSE son los parámetros que pueden ser usados para evaluar  un
modelo de regresión (Chollet & Allaire, 2017; Ghatak, 2019).
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3.2 Estado del arte

La  literatura  científica,  disponible  de  los  estudios  realizados  para  evaluar  el
alargamiento  postfisuración  y/o  la  capacidad  de  absorción  de  energía  en  el
concreto,  presenta  una  cantidad  de  información  importante  en  cuanto  a  los
componentes que usan, como el diseño de la mezcla, las variables que influyen en
el comportamiento del  concreto y las propiedades mecánicas. Además, se han
encontrado estudios que incluyen hasta veintinueve tipos de mezclas detallando
los resultados obtenidos para cada una de estas.

(Wang  &  Li,  2007) realizaron  una  investigación  con  doce  tipos  de  mezclas.
Llevaron a cabo un análisis de las propiedades mecánicas del concreto divididas
en dos grupos: en el primero, seis mezclas en las que se varió la cantidad de
ceniza  volante  y,  en  el  segundo,  las seis  mezclas  restantes,  en  las cuales  se
modificó  la  cantidad  de  ceniza  de  incinerador  de  residuos.  Las  doce  mezclas
incluyeron un 2% en volumen de fibra Polivinilo de Alcohol (PVA). Los resultados
del  estudio  se  enfocaron  en  maximizar  el  alargamiento  postfisuración  de  las
mezclas.

Por otro lado, (Kim et al., 2012) estudiaron dieciséis tipos de mezclas. Se usaron
al menos trece tipos de componentes en la mezcla y cuatro matrices de concreto
base a las que se les adicionaron dos tipos de fibra en dos diferentes cantidades
en volumen. Concluyen que las dosificaciones estudiadas que utilizan fibras de
acero deformado de alta resistencia son sensibles a la resistencia de la matriz y
las fibras retorcidas aprovechan mejor las matrices de mayor resistencia que las
fibras acabadas en gancho debido su torsión.

Del mismo modo,  (Park et al., 2012) presentaron dieciséis tipos de mezclas. La
matriz base del concreto estuvo conformada por seis compuestos a los que se les
adicionó  cuatro  tipos  de  fibra  en  cuatro  cantidades  diferentes  del  volumen.
Presentaron como conclusión que las mezclas con fibra retorcida produce el mejor
rendimiento en términos de comportamiento de endurecimiento por deformación.

Asimismo,  (Yoo & Kim, 2019) estudiaron doce tipos de mezclas de concreto, en
donde la matriz base de la mezcla se compuso de seis componentes y en la cual
se adicionaron cuatro tipos de fibras (acero y PE). Las mezclas variaron según el
aumento del volumen de cada tipo de fibra en la composición evaluada. El estudio
concluye que la resistencia a la tracción y el agrietamiento mejoró mediante el uso
de fibra retorcida y fibra recta con una relación de aspecto más alta; la capacidad
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de deformación y la capacidad de absorción de energía mejoró significativamente
al reemplazar una porción de fibras de acero con fibras de polietileno; y una alta
absorción de energía (251 kJ/m³) fue exitosamente desarrollada usando solo un
2% de combinación de fibra metálica y polietileno.

Finalmente,  (Li  et  al.,  2019) analizaron experimentalmente veintinueve tipos de
mezclas.  En  la  evaluación  del  alargamiento  postfisuración  se  incluyeron  ocho
componentes que conforman la matriz base, las mezclas de concreto y tres tipos
de fibra adicionadas en dos niveles de volumen diferentes. Las conclusiones del
estudio  se  orientan  a  evaluar  la  influencia  de  los  tipos  de  fibra  adicionada  al
concreto en el alargamiento postfisuración del mismo.

Todos los estudios listados anteriormente proporcionan datos confiables en cuanto
a  las  propiedades  mecánicas  del  concreto;  sin  embargo,  ninguno  presenta
información de los costes de las mezclas de concreto evaluadas. No se observa
un análisis relacionado a la optimización de la mezcla pensando en la viabilidad de
la comercialización del concreto.

Así, aunque todos estos estudios presentaran resultados de optimización teniendo
en  cuenta  variables  económicas,  los  componentes  utilizados  en  las  mezclas
estudiadas se producen fuera del país y el análisis en términos económicos no
tendría aplicación en Colombia. Por ende, la importación de los componentes para
su uso en Colombia modificaría el valor de los materiales y generaría así un coste
más elevado en la mezcla.

En el caso de los materiales nacionales para mezclas de HPFRCC, los precios de
la fibra son diferentes, como también la calidad de estas. La literatura científica
mencionada presenta el comportamiento mecánico de las mezclas, no obstante,
es  necesario  conocer  el  comportamiento  del  HPFRCC  producido  con
componentes del mercado local. 

Identificar  la  mezcla óptima de concreto (diseño de mezcla)  que maximice  las
propiedades mecánicas (o alcance las deseadas), requiere de gran experiencia si
se espera conseguir con ensayo y error, aunque podría este resulta un proceso
poco eficiente (Adeli, 2001). En ingeniería civil se han aplicado diferentes métodos
observándose no confiables o de baja precisión, además de poco flexibles (Adeli,
2001;  Getahun et  al.,  2018;  González-salcedo,  2012;  Hakim et  al.,  2011). Del
mismo modo, las dosificaciones de concreto a nivel mundial se han establecido
bajo tablas generalizadas que han recopilado los resultados de la experimentación
o  formulas  analíticas  con  un  amplio  componente  empírico  (González-salcedo,
2012),  aunque  no  son  suficientes  para  las  necesidades  actuales,  dados  los
desarrollos tecnológicos en concreto que agregan más o nuevos componentes y
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que  modifican  el  comportamiento  de  sus  propiedades  (Parichatprecha  &
Nimityongskul, 2009).

La  literatura  científica  al  respecto  denota  que  las  RNA han  tenido  un  papel
importante  en  los  avances  alcanzados  en  cuanto  a  la  predicción  de  las
propiedades  mecánicas  del  concreto,  siendo  una  de  las  más  estudiadas  la
resistencia a la compresión, específicamente en las familias de HSC, partiendo de
los datos de la mezcla del concreto. Gracias a los avances en tecnologías de la
computación, la inteligencia artificial (IA) ha tenido un gran campo de aplicación en
la  Ingeniería,  siendo  la  predicción  de  propiedades  una  de  ellas.  En  las  RNA
estudiadas de este tipo, las variables de entrada del modelo son los datos de la
mezcla y las variables de salida son las propiedades mecánicas de compresión
(Khosravani et al., 2019). Frente a otros métodos se ha observado ventajas en el
uso de RNA; (Ghafari et al., 2015) compara los resultados de la predicción de la
resistencia a la compresión del concreto entre dos métodos usados: 1) el diseño
estadístico de mezcla de concreto y 2) Red Neuronal Artificial, concluyendo que se
observa una mayor precisión de los modelos de RNA debido a la naturaleza no
lineal.

Si  bien  es  cierto,  las  RNA presentan  mayor  desarrollo  en  predicción  de  la
resistencia a la compresión, existen otros estudios que usan las RNA para predecir
el comportamiento de otro tipo de propiedades. (Adeli, 2001) hace un resumen de
los campos de aplicación de las RNA en ingeniería civil recolectando información
de  literatura  científica  publicada  entre  los  años  1989  y  2000,  en  los  que  se
mencionan campos como programación y gerencia de proyectos de construcción,
estimación  de  costos,  uso  de  recursos  naturales,  entre  otros.  Igualmente,
(Lazarevska  et  al.,  2014) presenta  el  uso  de  las  RNA  para  determinar  la
resistencia al fuego de las columnas de concreto reforzado, concluyendo que se
evidencia como una herramienta adecuada para predicción del comportamiento;
además, (González-Salcedo et al., 2017) usan RNA para predecir las propiedades
mecánicas del concreto reforzado con fibras metálicas en estado fresco, entre las
que se incluyen resistencia a la tensión, a la cortante y a la flexión, y tenacidad a
flexión, concluyendo que el uso de RNA es confiable.

En conclusión, en la ingeniería civil existe una creciente aplicación de las Redes
Neuronales Artificiales observando casos en el modelamiento del comportamiento
de materiales y predicción de propiedades mecánicas, entre otros. También, se
han hecho usos de herramientas como modelos analíticos, métodos estadísticos e
inteligencia artificial, siendo este último el de mayor crecimiento y aceptación. Los
resultados  de  la  literatura  científica  encontrada  al  respecto  precisan  que  los
modelos  de  RNA  evaluados  reportan  una  gran  precisión  al  comparar  sus
resultados con datos experimentales (Getahun et al., 2018). 
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En  la  literatura  científica  consultada  no  se  logró  observar  el  uso  de  redes
neuronales  para  la  estimación  de  la  capacidad  de  absorción  de  energía  y
alargamiento postfisuración en HPFRCC.
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4 Metodología

Para  lograr  los  objetivos  planteados  se  define  una  metodología  que  se
esquematiza en la Figura 17. Se inicia con la construcción del dataset (listado de
registros que agrupan los valores de las variables de entrada y las variables de
respuesta), a través de la obtención de datos disponibles en artículos científicos,
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Figura 17: Metodología del estudio

Fuente: construcción propia



relacionados  a  los  estudios  experimentales  del  comportamiento  mecánico  de
concretos  FRC  sometidos  a  tracción  directa  y  la  inclusión  de  algunos  datos
experimentales  del  laboratorio  de  materiales  y  estructuras  de  la  Escuela
Colombiana  de  Ingeniería,  obtenidos  con  anterioridad  al  inicio  del  presente
estudio.

Al mismo tiempo, se definen los tipos de arquitectura de RNA y se diseñan las
mismas de acuerdo a las variables de entrada y variables de salida. Del mismo
modo, se usan tres tipos de arquitectura por variable de salida (dos variables de
salida): capacidad de absorción de energía y alargamiento post-fisuración. Esta
etapa incluye la definición del método de evaluación que permite identificar los
modelos más ajustados.

Una vez diseñadas las RNA y consolidado el  dataset, se entrenan y validan las
RNA para seleccionar seis modelos adecuados (uno por variable de salida por
cada tipo de arquitectura). La selección se hace de acuerdo a los resultados de los
parámetros de evaluación.

Posteriormente, se hace la estimación de variables de salida, ingresando a los
modelos de RNA seleccionandos, un listado de combinaciones de valores para las
variables de entrada. Estas combinaciones contendrán los valores de una matriz
cementícia de altas prestaciones desarrollada en Colombia (Abellán et al., 2020a),
así como fibras accesibles en el mercado nacional. De allí, se obtiene un dataset
que agrupa registros de variables de entrada y resultados de las variables de
salidas estimadas.

En este punto, se asignan los costos de los componentes, se calculan los costes
de cada mezcla y se seleccionan aquellas con mayor probabilidad de éxito bajo
los criterios definidos para sus propiedades mecánicas deseadas: alargamiento
postfisuración superior a 0.3%, capacidad de absorción de energía superior a 50
kJ/m³ y el menor coste posible.

Todas las actividades de procesamiento de datos se trabajan en R, haciendo uso
de  dos  servidores  del  laboratorio  de  sistemas  de  la  Escuela  Colombiana  de
Ingeniería, dos servidores asignados por OSIRIS y tres equipos adicionales de uso
personal. 

4.1 Construcción del conjunto de datos

La consolidación de los datos consiste en la reunión del mayor número posible de
mezclas  de  HPFRCC  y  las  propiedades  mecánicas  observadas  para
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endurecimiento por deformación. Se requiere un número considerable de datos
para garantizar seriedad en el  del  modelo a desarrollar.  El  total  de datos esta
conformado por datos procedentes de diversas publicaciones científicas tabulados
y recopilados para el  proyecto.  En total  se hace referencia a 77 artículos que
aportan  un  total  de  490  observaciones.  El  total  de  observaciones  tienen  una
revisión inicial para seleccionar aquellas que contienen el mínimo de datos según
las variables necesarias para el estudio que se plantea.

La consolidación  del  conjunto  de datos  se  enfoca  en  el  análisis  inicial  de  los
mismos por cada una de las variables de respuesta con el  fin de identificar y
eliminar datos anómalos o atípicos y, de esta manera, obtener el conjunto de datos
definitivo. Por otro lado, la limpieza de datos se realiza por variable de entrada en
relación a cada variable de respuesta de manera independiente,  por  lo que al
finalizar  el  proceso  se  tienen  dos  conjuntos  de  datos  definitivos,  uno  para  el
alargamiento postfisuración y otro para la capacidad de absorción de energía.

Los conjuntos de datos definitivos se dividen, cada uno, en dos partes: 1) Training
set y 2) Test set, con los que se realiza el entrenamiento y validación de las RNA,
respectivamente.

4.2  Arquitecturas de  RNA, entrenamiento, validación y selección
de modelos

El diseño consiste en la esquematización de tres tipos de RNA y en cada una se
definen: 1) número de neuronas de capa de entrada, 2) número de neuronas en la
capa o capas ocultas, 3) la variable de salida o respuesta, 4) la función de pérdida
(loss function), 5) algoritmo de aprendizaje, y 6) función de activación. Los tres
tipos de arquitectura (para cada variable de respuesta de manera independiente)
que se usan en el presente estudio son:

1) Red de una capa oculta Feed Forward (OHLFF)
2) Red de dos capas ocultas Feed Forward (THLFF)
3) Red Deep Feed Forward (DFF)

Se realiza el entrenamiento (usando el  training set) mediante validación cruzada
tipo  K-fold  para  evitar  los  problemas  de  sobreajuste.  Los  resultados  de  esta
primera  parte  permiten  conocer  la  cantidad  adecuada  de  neuronas  por  capa
oculta. Posteriormente, se hace la validación del modelo (usando el test set) y de
esta  manera  se  conocen  los  resultados  definitivos  del  modelo  (uno  por  cada
arquitectura): error, aleatorio de pesos iniciales y número de veces que se requiere
pasar los datos por el modelo de entrenamiento (número de epoch).
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Al final, se selecciona un modelo de RNA para el alargamiento postfisuración y
otro para la capacidad de absorción de energía, que presentan el  menor error
(MAE, RMSE).

4.3 Identificación de máximos y mínimos

Un  dataset construido con todas las posibles combinaciones de los valores que
pueden tomar las variables de entrada para el HPRFCC se ingresa a cada RNA
seleccionada con el fin de procesarlo y estimar los valores de respuesta. En otras
palabras, la predicción del alargamiento postfisuración y capacidad de absorción
de energía. Las variables X (X1 a X10 y X35) correspondientes al  concreto se
toman  de  una  mezcla  previamente  optimizada  con  componentes  colombianos
(Abellán  et  al.,  2020a).  Adicionalmente,  las  combinaciones  de  fibras  para  la
optimización son fibras disponibles en el mercado colombiano

Finalmente, mediante un procedimiento de identificación de valores máximos para
las variable de respuesta con los mínimos valores de coste permite identificar las
mezclas con mayor probabilidad de éxito.
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5. Desarrollo de la metodología, resultados y contribución

5.1 Diseño, entrenamiento y validación de modelos de RNA

5.1.1 Análisis del conjunto de datos de dosificaciones

Para  el  desarrollo  de  los  modelos  de  RNA  se  recolectan  490  datos  de
dosificaciones de UHPFRC y HPFRCC que detallan el comportamiento a tracción
directa de estas. (Es importante resaltar que los estudios científicos consultados
fueron publicados durante los últimos 20 años). Asimismo, la base de datos que se
construye  contempla  dosificaciones  con  uno  o  dos  tipos  de  fibra  (metálica  y
sintética). 

La tabla  Tabla 3 presenta el detalle de las variables que conforman la base de
datos  construidas.  Las  variables  X1  a  X35  representan  cada  uno  de  los
componentes de las dosificaciones y algunas de sus características; mientras que
las variables Y1 y Y2 representan las propiedades mecánicas objeto de estudio:
endurecimiento  por  deformación  (alargamiento  postfisuración)  y  capacidad  de
absorción de energía, respectivamente. Del mismo modo, las características de
los dos tipos de fibra (sea metálica y/o sintética) están definidas en dos grupos de
variables: de X13 a X23 para la fibra 1 y de X24 a X34 para la fibra 2. Existen tres
tipos  de  situaciones,  en  cuanto  a  la  fibra,  que  se  pueden  presentar  en  las
dosificaciones: 1) Incluyen solo un tipo de fibra (identificada en las variables de
fibra 1), 2) Incluyen dos tipos de fibra (identificadas en las variables de fibra 1 y
fibra 2), y 3) dosificaciones que no incluyen fibras.

Tabla 3: Variables incluidas en la base de datos
Variable Descripción Tipo Unidad

X1 Contenido de cemento Numérica kg/m3

X2 Contenido de humo de sílice Numérica kg/m3

X3
Contenido de materiales cementantes (a 
excepción del cemento y la micro sílice)

Numérica kg/m3

X4 Contenido de harina de cuarzo Numérica kg/m3

X5 Contenido de agua Numérica kg/m3

X6 Contenido de superplastificante Numérica kg/m3

X7 Contenido de arena Numérica kg/m3

X8 Contenido de agregado grueso Numérica kg/m3

X9 Tamaño máximo del agregado Numérica µm
X10 Relación en peso de agua/binder1 Numérica NA

1 Binder: conglomerado de materiales cementosos en la mezcla
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X11 Contenido total de fibras Numérica % vol
X12 Factor fibra total (χT) definido como χT = χf1 + χf2 Numérica %
X13 Fibra 1 metálica recta (1=presente, 0=ausente) Dicotómica NA

X14
Fibra 1 metálica acabada en ganchos 
(1=presente, 0=ausente)

Dicotómica NA

X15
Fibra 1 metálica retorcida (1=presente, 
0=ausente)

Dicotómica NA

X16 Fibra 1 polietileno (1=presente, 0=ausente) Dicotómica NA
X17 Fibra 1 polipropileno (1=presente, 0=ausente) Dicotómica NA

X18
Fibra 1 polivinilo de alcohol (1=presente, 
0=ausente)

Dicotómica NA

X19 Resistencia a la tracción fibra 1 Numérica MPa
X20 Longitud de la fibra 1 (lf1) Numérica mm
X21 Diámetro de la fibra 1 (lf1) Numérica mm
X22 Contenido de fibra 1 (Vf1) Numérica % vol
X23 Factor fibra 1 (χf1) definido como χf1 = Vf1 × lf1/df1 Numérica %
X24 Fibra 2 metálica recta (1=presente, 0=ausente) Dicotómica NA

X25
Fibra 2 metálica acabada en ganchos 
(1=presente, 0=ausente)

Dicotómica NA

X26
Fibra 2 metálica retorcida (1=presente, 
0=ausente)

Dicotómica NA

X27 Fibra 2 polietileno (1=presente, 0=ausente) Dicotómica NA
X28 Fibra 2 polipropileno (1=presente, 0=ausente) Dicotómica NA

X29
Fibra 2 polivinilo de alcohol (1=presente, 
0=ausente)

Dicotómica NA

X30 Resistencia a la tracción fibra 2 Numérica MPa
X31 Longitud de la fibra 2 (lf2) Numérica mm
X32 Diámetro de la fibra 2 (lf2) Numérica mm
X33 Contenido de fibra 2 (Vf2) Numérica % vol
X34 Factor fibra 2 (χf2) definido como χf2 = Vf2 × lf2/df2 Numérica %
X35 Resistencia a la compresión del concreto Numérica MPa
Y1 Endurecimiento por deformación (εpc) Numérica %
Y2 Capacidad de absorción de energía (g ) Numérica kJ/m3

Fuente: construcción propia

5.1.1.1 Comportamiento de las variables independientes

Los 490 datos obtenidos, vistos de manera independiente, pueden proporcionar
información de los valores que toman y la distribución que poseen. Las figuras 18,
19,  21,  23 y  24 muestran  gráficamente  la  dispersión  de  los  valores  por  cada
variable y los posibles datos atípicos (señalados como puntos rojos); no obstante,
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la identificación de estos datos debe hacerse al relacionar estas variables frente a
las de respuesta.

El  contenido de cemento está expresado en kilogramos por metro cúbico. Toma
valores entre 211.6 y 1412.9, la media es de 765.7 y la mediana de 791.6. El 75%
de los datos se encuentran entre el valor mínimo y 820. La mayor dispersión de
los  datos  se  observa  para  aquellos  valores  por  debajo  de  la  mediana,  sin
embargo, se evidencian varios posibles puntos atípicos mayores a 820. Se marcan
como datos atípicos aquellos por debajo de 310 y superiores a 1100. La Figura 18
X1 presenta gráficamente los resultados mencionados.

El humo de sílice está expresado en kilogramos por metro cúbico. Los valores
oscilan entre 0 y 701.3. La media de los valores es de 126 y la mediana de 150.
Tres cuartas partes de los datos son menores a 198.7. Esta variable no presenta
una dispersión marcada, aunque, se observan datos posiblemente atípicos que
están por encima de 270. La  Figura 18 X2 presenta gráficamente los resultados
mencionados.

LAsimismo, la cantidad de materiales cementantes se miden (en el conjunto de
datos construido)  en kilogramos por  metro cúbico.  El  valor  mínimo encontrado
para esta variable es de 0 y el valor máximo de 898.7. La media para esta variable
se  calcula  en  225.08  y  una  mediana  de  9.21,  lo  que  evidencia  una  marcada
dispersión de datos pese a que no se registran datos atípicos. El 50% de los datos
están por debajo de 9.24 y un 25% adicional a estos datos están entre 9.24 y
485.9. La Figura 18 X3 presenta gráficamente estos resultados. 

El contenido de harina de cuarzo en las dosificaciones está medido en kilogramo
por metro cúbico. La cantidad mínima en las dosificaciones recolectadas es de 0 y
el valor máximo observado es de 430. La media y mediana de las observaciones
se calculan en 84.09 y 0, respectivamente. El 50% de los datos es cero, por lo que
la dispersión en esta variable se presenta en el 50% de los datos restantes. La
Figura 18 X4 presenta gráficamente estos resultados. 

La cantidad de agua en las dosificaciones recolectadas está medida en kilogramos
por metro cubico. La menor cantidad de agua en las dosificaciones es de 119.4
mientras que la mayor cantidad se observa en 474.4. El promedio de cantidad de
agua para el total de observaciones es de 241.1, mientras que la mediana es de
206. Se evidencia una mayor dispersión de valores en la segunda mitad de los
datos, en los cuales se presentan posibles datos atípicos. El 75% de los datos
toman valores menores a 291.1. La  Figura 18 X5 presenta gráficamente estos
resultados.
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Las dosificaciones presentan una cantidad de superplastificante que varía entre 0
y  127.04  kilogramos  por  metro  cúbico  (ambos  datos  atípicos).  La  media  y  la
mediana de los datos observados se encuentran en 21.850 y 21, respectivamente.
Estos resultados evidencian una baja dispersión de los valores que puede tomar
esta  variable,  adicional  a  lo  anterior,  se  observa  que  el  75% de  los  datos  se
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Figura 18: Comportamiento de las variables X1 a X10 (matriz de concreto).

Fuente: Construcción propia



encuentran entre el valor mínimo y 31.02. Tanto el valor máximo como el mínimo
del  conjunto  de datos  en esta  variable son incoherentes  de acuerdo a lo  que
representan. La Figura 18 X6 presenta gráficamente estos resultados. 

El contenido de arena en las dosificaciones está medido en kilogramo por metro
cúbico, este varia entre 0 y 1512.9. La media de la cantidad de este componente
se observa en 751.1, mientras que la mediana es de 836. El 75% de los datos
están por debajo de 882.6. Se observa una leve concentración de los datos que
adopta esta variable entre la 836 y 882, lo que evidencia una mayor dispersión en
los  valores  menores  a  estos.  Se  observan  posibles  datos  atípicos  en  las
observaciones  con  valores  menores  a  60  y  superiores  a  1100.  Figura  18 X7
presenta gráficamente estos resultados. 

El agregado grueso, otro de los componentes que se incluye como variable en las
dosificaciones recolectadas, se encuentran en su inmensa mayoría sobre cero, es
decir, una amplia proporción de dosificaciones recopiladas no incluyen agregado
grueso, el valor mínimo es de cero y el máximo de 1024. La media de los datos se
calcula en 46.54, mientras que la mediana es 0. La concentración de datos en
cero es tal que cualquier valor diferente a cero es identificado como dato atípico.
La Figura 18 X8 presenta gráficamente estos resultados. 

El tamaño del agregado, medido en micrómetros, toma valores entre 0 y 20.000.
La media de las observaciones se calcula en 1407, mientras que la mediana en
500. Pese al valor de la media, la mayoría de los datos se encuentran distribuidos
entre 0 y 1000 por lo que los datos superiores a este valor podrían considerarse
atípicos. Figura 18 X9 presenta gráficamente estos resultados. 

Finalmente,  la  relación  agua/binder  en  la  mezcla  observada  es  otra  de  las
variables  de  entrada contempladas  en  el  conjunto  de datos.  Este  valor  no  se
presenta con una unidad específica de medida, es una proporción de la cantidad
de agua en la mezcla frente a la cantidad de materiales cementantes. Los valores
que toma esta variable se encuentran entre un mínimo de 0.1105 y un máximo de
0.9088 (Valores por encima de 0.3 no son normales para este tipo de concreto).
No obstante, los datos se encuentran agrupados entre el mínimo y un valor de
0.40. Los valores observados fuera de este rango podrían considerarse atípicos.
Sin embargo, se debe tener en cuenta que esta variable es el  resultado de la
relación de variables ya listadas. La media de estas observaciones se encuentra
en 0.2264 y la mediana en 0.1760. La Figura 18 X10 presenta gráficamente estos
resultados.

En cuanto a las variables que cuantifican el contenido de fibra en la mezcla de
concreto se tienen dos medidas: 1) El total de fibra en porcentaje del volumen total
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de la mezcla y 2) El factor de fibra total. Esta última variable está en función de los
diámetros,  las  longitudes  y  volúmenes  de  las  fibras  que  hacen  parte  de  la
dosificación. 

El volumen total de la fibra se encuentra entre los valores de 0 y 5% (0.05), siendo
más  comunes  aquellas  dosificaciones  con  contenidos  entre  1.5  (0.015)  y  2%
(0.02). La mediana de estos datos es de 2 (0.02) y la media de 1,85 (0.0185). En
la  Figura 19 X11 se identifican como posibles datos anómalos los porcentajes
menores a 1% (0.01) y mayores a 2.7% (0,027).

El factor total de fibra varía entre 0 y 19.625, presentando una media de 2,711 y
mediana de 1,65.  La mayoría de los datos observadores se agrupan entre los
valores 0 y 5, aunque el 75% de los valores son menores o iguales a 2.6. La
Figura 19 X12 presenta posibles datos atípicos para aquellos valores superiores a
5. 

Las variables X13 a X18 incluyen información sobre la existencia de fibra 1 en las
dosificaciones  de  concreto  del  conjunto  de  datos.  Se  trata  de  variables
dicotómicas, por lo que solo toman dos posibles valores: 1 o 0. Debido a esto, no
es  válido  hacer  un  análisis  de  dispersión;  sin  embargo,  estos  datos  permiten
conocer  qué  cantidad  de  dosificaciones  incluyen  cada  tipo  de  fibra.  Las  seis
variables son excluyentes, esto significa que en una dosificación únicamente una
de  ellas  puede  tomar  el  valor  1.  La  Figura  20 muestra  la  cantidad  de
observaciones que contienen cada uno de los tipos de fibra disponibles. Las fibras
metálicas son las de mayor frecuencia en las dosificaciones: la recta está presente
en  161,  la  metálica  retorcida  en  100  y  la  metálica  acabada  en  gancho  está
presente en 60. En el caso de las fibras sintéticas: la de mayor presencia es la de
polietileno  con  74  dosificaciones,  seguida  de  polivinilo  de  alcohol  con  73  y,
finalmente, la fibra de polipropileno es la de menor cantidad con 20. Un total de 11
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Figura 19: Comportamiento de las variables X11 y X12 (contenido total de fibra)

Fuente: Construcción propia



dosificaciones no incluyen fibra. Cabe resaltar que se encontraron 9 con una fibra
que es combinación de polietileno y polipropileno que fueron sumadas a ambos
tipos de fibra con un valor de 0.5. 

Las variables que representan las propiedades de la fibra 1 en las dosificaciones
del concreto, se presentan gráficamente en la  Figura 21. En esta se incluye la
resistencia a la tracción, longitud y diámetro de fibra, contenido de fibra del total
del volumen y el factor de fibra. Los valores que toman estas variables no permiten
rreconocer  datos  atípicos  (aunque  se  reflejen  gráficamente)  debido  a  que  los
valores corresponden a diferentes tipos de materiales y características físicas de
la fibra. Sería necesario separar las variables X19 a X23 por cada tipo de fibra (ver
Figura 20) lo cual no se realiza en el dataset para no aumentar la cantidad de
variables de entrada. No obstante, los datos se analizan a fin de observar el rango
de variabilidad en cada una.

La resistencia a la tracción de la fibra 1, medida en mega pascales, varía entre 0 y
3250, con una media de 2153 y mediana de 2400. El 50% de los valores están
entre 2400 y 3250. El dato mínimo de 0 corresponde a las dosificaciones que no
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Figura 20: Cantidad de dosificaciones con fibra 1. 

* 9 dosificaciones tienen una fibra que es combinación de polietileno y 
polipropileno
Fuente: Construcción propia



incluyen fibra como parte  de sus componentes.  La  Figura 21 X19 presenta  el
comportamiento de los datos de esta variable.

La longitud de la fibra 1, cuantificada en milímetros, tiene valores entre un mínimo
de 0 (esto es que no hay fibra) y un máximo de 62. Los datos presentan una
media y mediana de 20.83 y 18, respectivamente. El 75% de las dosificaciones
presentan fibras con longitud menor o igual  a  30,  esto  significa que existe  un
número menor de fibras con una longitud superior a 30mm. La  Figura 21 X20
presenta el comportamiento de los datos de esta variable.

El diámetro de la fibra 1, medida en milímetros, toma valores entre 0 y 0.8. La
media de los datos se observa en 0.2378 mientras que la mediana es de 0.2. El
75% de los datos se encuentra entre 0 (ausencia de fibra) y 0.3, por lo que la
mayor dispersión de los datos se observa en valores de diámetro superiores a 0.3.
La figura Figura 21 X21 presenta el comportamiento de los datos de esta variable.

El contenido de fibra 1, en porcentaje del volumen total de la mezcla, varía entre 0
y 5% (0.05). No obstante, la mayor concentración de valores del volumen de la
fibra 1 se encuentra entre 0 y 3% (0.03). La media de los datos es de 1,596%
(0.01596), mientras que la mediana es de 1,5% (0.015). La figura Figura 21 X22
presenta el comportamiento de los datos de esta variable.
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Figura 21: Comportamiento de las variables X19 a X23 (detalles de la fibra 1).

Fuente: Construcción propia



Finalizando con esta figura, el factor de fibra 1 está en función de las variables
X20, X21 y X22, la cual toma valores entre 0 y 19.62. La media y mediana se
observan en 2.47 y 1.25, respectivamente. El 75% de los datos se encuentran
entre 0 y 2.4. Aunque, gráficamente se marcan datos atípicos aquellos valores
superiores a 5, estos no se consideran como tal debido a que estos datos son
posibles dadas las diferentes características físicas de cada tipo de fibra. La figura
Figura 21 X23 presenta el comportamiento de los datos de esta variable.

Por otra parte, las variables X24 a X29 contienen la información del tipo de fibra 2
que hacen parte de las dosificaciones de concreto del conjunto de datos, al igual
que las variables X13 a X18, estas solo toman dos posibles valores: 1 o 0. El
análisis  que  se  realiza  permite  conocer  la  cantidad  de  dosificaciones  que
contienen dos tipos de fibra. Las seis variables también son excluyentes, solo una
de ellas puede tomar el valor 1. La Figura 22 presenta gráficamente los datos de
fibra dos en las dosificaciones.

Un total de 128 dosificaciones incluyen dos tipos de fibras, 351 contienen un solo
tipo de fibra (fibra 1) y 11 no contienen fibra (362 “sin fibra 2” en la Figura 22). Las
fibras metálicas son las de mayor frecuencia como fibra 2 en las dosificaciones: la
recta está presente en 57 y la metálica acabada en gancho está presente en 21.
En  el  caso  de  la  metálica  retorcida,  no  aparece  como  fibra  2  en  ninguna
dosificación. Algunas dosificaciones pueden contener el mismo tipo de fibra, pero
con diferentes propiedades físicas (longitud y diámetro). Las fibras sintéticas se
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Figura 22: Cantidad de dosificaciones con fibra 2.

Fuente: Construcción propia



presentan como fibra 2: el polietileno en 34 dosificaciones, el polivinilo de alcohol
en 14 dosificaciones y la fibra de polipropileno en 2 mezclas.

Las propiedades de la fibra 2 en las dosificaciones se presentan gráficamente en
la Figura 23, (resistencia a la tracción, longitud y diámetro de fibra, contenido de
fibra del total del volumen y el factor de fibra). Los resultados para estas variables
están  inclinados  a  cero,  esto  por  el  elevado  número  de  observaciones  que
presentan una sola fibra. En cada variable presentada a continuación, un número
cercano al 75% de los datos toman el valor de 0 (ausencia de fibra 2) por lo que la
mediana también toma el valor de 0.

La resistencia a la tracción de las fibra 2, medida en mega pascales, alcanza un
máximo de 3030. La media se observan en 665.9. Los datos diferentes a cero se
encuentran relativamente dispersos. La Figura 23 X30 presenta el comportamiento
de los datos de esta variable.

La longitud de la  fibra 2,  medida en milímetros,  tiene valor  máximo de 60. La
media de los datos se calcula en 4.15. El 25% de los datos es menor a 30, por lo
que en la gráfica los valores superiores a 30 los marca como atípicos. La Figura
23 X31 presenta el comportamiento de los datos de esta variable.
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Figura 23: Comportamiento de las variables X30 a X34 (detalles de la fibra 2)

Fuente: construcción propia.



El diámetro de la fibra 2, expresada en milímetros, alcanza un máximo de 0.75. La
media  de los  datos  se  observa en 0.045.  Para  esta  variable  aquellos  valores
superiores a la media se marcan como atípicos, sin embargo, esto obedece a que
la mayoría de las fibras 2 son sintéticas, las cuales presentan un diámetro mucho
menor que las metálicas. Los diámetros marcados como atípicos corresponden a
datos de fibras metálicas. La  Figura 23 X32 presenta el comportamiento de los
datos de esta variable.

El porcentaje de contenido de fibra 2 (del volumen total de la mezcla) tiene un
máximo de 2.5% (0.025). Pese a que gráficamente se marcan datos atípicos en
volúmenes iguales  o superiores  al  0.5% (0.005),  los  mismos son posibles.  La
media  de  los  datos  es  de  0.26%  (0.002599).  La  Figura  23 X33  presenta  el
comportamiento de los datos de esta variable.

EEl factor de fibra 2 está en función de las variables X31, X32 y X33. Toma un
máximo de 5.80 con una media de 0.2189. Los datos están concentrados cerca a
cero, aunque existen datos superiores a 0.025 que gráficamente se marcan como
atípicos.  Empero,  como  estos  valores  dependen  de  los  que  toman  otras  tres
variables,  los  valores  observados  son  posibles.  La  Figura  23 X34  presenta  el
comportamiento de los datos de esta variable.

Finalmente, la última de las variables que hace parte del conjunto de datos es la
resistencia a la compresión (X35) del concreto, medida en mega pascales. Hace
referencia  a  una  de  las  propiedades  mecánicas  del  concreto,  esto  es,  el
comportamiento del concreto bajo fuerza de presión. Sus valores están entre un
mínimo de 23.9 y un máximo de 230. La media y la mediana se calculan en 135.25
y  135  respectivamente,  lo  que  implica  que  los  datos  tienen  una  dispersión
relativamente uniforme. La mayoría de los valores se concentran entre los 120 y
160 (una proporción no menor al 75% de los datos). Gráficamente se observan
posibles datos atípicos como aquellos que están por debajo de 120 y por encima
de 160. La Figura 24 presenta el comportamiento de los datos de esta variable.

Mediante el análisis realizado a cada una de las variables se podrían identificar las
posibles observaciones a excluir del conjunto de datos dada la presencia de datos
atípicos. Cabe resaltar que la identificación de un dato atípico en una variable
genera la supresión de la observación completa (las 37 variables). No obstante, es
necesario comparar los datos en cada variable frente a las variables de respuesta,
con el fin de observar con mayor detalle el comportamiento de los datos, pues no
es posible identificar datos atípicos o anómalos sin verificar la relación de estos
datos con las variables de respuesta. En el presente estudio, ambas variables de
respuesta se evalúan independiente la una de la otra, por esto, se generan dos
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conjuntos de datos, uno para cada variable de respuesta (con la exclusión de los
datos anómalos), los cuales difieren según la cantidad de observaciones atípicas
que se  excluyen.  Es decir,  es  posible  que existan  observaciones que resulten
identificadas como datos atípicos para la variable Y1 y no para Y2 y viceversa.

5.1.1.2 Comportamiento de las variables dependientes

Las variables de respuesta toman valores que se observan dispersos. En el caso
de Y1 los valores están entre el 0 y el 13,55% de alargamiento postfisuración. Sin
embargo, el 80% de los datos se encuentran entre el 0 y 1.54%, registrando una
media  de  1.27%  y  mediana  de  0.493%.  Para  la  variable  Y2,  los  valores  se
distribuyen entre 0 y 1278.13 kJ/m³, pero el 80% se encuentran en un intervalo de
0 y 95.73 kJ/m³, con una media de 87.12 kJ/m³ y mediana de 33.53 kJ/m³.

Las  figuras  25 y  26 muestran  la  situación  de  las  variables  de  respuesta
anteriormente descrita, en ambos casos se observan valores considerablemente
alejados  de  la  concentración  principal  de  los  datos.  Esta  situación  afecta  los
resultados que pueda generar una RNA, por lo cual, es necesario hacer revisión
de los datos a fin de identificar datos anómalos que pueden haberse generado en
el proceso de tabulación de los datos de la literatura científica.

La dispersión de las variables de respuesta se puede cuantificar con la desviación
estándar, la cual se calcula en 2,124 puntos porcentuales para Y1 y 177,544 kJ/m³
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Figura 24: Comportamiento de las variables X35 (resistencia a la compresión del 
concreto)

Fuente: construcción propia



para Y2. Dada esta situación, se hace necesaria la revisión de las observaciones
de las variables de respuesta frente a las variables independientes (X1 a X35). Es
posible que el conjunto de observaciones contenga datos anómalos, por lo cual es
pertinente  depurar  los  datos  con el  fin  de  reducir  su  varianza.  Así,  realizar  el
entrenamiento de un modelo de RNA con la varianza actual de los datos puede
conducir  a  obtener  modelos  con  resultados  de  error  bastante  altos  y  la
sobreoptimización del mismo orientado a al ajuste a los datos atípicos, situación
que  generaría  un  modelo  inadecuado  para  predicción  de  las  propiedades
mecánicas para nuevas dosificaciones.

Al  analizar  el  comportamiento  de  las  variables  de  entrada  (o  independientes)
frente a las dos variables de respuesta se observa diferencias en la dispersión de
los datos y la posible influencia de los valores que toman frente a los resultados de
Y1 y Y2. El análisis que se realiza presenta información importante para un ajuste
de la base de datos con la eliminación de datos anómalos.
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Figura 25: Distribución de los datos variable de respuesta Y1. Endurecimiento por 
deformación

Fuente: Construcción propia



5.1.1.3  Comportamiento  de  las  variables  independientes  frente  al
alargamiento post-fisuración (Y1)  y  la  capacidad de absorción de energía
(Y2)

Para las variables X1 a X12, que comprenden los componentes de la matriz de
concreto y el contenido total de fibra, el comportamiento de la dispersión de los
datos respecto a la variable de respuesta Y1 y Y2 se muestra en las figuras 27 y
28, respectivamente. La variable X se presenta en el eje vertical y la variable Y en
el eje horizontal para mejorar la visualización de los datos. La elipse delimita los
datos anómalos (aquellos puntos fuera de la elipse). En algunas variables se ve
una considerable  cantidad de datos  con esta  característica.  A continuación  se
describe el detalle de los resultados del análisis mencionado para cada una de las
variables.

Contenido  de  cemento  (X1):  presenta  valores  altos  en  Y1  y  Y2  cuando  su
contenido está entre 500 y 750 kg/m³. Los límites de la elipse que encierra los
datos de menos dispersos están entre 200 y 1300 kg/m³ para el caso de Y1 y
entre 50 y 1300 kg/m³ para Y2. En lo relacionado a los valores de respuesta, en
Y1 los límites están entre 0 y 1.8% (aproximadamente), mientras que para Y2 los
límites se marcan entre 0 y 180 kJ/m3. Alrededor del contenido de 800 kg/m³ se
encuentra la mayor concentración de observaciones.
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Figura 26: Distribución de los datos variable de respuesta Y2. Capacidad de 
absorción de energía

Fuente: construcción propia



Contenido de humo de sílice (X2): los valores más altos para Y1 y Y2 se observan
en contenidos entre 0 y 175 kg/m³. No obstante, alrededor de este último valor se
presentan  los  valores  más  altos  en  ambas  variables  de  respuesta.  La  elipse
encierra valores entre 0 y 400 kg/m³ para X2, en el caso de Y1 los limites son 0 y
2% y de 0 y 180 kJ/m3 para Y2.

Contenido de materiales  cementantes  (X3):  el  alargamiento  postfisuración  y  la
capacidad  de  absorción  de  energía  tienden  a  ser  mayores  a  medida  que  el
contenido de los materiales cementantes aumentan. Sin embargo, presenta una
leve concentración de datos para X3=0 que toma valores relativamente altos para
Y1.  La  elipse  agrupa  datos  con  valores  para  X1  entre  0  y  780  kg/m³
(aproximadamente) frente a Y1 y entre 0 y 600 kg/m³ para Y2. Los limites de las
variables  de  respuesta  se  observan  entre  0  y  3%  aproximadamente  para  la
variable Y1 y entre 0 y 180 kJ/m³ para Y2.

Contenido de harina de cuarzo (X4): en las observaciones que toman el valor de 0
kg/m³, se presentan los mayores valores de Y1 y Y2, no obstante, muchos se
marcan como posibles datos atípicos ya que están por fuera de la elipse (entre 0 y
2.5% para Y1 y entre 0 y 180 kJ/m³ para Y2). La elipse encierra valores entre 0 y
200 kg/m³ para X4 frente a la variable Y1 y entre 0 y 420 kg/m³ frente a Y2.

Cantidad de agua (X5):  la  mayor  cantidad de observaciones se agrupan entre
valores de 150 y 320 kg/m³, los cuales se relacionan a valores de Y1 menores a
1,8% y con valores que alcanzan hasta los 1300 kJ/m³ para Y2. No existe una
tendencia marcada para determinar el comportamiento de los valores altos de Y1
y Y2. Los valores dentro de la elipse en X5 se limitan entre 0 y 400 kg/m³ frente a
Y1 y entre 0 y 450 kg/m³ para Y2. En el caso de los límites de las variables de
respuesta  estos  se  observan  entre  0  y  1,8% para  Y1  y  entre  0  y  160  kJ/m³
(aproximadamente) para Y2.

Cantidad de superplastificante (X6): se observan valores altos para Y1 cuando X6
toma valores entre 0 y 45 kg/m³ y valores altos en Y2 cuando X6 se ubica en un
rango entre 0 y 25 kg/m³. Los valores superiores a 2% en Y1 y superiores a 200
kJ/m³ en Y2, se marcan como posibles datos atípicos. La elipse encierra datos que
toman valores entre 0 y 75 kg/m³ para el caso de X6.

Contenido  de  arena  (X7):  los  valores  cercanos  a  los  500  kg/m³  tienen  como
respuesta  un  mayor  alargamiento  postfisuración  y  capacidad  de  absorción  de
energía. Los valores en Y1 superiores a 1.8% y en Y2 superiores a 180 kJ/m³ se
marcan como posibles observaciones atípicas. Frente a los valores que toma X7
se observan valores  de 0 que también se  marcan como posibles  atípicos.  La
elipse encierra datos con valores de 0 a 1.8% para Y1, de 250 a 180 kJ/m³ para
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Y2 y de 250 (aproximadamente) a 1300 kg/m³ (aproximadamente) en contenido de
arena.
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Figura 27: Variables X de la matriz de concreto frente frente a Y1

Fuente: construcción propia



Contenido de agregado grueso (X8): dado que toma el valor de cero para una
amplia mayoría de las dosificaciones, no es posible delimitar los datos atípicos
mediante la elipse. No obstante, en las gráficas se observa que en X8 los valores
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Figura 28: Variables X de la matriz de concreto frente frente a Y2

Fuente: construcción propia



diferentes a cero podrían tomarse atípicos. Adicionalmente, para el valor de 0 en
X8, Y1 puede tomar cualquier valor entre 0 y 13.55%, de igual forma, Y2 puede
tomar cualquier valor entre 0 y 1300 kJ/m³.

Tamaño del agregado (X9): los valores cercanos a cero están relacionados a las
respuestas más altas tanto en Y1 como en Y2. La mayor cantidad de datos en X9
toman valores en Y1 menores a 2% y menores a 180 kJ/m³ en Y2 (ambos valores
marcados como límite superior en las elipses de cada variable). En X9 el límite de
la elipse está en 1200 micrómetros aproximadamente.

Relación agua/binder (X10): la concentración de valores en X10 está entre 0.1 y
0.45,  aunque  los  valores  más  altos  para  el  alargamiento  postfisuración  se
observan en una relación agua/binder entre 0.1 y 0.2, mientras que los valores
más altos en Y2 pueden darse también para valores 0.3 en esta relación. El límite
de la elipse para Y1 es de 2%, en Y2 es de 180 kJ/m³ y para X9 el límite es 0.4.

Volumen total de fibra (X11): los valores más altos de Y1 y Y2, en relación con el
volumen total de la fibra, están ubicados para contenidos del 1 y 2%, siendo este
último el valor de respuestas más tanto en Y1 como en Y2. Los límites de la elipse
para la variable X11 se fijan en 0.5 y 3.5%. Para Y1 el limite es cercano al 2% y
para Y2 el límite es 180 kJ/m³.

Factor fibra total (X12): la variable se relaciona a valores de respuesta altos en Y1
y Y2 cuando X12 está por encima de 10, esto es, alargamiento postfisuración
superior a 7,5% y capacidad de absorción de energía superior a 600 kJ/m³. Se
observan valores de Y1 entre 5 y 7,5% y valores de Y2 entre 200 y 400 kJ/m³
cuando X12 está alrededor de 6 y 10 (aproximadamente). La mayor concentración
de  observaciones  de  X12  (menores  a  5)  presentan,  con  mayor  frecuencia,
respuestas en Y1 menores al 2% y en Y2 menores a 200 kJ/m³. Sin embargo,
también se observan valores de factor total de fibra cercanos a cero que superan
dichos valores. 0 y 5 son los límites dibujados para X12 en la elipse.

Las variables X13 a X18 y X24 a X29 incluyen la información de los tipos de fibra
contenidos en las  mezclas  de concreto.  La  relación  de estas  variables  con el
alargamiento postfisuración y la capacidad de absorción de energía se observan
en las figuras 29 y 30. 

En general, los valores altos en Y1 y Y2 se dan para dosificaciones con una sola
fibra. Para el caso de las mezclas con dos fibras, Y1 toma valores menores a 2,5%
con la salvedad de cinco observaciones. En el caso de Y2 las dosificaciones de
dos fibras no presentan capacidad de absorción de energía superior a 250 kJ/m³.
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Al revisar por tipo de fibra (ver Figura 30) se observa con claridad que los valores
más  altos  de  Y1  y  Y2  se  dan  para  las  mezclas  que  contienen  únicamente
polietileno  (X16).  Todos  los  resultados  por  encima  del  5%  en  alargamiento
postfisuración  se  dan  para  mezclas  con  esta  fibra  sintética.  En  el  caso  de  la
capacidad  de  absorción  de  energía  los  resultados  por  encima  de  500  kJ/m³
también se dan para las dosificaciones con fibra de polietileno, aunque se observa
un  dato  un  poco  por  encima  de  500  kJ/m³  que  corresponde  a  fibra  metálica
retorcida.

En el caso de las mezclas con dos fibras, la combinación de fibra metálica recta y
polietileno (X13+X27 o X16+X24) genera los valores más altos en Y1 (entre 1,5 y
4,9%), aunque no al mismo nivel que alcanza el polietileno individualmente. En el
caso de Y2,  no  se  observa  una diferencia  significativa  para  algún tipo  de  las
combinaciones de fibra.

La  fibra  metálica  en  dosificaciones  de  una  sola  fibra  presenta  resultados
relativamente bajos (comparados con la sintética). El mayor valor de Y1 observado
alcanza  1,24% para  la  fibra  acabada  en  gancho,  no  obstante,  no  se  observa
diferencia marcada entre los tres tipos de fibras metálicas. Frente a Y2 tampoco se
marcan diferencias resaltables, aunque se marcan tres observaciones con fibra
retorcida que están por encima de la agrupación de las demás respuestas en esta
variable.

Las  mezclas  con  polipropileno  (X17)  presentan  los  valores  más  bajos  de  Y1
cuando se trata de fibra sintética,  siendo el  mayor valor observado de 0.83%.
Frente a Y2, esta fibra generalmente tiene 0 kJ/m³ como respuesta. Es de aclarar
que  el  conjunto  de  datos  solo  incluye  once  observaciones  con  estas
características.  Para  el  polivinilo  de  alcohol  (X18)  los  resultados  para  Y1  se
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Figura 29: Comportamiento de Y1 y Y2 según la cantidad de fibras incluidas en la 
mezcla

Fuente: construcción propia



encuentran entre 0 y 4.88%. De 69 observaciones con esta única fibra, 46 están
por encima del 1%. Para Y2 las respuestas están entre 0 y 200 kJ/m³.

Los resultados mencionados presentan una idea preliminar del comportamiento de
Y1 y  Y2  según  la  clase  de  fibra  que  incluye  la  dosificación,  pese  a  esto,  es
pertinente tener en cuenta que el volumen de la fibra, así como el factor de la fibra
tienen una relación directa con los resultados expuestos.

Adicional a las variables sobre fibras que se acaban de describir, las variables X19
a X23 y X30 a X34,  que representan las propiedades de las fibras 1 y  2,  se
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Figura 30: Comportamiento de Y1 y Y2 según las combinaciones de fibra en cada 
dosificación.

H: fibra metálica acabada en gancho, PE: Fibra sintética de polietileno, PP: fibra 
sintética de polipropileno, PVA: fibra sintética de polivinilo de alcohol, S: fibra 
metálica recta, T: fibra metálica retorcida.
Fuente: construcción propia



observan en relación a la respuesta en Y1 en las figuras 31 y 33, y para Y2 en las
figuras 32 y 34.

Resistencia a la tracción fibra 1 (X19): la concentración de valores está alrededor
de los 2400 y 2900 MPa, observándose en este mismo rango los valores más
altos que toma Y1 y Y2. Los límites en la elipse para X19 son 500 y 4000 MPa, en
Y1 el límite superior es de 2% y en Y2 de 180 kJ/m³.

Longitud de la fibra 1 (X20): se observa una mayor concentración de valores en 17
mm (aproximadamente). Los valores más elevados de Y1 se registran cuando X20
esta alrededor de 20 mm, lo mismo ocurre para Y2. El limite de los datos en la
elipse para X20 se observan en 0 y 50 mm, para el  caso de Y1 en 0 y 2.5%
aproximadamente, en Y2 los limites son 0 y 180 kJ/m³.

Diámetro de la fibra 1 (X21): Se observan agrupación de datos para valores de
diámetro  muy cercanos a 0 (aunque no toman valor  de cero a menos que la
dosificación  no  contenga  fibra),  0.2,  0.25  y  0.3  mm.  Los  valores  más  altos
observados en Y1 y Y2 se encuentran en diámetros que tienen medidas cercanas
a  0  mm.  Los  límites  del  diámetro  de  fibra  están  en  0  y  0.69  mm
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Figura 31: Variables (X19 a X23) de las propiedades de la fibra 1 frente a Y1 

Fuente: construcción propia



(aproximadamente), en Y1 se marcan en 0 y 2%, para el caso de Y2 se observan
en 0 y 180 kJ/m³.

Contenido de fibra 1 (X22): El alargamiento postfisuración toma los valores más
altos cuando el contenido (en volumen) de fibra 1 es del 1 y el 2%. En el caso de
la capacidad de absorción de energía, los valores altos están mas inclinados para
contenidos de fibra 1 del 2%. Los límites de la elipse son de 0 y 3% en X22, de 0 y
2% para Y1 y 0 y 180 kJ/m³ para Y2.

Factor de fibra 1 (X23): esta variable se encuentra en función de X20, X21 y X22.
La mayoría de los datos están en valores de 0 a 2.5, se observan algunos datos
con valores superiores a 5 que se relacionan a los datos mas altos tanto en Y1
como en Y2. Los datos de X23 por debajo de 5 alcanzan valores en Y1 que no
superan el 5% mientras que en Y2 solo unos pocos superan los 200 kJ/m³. Los
limites de X23 en la elipse se observan en 0 y 4.5 (aproximadamente), 0 y 1.8%
para Y1 y 0 y 180 kJ/m³ en Y2.

Las variables X30 a X34 presentan una similitud en relación a la mayor cantidad
de valores ubicados en 0, esto obedece a la proporción de observaciones que
incluyen un solo tipo de fibra. Estos mismos valores de cero, presentan en casi
todos los casos, los valores más altos de Y1 y Y2.
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Figura 32: Variables (X19 a X23) de las propiedades de la fibra 1 frente a Y2

Fuente: construcción propia



Resistencia a la tracción de la fibra 2 (X30): las observaciones con dos tipos de
fibras presentan la fibra 2 con resistencias cercanas a los 2500 MPa, respuestas
en Y1 de máximo 5% y 200 kJ/m³ en Y2. Para el caso de los límites de X30 en la
elipse se observa que todos los datos están incluidos en la  elipse,  un 2% se
muestra como el límite superior de Y1 y 180 kJ/m³ para Y2.

Longitud de la  fibra 2 (X31):  se observa una agrupación de datos cuando los
valores de X31 están entre 15 y 20 mm, este último valor presentado como límite
(en la elipse). Los datos en esta agrupación alcanzan valores en Y1 por encima de
2% (límite en la elipse para Y1) y 200 kJ/m³ como valor máximo (y límite de elipse
en 180 kJ/m³)

Diámetro de la fibra 2 (X32): la mayoría de las fibras 2 toman valores de diámetro
muy cercanos a cero, para los cuales también se presentan los valores de Y1
entre el 1 y 2% (unos pocos por encima de estos valores), y entre 0 y 200 kJ/m³
para Y2. X32 toma valores también por encima de 0.2 mm que se observan fuera
del limite de la elipse y que son una cantidad considerable si se tiene en cuenta el
número de observaciones con 2 fibras. Y1 tiene límite en 2% y Y2 en 180 kJ/m³.
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Figura 33: Variables (X30 a X34) de las propiedades de la fibra 2 frente a Y1 

Fuente: construcción propia



Contenido de fibra 2 (X33): la fibra 2 aparece en contenidos del 0.5, 1, 1.5 y 2%,
aunque con mayor  frecuencia  en  valores  menores al  1%.  Son muy pocas las
observaciones con contenido de fibra 2 que están entre 0.5 y 1.5% que relacionan
valores de Y1 por encima al 2% mientras que en Y2 no se superan los 200 kJ/m³
(excepto en una observación). El valor más alto para Y1 y Y2 se observa cuando
X33 es 1.5%. El límite en la elipse para X33 es de 1%, en Y1 vuelve a ser de 2% y
en Y2 de 180 kJ/m³.

Factor de fibra 2 (X34): esta variable está en función de X31, X32 y X33. Un valor
de 0.8 se observa como límite en X, 2% se presenta como límite para Y1 y 180 kJ/
m³  en  Y2.  Existe  una  cantidad  relativamente  importante  de  observaciones
alrededor de 1.5, pero no alcanza valores altos para Y1 o Y2. 

Resistencia  a  la  compresión  del  concreto  (X35):  la  mayor  concentración  de
observaciones en X35, que está entre 130 y 200 MPa, no presenta valores altos
en  las  variables  de  respuesta,  las  cuales  se  observan  para  resistencias  a  la
compresión menores a 130 MPa En el caso de Y1, pareciera existir una relación
inversamente proporcional, es decir, a mayor resistencia a la compresión, menor
alargamiento  postfisuración.  Para  la  capacidad  de  absorción  de  energía,  los
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Figura 34: Variables (X30 a X34) de las propiedades de la fibra 2 frente a Y2

Fuente: construcción propia



resultados mayores podrían obtenerse para observaciones que presentan datos
en  X35  mayores  a  30Mpa y  menores  a  130Mpa.  Los  límites  de  la  elipse  en
resistencia a la compresión son de 30 a 250 MPa (aproximadamente). Para Y1 los
límites  serían 0  y  2%,  mientras  que para  Y2 de 0  y  180 kJ/m³.  La  Figura 35
muestra gráficamente esta descripción.

Las  dosificaciones  recolectadas  evidencian  un  buen  comportamiento,  en  la
respuesta de alargamiento postfisuración y capacidad de absorción de energía,
cuando contienen un solo tipo de fibra, no obstante, es de tener en cuenta que la
proporción de observaciones con dos tipos de fibras es mucho menor a las de una
sola fibra. Esto podría limitar el análisis que se realice para observaciones con dos
fibras.

De igual  forma ocurre con las observaciones que incluyen fibras sintéticas,  se
limita  su análisis,  aunque con los  datos disponibles  se alcanza a observar  un
mejor desempeño, en las propiedades mecánicas del  concreto, cuando incluye
fibras sintéticas.

Dadas las características de los datos disponibles,  el  análisis realizado parece
identificar  observaciones  con  respuestas  en  Y1  superiores  a  2%  y  en  Y2
superiores a 180 kJ/m³ como posibles datos atípicos. Esta no es una conclusión
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Figura 35: Resistencia a la compresión del concreto (X35) frente a Y1 y Y2

Fuente: construcción propia



que pueda tomarse como definitiva, la literatura científica presenta resultados con
alargamiento postfisuración superiores al 2% y capacidad de absorción de energía
superior a 180 kJ/m³. 

El  comportamiento  observado  en  el  conjunto  de  datos  presenta  estas
características  porque  en  las  observaciones  existe  una  mayor  proporción  de
dosificaciones que mencionan fibras metálicas y no sintéticas,  esto  porque las
primeras son más comunes en la literatura científica.

5.1.2.  Limpieza  del  conjunto  de  datos  y  consolidación  de  observaciones
definitivas.

Haciendo uso de R, con la librería Mixtools, se identifican los datos anómalos en
cada variable X de manera independiente para cada variable de respuesta, es
decir, se obtiene un conjunto de datos para Y1 y otro para Y2. Para la variable Y1
el conjunto de datos definitivo tiene un total de 251 observaciones. Esta variable
de respuesta toma valores entre 0 y 1,02%. Los datos iniciales variaban entre 0 y
13.55%.  Mientras  que  en  la  variable  Y2  el  conjunto  de  datos  final  tiene  245
observaciones, el valor mínimo y máximo en esta variable es de 0 y 91.93 kJ/m³,
respectivamente.  Los  datos  iniciales  variaban  entre  0  y  278.13  kJ/m³.La
distribución de los conjuntos de datos definitivos se muestra en los histogramas de
la Figura 36.
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Figura 36: Distribución de las variables Y1 y Y2 posterior a la limpieza de datos.

Fuente: construcción propia



5.1.2.1 Conjuntos de datos definitivos para alargamiento post-fisuración (Y1)
y capacidad de absorción de energía (Y2)

Frente a la distribución de los datos sin limpieza se observa notoriamente una
reducción de la dispersión de los datos, iniciando por el valor mínimo y máximo de
cada variable X hasta los límites definidos en la elipse dibujada.

En la mayoría de los casos, las observaciones se encuentran dentro de la elipse o,
al  menos,  un número muy reducido de datos están fuera de ellas.  Es posible
continuar con la limpieza de datos y mejorar los resultados en cada variable. No
obstante, esto implica seguir reduciendo la cantidad de observaciones disponibles
para entrenamiento y prueba de los modelos de redes neuronales,  lo cual,  es
contraproducente para los intereses del presente estudio.

Se resalta que la variable X8 presenta todas sus observaciones en cero, por lo
que la misma se excluye del conjunto de datos, lo que significa que se pasa de un
dataset de 35 a 34 variables independientes.

La Figura 37 deja ver el comportamiento de las primeras doce variables frente a
Y1, que presentan los componentes de la matriz de concreto y el total de fibra que
se  le  incluye.  X1  y  X2  son  las  variables  que  presentan  mayor  cantidad  de
observaciones por fuera de los límites que establece la elipse. Las variables X3,
X7, X10 y X12 presentan una menor cantidad de observaciones fuera de la elipse.

Con  respeto  a  Y2,  la  Figura  38 presenta  el  comportamiento  de  estas  doce
variables (X1 a X12). En X2 se marca una mayor cantidad de observaciones por
fuera de los límites de la elipse. Para X8 se presenta con todas las observaciones
en cero y variables como X3, X7, X9, X10 y X12 evidencian algunos datos por
fuera de los límites de la elipse.
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Figura 37: Variables X de la matriz de concreto frente frente a Y1 posterior a la 
limpieza de datos

Fuente: construcción propia
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Figura 38: Variables X de la matriz de concreto frente frente a Y2 posterior a la 
limpieza de datos

Fuente: construcción propia



Al revisar  los conjuntos de datos frente a la  cantidad de observaciones por  el
número de fibras, se encuentra que ambos conjuntos contienen 8 observaciones
sin fibra, Y1 tiene 167 observaciones con una fibra, mientras que Y2 tiene 164.
Para el caso de observaciones con dos fibras, Y1 reúne 76 con esta característica,
mientras que Y2 presenta 73. 

Los resultados de la  Figura 39 comparados con los exhibidos en la  Figura 29
permiten ver con mayor claridad el resultado de la limpieza de datos realizada.
Ambas variables de respuesta reducen considerablemente el rango de valores que
puede tomar.  La  reducción  de la  cantidad de observaciones que incluye cada
conjunto  de  datos  también  deja  ver  con  claridad  una  menor  dispersión  y
“homogeneidad” entre los resultados de observaciones según la cantidad de fibras
en cada dosificación.
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Figura 39: Comportamiento de Y1 y Y2 según cantidad de fibras posterior a la 
limpieza de datos

Fuente: construcción propia



Así,  el  comportamiento  frente  a  las  combinaciones  de  fibra  es  ligeramente
diferente en los conjuntos de datos obtenidos posterior a la limpieza. La Figura 40
presenta los detalles de las dosificaciones de los conjuntos de datos definitivos. Al
compararlos con los descritos en la Figura 30 dejan ver que la limpieza suprimió
las dosificaciones en los que la fibra de polietileno resaltaba con los valores de
respuesta más altos tanto en Y1 como en Y2.
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Figura 40: Comportamiento de Y1 y Y2 según combinaciones de fibra posterior a 
la limpieza de datos.

H: fibra metálica acabada en gancho, PE: Fibra sintética de polietileno, PP: fibra 
sintética de polipropileno, PVA: fibra sintética de polivinilo de alcohol, S: fibra 
metálica recta, T: fibra metálica retorcida.
Fuente: construcción propia



En general,  se podría decir  que las fibras sintéticas pierden “protagonismo” en
función  de  las  respuestas  en  Y1  y  Y2.  En  el  alargamiento  postfisuración  se
observa una leve participación en los valores más altos (superiores a 0.75%) de
dosificaciones  con  polipropileno  y  polietileno,  aunque  es  mayor  el  número  de
observaciones con fibra metálica.

En la capacidad de absorción de energía, en los valores de respuesta más altos
(mayores a 75 kJ/m³) solo una de las dosificaciones incluye polietileno. Las demás
dosificaciones observadas se relacionan a fibras metálicas.

Aunque los límites definidos como objetivos, para cada variable de respuesta en el
presente  estudio,  son  inferiores  a  los  mencionados  en  el  anterior  análisis,  el
resultado  observado  podría  orientar  los  resultados  de  los  modelos  de  RNA a
dosificaciones que incluyan fibras metálicas. Sin embargo, es de aclarar que esta
conclusión obedece a una percepción visual que ofrecen las graficas presentadas.

Por otra parte, frente a las variables independientes X19 a X23, que describen las
propiedades de la fibra 1 en cada dosificación, el detalle de los datos frente a las
variables  de  respuesta  Y1  y  Y2,  se  observan  en  las  figuras  41 y  42,
respectivamente.

85

Figura 41: Variables (X19 a X23) propiedades fibra 1 frente a Y1  posterior a 
limpieza de datos

Fuente: construcción propia



En el caso de X21 si se observa una diferencia entre Y1 y Y2, presentando para
Y1 una mayor cantidad de datos por fuera de elipse. En todo caso, es evidente la
reducción en la dispersión de los datos si se compara con el comportamiento de
los datos iniciales.

Las propiedades de la  fibra  2,  que se  presentan en las  variables X30 a X34,
también presentan similitud al cruzar con los resultados de respuesta en Y1 y Y2.
Tal como se mencionó, para las variables X19 a X23, en este caso también se
observa  un  comportamiento  similar  en  ambas  variables  de  respuesta.  X30
presenta prácticamente todos sus datos dentro de la elipse. Las demás variables
(X31 a X34) presentan una pequeña cantidad de datos por fuera de los límites que
marcan las elipses.  Las figuras  43 y  44 presentan gráficamente los resultados
descritos para Y1 y Y2, respectivamente.

El detalle de los datos se observa similar tanto para Y1 como para Y2. Los datos
se encuentran dentro de las elipses que demarcan los límites de posibles datos
anómalos con algunas pocas excepciones.
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Figura 42: Variables (X19 a X23) propiedades fibra 1 frente a Y2  posterior a 
limpieza de datos

Fuente: construcción propia
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Figura 44: Variables (X30 a X34). Propiedades fibra 2 frente a Y2 posterior a la 
limpieza de datos

Fuente: construcción propia

Figura 43: Variables (X30 a X34) propiedades fibra 2 frente a Y1 posterior a 
limpieza de datos

Fuente: construcción propia



Frente a la última variable independiente, la resistencia a la compresión (X35), no
se observan datos por fuera de las elipses que limitan los posibles datos anómalos
tanto en Y1 como en Y2. La Figura 45 muestra gráficamente estos resultados.

En concordancia, la limpieza de los datos reduce la varianza de estos y el sesgo
respecto a las respuesta que se puedan obtener  frente a la  predicción de los
modelos de RNA. No obstante, el costo de la limpieza es considerable si se tiene
en cuenta que para Y1 se suprimen un total de 239 dosificaciones, mientras que
para Y2 el valor de observaciones que se suprimen fue mayor, alcanzando 245
dosificaciones, esto es un 50% del total de datos iniciales.

Estos resultados evidencian deficiencias en la recolección de datos, además de la
poca  disponibilidad  de  datos  en  publicaciones  científicas  relacionados  al
endurecimiento  por  deformación  y  la  capacidad  de  absorción  de  energía  del
HPFRCC y UHPFRC, especialmente en el uso de fibras sintéticas. Esta situación
se describe como una limitación en el presente estudio. Esta situación se describe
como una limitación en el presente estudio. Adicionalmente, no fue posible tener
disponibles el total de datos experimentales que se esperaban del Laboratorio de
Materiales debido a la suspensión de ensayos dada la situación de salud pública
anteriormente mencionada.

A fin de garantizar la independencia de las variables que representan las fibras (1
y  2)  y  restar  posibles  efectos  matemáticos  de  la  ordenación  de  estas  en  las
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Figura 45: Resistencia a la compresión concreto (X35) frente Y1 y Y2 posterior a 
limpieza de datos

Fuente: construcción propia



mezclas, la base de datos considerada se duplica, permutando la ordenación de la
fibra. Por lo tanto, el número total de observaciones que conforman el conjunto de
datos es de 502 para la variable Y1 y 490 para Y2. Con esto se busca eliminar
situaciones de suboptimización al no “mencionar” en los datos que los resultados
son independientes del orden de las fibras en el arreglo de observaciones.

Por último, todas las variables de entrada son normalizadas a escala lineal con
mínimo 0 y máximo 1, siguiendo la ecuación 5. Las variables de salida no se
normalizaron a fin de facilitar la interpretación de los resultados del entrenamiento
de las RNA. Adicionalmente, la limpieza de datos reduce considerablemente la
dispersión de las variables de respuesta, situación que hace posible hacer uso de
estos datos sin normalizar.

5.1.3  Modelos  de  RNA para  predicción  del  alargamiento  post-
fisuración y la capacidad de absorción de energía del HPFRCC

Los  modelos  de  RNA  fueron  programados  en  R  (4.0)  usando  las  librerías
Tensorflow (2.0) y Keras (2.3). En los script elaborados para entrenamiento de las
RNA se mantienen todas las opciones por defecto en aquellos hiperparámetros
que permiten su modificación.

Los conjuntos de datos con 502 observaciones para Y1 y 490 observaciones para
Y2 se dividen en dos subconjuntos: train y test. La cantidad de observaciones para
Y1 del train es de 401 y el test es de 101. Para Y2 la cantidad de observaciones
para train es de 392 y en el test de 98.

La primera parte de los modelos se realiza con entrenamiento y validación tipo K-
fold, en todas las arquitecturas se mantienen parámetros en común:

1) Validación tipo K-fold con K=5
2) 100 epoch por cada K
3) 100 valores para aleatoriedad de pesos iniciales (de 1 a 100)
4) RSMPROP como algoritmo de aprendizaje
5) MSE como función de perdida (loss function)
6) Función de activación la lineal rectificada (ReLU)
7) El conjunto de datos usado es el train

En el caso de los modelos de una capa oculta se realiza el entrenamiento para 70
arquitecturas. El número de neuronas en la capa oculta que varía de 1 a 70.
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Asimismo, para el modelo de dos capas ocultas se realiza entrenamiento para 70
arquitecturas. El número de neuronas en la primera capa oculta se deja fijo en
aquel con el error mínimo de la arquitectura de una capa oculta y se varia de 1 a
70 el número de neuronas de la segunda capa oculta.

De la misma forma, en el modelo de tres capas ocultas se realiza el entrenamiento
para  70  arquitecturas.  En  la  primera  y  segunda  capa  se  fijan  el  número  de
neuronas de acuerdo al menor error encontrados en estas y se varía de 1 a 70 el
número de neuronas en la tercera capa oculta.

Para cada arquitectura de RNA evaluada se probaron 100 asignaciones de pesos
iniciales y para todas ellas se entrenó la red pasando los datos de entrenamiento
hasta 100 veces (100 epochs). Los resultados mostrados se obtienen mediante la
validación cruzada tipo K-fold con K=5.

Con los resultados de la primera parte del entrenamiento se realiza un segundo
entrenamiento solo para las arquitecturas seleccionadas (según los resultados del
anterior proceso), esto con el fin de determinar cual es el número de veces que
deben pasar los datos por el modelo. Los parámetros para esta segunda parte
son:

1) 100 valores para aleatoriedad de pesos iniciales (de 1 a 100)
2) 2000 epoch por cada valor de aleatoriedad
3) RSMPROP como algoritmo de aprendizaje
4) MSE como función de perdida (loss function)
5) Función de activación la lineal rectificada (ReLU)
6) Se usa los conjuntos de datos  train para el entrenamiento y  test para la

validación

Para esto, se entrenan seis arquitecturas de RNA. Cada variable de respuesta
tiene 3 modelos de RNA: de una, dos y tres capas ocultas. Se establecen 100
asignaciones de pesos iniciales, pasando los datos de entrenamiento hasta 2000
veces (2000 epochs). Los resultados mostrados se obtienen mediante validación
con el conjunto de datos test.

5.1.3.1 Modelos de RNA para el alargamiento post-fisuración (Y1)

5.1.3.1.1 Modelo de una capa oculta para Y1

Para el modelo de una capa oculta en el alargamiento postfisuración se observan
valores  de  RMSE  entre  un  máximo  de  0.1804  y  un  mínimo  0.1584  puntos
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porcentuales. El rango de variación es de 0.0219. El valor mínimo se observó en la
arquitectura de 63 neuronas en la capa oculta. El segundo valor más bajo en el
error  se observó para 40 neuronas en la  capa oculta,  esto es,  0.1588 puntos
porcentuales.

La Figura 46 muestra los resultados de los errores para en entrenamiento de 70
arquitecturas de RNA con una capa oculta. El error más alto se observa para el
modelo de una neurona.

A partir de los modelos de 21 neuronas en adelante, el rango de variación del error
se reduce considerablemente y tiende a mantenerse estable. Después del error
mínimo  (de  la  arquitectura  de  63  neuronas),  la  tendencia  parece  mantenerse
estable,  aunque  por  encima  del  valor  mínimo  observado.  Estos  resultados  se
consideran relativamente altos si se tiene que el objetivo del presente estudio es
que la variable alcance al menos un valor de 0.3.

Este modelo podría  predecir  un valor  para Y1 que puede estar 0.1584 puntos
porcentuales  por  encima  o  por  debajo  del  valor  real  del  alargamiento
postfisuración de una mezcla de HPFRCC. Si se tuviese una mezcla de concreto
con un valor real de alargamiento postfisuración de 0.3, el valor que estimaría el
modelo podría estar en promedio entre 0.1416 y 0.4584 puntos porcentuales. Lo
anterior, para un rango de variación de 0.3168, valor que en sí mismo es superior
al mínimo deseado.
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Figura 46: Validación cruzada k-fold para Y1 en RNA de 1 capa oculta

Fuente: construcción propia



En  la  Figura  47 se  observan  los  resultados  del  entrenamiento  de  las  70
arquitecturas para cada uno de números aleatorios de pesos iniciales. El menor
RMSE se observa entonces para 63 (y) neuronas en la capa oculta y con 23 (x)
como número aleatorio para pesos iniciales de la RNA.

El modelo de RNA con una capa oculta con 63 neuronas se entrena nuevamente a
fin de determinar la cantidad de veces que se deben pasar los datos ( epoch) para
obtener  el  mínimo error.  La  Figura 48 permite  observar los resultados de esta
actividad. 
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Figura 47: Validación cruzada k-fold para Y1 en RNA de 1 capa oculta 3D

x = aleatorio de pesos iniciales, y = número de neuronas en la capa oculta
Fuente: construcción propia

Figura 48: Validación de RNA de 1 capa oculta con 63 neuronas para Y1

Fuente: construcción propia



El modelo entrenado arroja un error de 0.1194 puntos porcentuales para un  epoch
de 307 y un número de aleatoriedad de asignación de pesos iniciales de 55. El
resultado  obtenido  presenta  una  diferencia  significativa  con  respecto  a  lo
evidenciado en la validación cruzada. El resultado implica una reducción del error
en 0.039 puntos porcentuales.

Los resultados del  error del modelo RNA con 63 neuronas en la primera capa
oculta presentan menor variabilidad (entre epoch) para la aleatoriedad de pesos
iniciales que se asignan entre 20 y 60, resultados que se observan en la Figura 49.

5.1.3.1.2 Modelo de dos capas ocultas para Y1

El  modelo  de dos capas ocultas  inicia  con un número fijo  de  neuronas en la
primera capa oculta de 63. El RMSE varía entre un valor máximo de 0.1665 y un
mínimo de 0.1577 puntos porcentuales. El rango de variación que se observa en
las 70 arquitecturas evaluadas con dos capas ocultas es de 0.0088. Este rango de
variación es considerablemente bajo frente al observado en las RNA de una capa
oculta. El RMSE mínimo mencionado se observa para la arquitectura 63-24. El
segundo valor más bajo en RMSE se observa en la arquitectura 63-29 con un
valor de 0.1582 puntos porcentuales.

La Figura 50 permite observar de manera gráfica los resultados del entrenamiento
que  se  realiza  para  los  modelos  de  dos  capas  ocultas  de  Y1.  Frente  a  los
resultados de la primera capa oculta se observa que el mínimo RMSE es menor
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Figura 49: Validación de RNA de 1 capa oculta con 63 neuronas para Y1 3D

x = número aleatorio de pesos iniciales, y = número de epoch
Fuente: construcción propia



0,0007 puntos porcentuales. Sin embargo, no es una variación que presente una
gran diferencia respecto al objetivo de este estudio para Y1. El rango de variación
mencionado para el error es amplio dado el resultado de la arquitectura 63-1, sin
contar este resultado el rango de variación sería de 0.0029 puntos porcentuales.

Los resultados implican que el modelo de RNA de dos capas ocultas, con el error
mínimo, podría predecir un valor para Y1 que variaría 0.1577 puntos porcentuales
por encima o por  debajo del  valor real  del  alargamiento postfisuración de una
mezcla de HPFRCC. En una mezcla de concreto con un valor real de alargamiento
postfisuración de 0.3, el valor que estimaría el modelo podría estar en promedio
entre 0.1423 y 0.4577 puntos porcentuales. Esto refleja un rango de variación de
0.3154.

La Figura 51 muestra los resultados del entrenamiento de las 70 arquitecturas de
dos capas ocultas para cada uno de números aleatorios de pesos iniciales. El
menor RMSE se observa entonces para 24 (y)  neuronas en la  segunda capa
oculta y con 23 (x) como número aleatorio para pesos iniciales de la RNA.
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Figura 50: Validación cruzada k-fold para Y1 en RNA de 2 capas ocultas

Fuente: construcción propia



El modelo de RNA con 63 neuronas en la primera capa oculta y 24 neuronas en la
segunda capa oculta se entrena nuevamente para determinar la cantidad de veces
que se deben pasar los datos (epoch) para el mínimo error.

La  Figura  52 presenta  estos  resultados  con  un  error  de  0.1219  puntos
porcentuales  y  un  número  de  epoch  de  273.  El  resultado  en  cuanto  a  la
aleatoriedad de asignación de pesos iniciales es de 38. El error obtenido en este
entrenamiento es considerablemente menor respecto al  mejor  resultado en los
modelos con la validación tipo k-fold, siendo la diferencia de 0.0358. Sin embargo,
al  comparar  este  error  con el  obtenido  para  el  entrenamiento  y  validación  del
modelo de una capa oculta (con 2000 epoch), se observa que el error es mayor en
0,0025 puntos porcentuales.
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Figura 51: Validación cruzada k-fold para Y1 en RNA de 2 capas ocultas 3D

x = aleatorio de pesos iniciales, y = número de neuronas en la 2da capa oculta
Fuente: construcción propia

Figura 52: Validación de RNA de 2 capas ocultas con 63 y 24 neuronas para Y1

Fuente: construcción propia



Los resultados del  error del modelo RNA con 63 neuronas en la primera capa
oculta y 24 neuronas en la segunda capa oculta presentan una mayor variabilidad
para la aleatoriedad de pesos iniciales que se asignan entre 1 y 40, aunque en
alrededor de 35, la variación es menor que en los demás resultados para el mismo
rango y similar a los resultados obtenidos para aleatoriedad de pesos iniciales por
encima de 41. Lo mencionado se observan en la Figura 53.

5.1.3.1.3 Modelo de tres capas oculta para Y1

Para el modelo de tres capas ocultas se tiene un número fijo de 63 y 24 neuronas
en la primera y segunda capa oculta, respectivamente. Se observan resultados de
RMSE que se ubican entre un máximo de 0.1651 y un mínimo de 0.1567 puntos
porcentuales, esto es, un rango de 0.0084.

Frente a la variabilidad en el  error de las arquitecturas de una capa oculta es
considerable la  diferencia,  no  es así  al  compararlos  con los resultados de las
arquitecturas de la segunda capa oculta. El mínimo observado se encontró para la
arquitectura 63-24-52. El segundo menor valor de RMSE se ubicó en el arreglo 63-
24-32 con 0.1568 puntos porcentuales.

La  Figura  54 detalla  los  resultados  del  entrenamiento  de  RNA de  tres  capas
ocultas  para  el  alargamiento  postfisuración.  En  este  caso,  a  medida  que  se
aumentan el número de capas (y se fijan el número de neuronas de las capas
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Figura 53: Validación RNA de 2 capas ocultas con 63 y 24 neuronas para Y1 3D

x = aleatorio de pesos iniciales, y = número de epoch
Fuente: construcción propia



anteriores), el rango de variación del error tiende a reducirse. Asimismo, el error de
la arquitectura con una neurona en una de las capas ocultas tiende a acercarse
más al  error  mínimo de las anteriores  arquitecturas entrenadas (aunque sigue
siendo el más alto de las 70 arquitecturas).

Para tres capas ocultas no existe mucha diferencia en relación a la estimación  de
resultados posibles, mencionados para dos capas ocultas, es decir, en el rango de
variación del resultado respuesta.

La  Figura  55 permite  observar  los  resultados  del  entrenamiento  de  las  70
arquitecturas de tres capas ocultas para cada uno de números aleatorios de pesos
iniciales. El menor RMSE se encuentra en 52 (y)  neuronas en la tercera capa
oculta y con 39 (x) como número aleatorio para pesos iniciales de la RNA.

El modelo de RNA con 63 neuronas en la primera capa oculta, 24 neuronas en la
segunda capa oculta y 52 neuronas en la tercera capa oculta, se entrena para
encontrar la cantidad de veces que se deben pasar los datos (epoch) para obtener
el mínimo error.
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Figura 54: Validación cruzada k-fold para Y1 en RNA de 3 capas ocultas

Fuente: construcción propia



La  Figura 56 presenta un error de 0.1148 puntos porcentuales y un número de
epoch de 1378. El resultado en cuanto a la aleatoriedad de asignación de pesos
iniciales es de 57. El error obtenido en este entrenamiento es menor frente a los
modelos  de  una  y  dos  capas.  En  cuanto  a  la  estimación  del  alargamiento
postfisuración,  implica que en promedio el  rango de variación sería  de 0.2296
puntos porcentuales, resultado que se presenta por debajo del objetivo de 0.3%.
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Figura 56: Validación RNA 3 capas ocultas con 63, 24 y 52 neuronas para Y1

Fuente: construcción propia

Figura 55: Validación cruzada k-fold para Y1 en RNA de 3 capas ocultas 3D

x = aleatorio de pesos iniciales, y = número de neuronas en la 3ra capa oculta
Fuente: construcción propia



Con los datos disponibles de entrenamiento de las arquitecturas de RNA para la
variable Y1 se puede concluir que el modelo de tres capas ocultas presenta los
mejores resultados. 

Pese a que la diferencia del error en contraposición al obtenido en el modelo de
una capa es de 0.0046 puntos porcentuales (que representa un 1,5% frente al
objetivo  de  la  variable  de  respuesta  en  cuestión),  la  misma  puede  ser
determinante si se calcula el error medio absoluto del modelo, pues se espera que
este último sea menor que el error cuadrático medio utilizado como función de
pérdida en los entrenamientos de modelos RNA realizados.

Los resultados del  error del modelo RNA con 63 neuronas en la primera capa
oculta, 24 neuronas en la segunda capa oculta y 52 neuronas en la tercera capa
oculta presentan una mayor variabilidad para la aleatoriedad de pesos iniciales
que  se  asignan  entre  1  y  20  y  para  aquellos  mayores  a  80.  Los  resultados
mencionados se observan en la Figura 57.
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Figura 57: Validación RNA 3 capas ocultas con 63, 24 y 52 neuronas para Y1 3D

x = número aleatorio de pesos iniciales, y = número de epoch
Fuente: construcción propia



5.1.3.2 Modelos de RNA para la capacidad de absorción de energía (Y2)

5.1.3.2.1 Modelo de una capa oculta para Y2

El modelo de una capa oculta para la capacidad de absorción de energía muestra
valores de RMSE entre un máximo de 19.4270 y un mínimo 16.5659. El rango de
variación es de 2.8611. 

El error mínimo observado se da para la arquitectura de 67 neuronas en la capa
oculta. A medida que el número de neuronas se aumenta, el error en términos
generales  va  en  descenso.  Es  posible  que  después  de  la  arquitectura  de  70
neuronas  se  observe  un  error  menor  al  observado,  sin  embargo,  el  coste
computacional  que  implica  el  entrenamiento  de  las  RNA frente  a  una,  poco
probable, reducción significativa del error, no hacen atractiva esta alternativa.

La Figura 58 permite observar la tendencia del comportamiento de los errores a
medida que se aumenta el número de neuronas en la capa oculta. A partir de la
arquitectura con 46 neuronas el error reduce su variación, se alcanzan a observar
rachas en las que el error parece ser el mismo en diferentes arquitecturas, dada la
baja variación de este. Es por esta razón que se concluye que posiblemente no
haya una reducción significativa en el  error de entrenamiento de RNA para un
número superior a 70 neuronas en la capa oculta.

El modelo de una capa oculta para Y2 estimaría un valor que podría diferir en
16.5659 kJ/m³ del  valor  real  de la capacidad de absorción de energía de una
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Figura 58: Validación cruzada k-fold para Y2 en RNA de 1 capa oculta

Fuente: construcción propia



mezcla de HPFRCC. Una mezcla de concreto con un valor real de absorción de
energía de 50 kJ/m³ tendría valores estimados que oscilarían entre un mínimo de
33.4341 kJ/m³ y máximo de 69.5659 kJ/m³, en promedio. Este es un resultado a
resaltar si se considera que el objetivo de este estudio para la variable Y2 es de
mínimo 50 kJ/m³.

En  la  Figura  59 se  detallan  los  resultados  del  entrenamiento  de  las  70
arquitecturas de una capa oculta para cada uno de números aleatorios de pesos
iniciales. El mínimo RMSE se encuentra en 67 (y) neuronas en la primera capa
oculta y con 11 (x) como número aleatorio para pesos iniciales de la RNA. La
reducción del error en cada valor aleatorio de pesos iniciales es constante como
se observó en la Figura 58.

En  el  modelo  de  RNA con  una  capa  oculta  de  67  neuronas,  se  validan  los
resultados con el conjunto de datos test para conocer la cantidad de veces que se
deben pasar los datos (epoch) para obtener el mínimo error.

La  Figura 60 registra  los resultados del  entrenamiento del  modelo RNA de 67
neuronas. El error se observa en 12.4933 kJ/m³ para 1299 epoch y un número de
aleatoriedad de asignación de pesos iniciales de 91. El resultado se reduce en 4
kJ/m³  respecto  a  los  obtenidos  en  la  validación  cruzada.  Al  presentar  una
estimación  para  la  capacidad  de  absorción  de  energía,  el  modelo  generaría
resultados, que, en promedio, estarían en un rango de variación de 24.9866 kJ/m³,
valor que es menor al 50% del objetivo establecido para Y2
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Figura 59: Validación cruzada k-fold para Y2 en RNA de 1 capa oculta 3D

x = aleatorio de pesos iniciales, y = número de neuronas en la 1ra capa oculta
Fuente: construcción propia



Los resultados del error del modelo RNA, con 67 neuronas en la primera capa
oculta, registran mayor variabilidad cuando la aleatoriedad de pesos iniciales está
entre 20 y 40. Esto se evidencia en los resultados que se observan en la Figura
61.
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Figura 60: Validación de RNA de 1 capa oculta con 67 neuronas para Y2

Fuente: construcción propia

Figura 61: Validación de RNA de 1 capa oculta con 67 neuronas para Y2 3D

x = aleatorio de pesos iniciales, y = número de epoch
Fuente: construcción propia



5.1.3.2.2 Modelo de dos capas ocultas para Y2

En el modelo de dos capas ocultas, con un número fijo de neuronas en la primera
capa oculta de 67, el RMSE varía entre un máximo de 16.6534 y un mínimo de
14.1120 kJ/m³. Es decir, un rango de 2.5413 kJ/m³.

Aunque el rango no presenta gran diferencia frente al modelo de una capa oculta,
el  valor  máximo y mínimo sí  se encuentra evidentemente por  debajo.  El  valor
mínimo del primer modelo es muy cercano al valor máximo en el modelo de dos
capas  ocultas.  El  RMSE  mínimo  en  dos  capas  ocultas  se  observa  para  la
arquitectura 67-54.

La Figura 62 muestra los resultados del entrenamiento en dos capas ocultas para
Y2. Frente a los resultados de la primera capa oculta se observa que la diferencia
entre los mínimos RMSE es menor 2,4539 kJ/m³, valor que es muy similar al rango
de variación tanto en una como en dos capas ocultas.

Los resultados llevan a que sea posible que el modelo de RNA, de dos capas
ocultas,  estime  un  resultado  de  capacidad  de  absorción  de  energía,  mayor  o
menor al valor real en 14.1120 kJ/m³.

En una mezcla de concreto con un valor real de absorción de energía de 50 kJ/m³,
el  valor estimado, en promedio,  tomaría valores entre 35.888 y 64,112,  lo que
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Figura 62: Validación cruzada k-fold para Y2 en RNA de 2 capas ocultas

Fuente: construcción propia



significa  un  rango  de  variación  de  28.224  kJ/m³.  Las  diferencias  entre  los
resultados del modelo de una capa y el de dos capas ocultas son evidentes en los
valores mayor y menor de RMSE, lo cual impacta la variación promedio que podría
darse en la estimación de respuestas de la variable en estudio.

En la Figura 63 se observan los resultados del entrenamiento de 70 arquitecturas
de dos capas ocultas para cada uno de los números aleatorios de pesos iniciales.
El mínimo RMSE se encuentra en 54 (y) neuronas en la segunda capa oculta y
con 41 (x) como número aleatorio para pesos iniciales de la RNA.

El modelo de RNA con 67 y 54 neuronas en la primera y segunda capa oculta,
respectivamente,  se  entrena buscando establecer  el  número de veces que se
deben pasar los datos (epoch) por el modelo para alcanzar el error mínimo.

La  Figura 64 permite  observar  los resultados de dicho entrenamiento.  El  error
mínimo registrado es de 11.7113 kJ/m³ para un número de epoch de 702. El valor
de la aleatoriedad de asignación de pesos iniciales asociado a este error es de 67.

El error obtenido en este entrenamiento es menor respecto al resultado del mismo
modelo con la  validación  tipo  k-fold,  presentando una reducción de 2.4 kJ/m³.
Adicionalmente, el error también resulta menor si se compara con el obtenido para
el entrenamiento y validación del modelo de una capa oculta (con 2000 epoch)
dado que la diferencia es de 0.782 kJ/m³.
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Figura 63: Validación cruzada k-fold para Y2 en RNA de 2 capas ocultas 3D

x = aleatorio de pesos iniciales, y = número de neuronas en la 2da capa oculta
Fuente: construcción propia



El modelo RNA para Y2 de dos capas ocultas con 67 y 57 neuronas en la primera
y  segunda  capa,  respectivamente,  reflejan  variabilidad para  la  aleatoriedad  de
pesos iniciales que se asignan entre 40 y 60, así como los valores cercanos a 100.

Los resultados presentados en la  Figura 65 podrían verse diferentes a los que
refleja la  Figura 64, no obstante es importante resaltar que esta última presenta,
en promedio por valores de aleatoriedad, los resultados del error de cada epoch.
Aunque  se  observan  valores  de  error  considerablemente  altos,  también  se
encuentran valores del mismo error mucho menores en el mismo modelo.
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Figura 64: Validación de RNA de 2 capas ocultas con 67 y 54 neuronas para Y2.

Fuente: construcción propia

Figura 65: Validación RNA de 2 capas ocultas con 67 y 54 neuronas para Y2 3D

x = aleatorio de pesos iniciales, y = número de epoch.
Fuente: construcción propia



5.1.3.2.3 Modelo de tres capas ocultas para Y2

Por último, el modelo de tres capas ocultas de Y2 inicia con un número fijo de 67 y
54  neuronas  en  la  primera  y  segunda  capa  oculta,  respectivamente.  Los
resultados de RMSE se ubican entre un máximo de 14.6708 y un  mínimo de
13.7623 kJ/m³, esto es, un rango de 0.9085 kJ/m³. El resultado de error mínimo
mencionado se observa para la arquitectura 67-54-57. Frente a la variación de las
arquitecturas anteriores, los resultados son considerablemente menores en cuanto
a los valores máximos y mínimos del RMSE.

En la  Figura 66 En la figura 67 se observan los resultados del entrenamiento de
RNA de tres capas ocultas para la capacidad de absorción de energía. Pese a que
el  rango  de  variación  es  bajo,  si  se  excluyeran  los  dos  primeros  valores,  la
diferencia en el rango sería significativa. De este resultado se podría decir que
para  Y2  el  aumentar  la  cantidad  de  capas  ocultas  y  neuronas  no  tendría  un
impacto significativo en el mejoramiento de los resultados.

Un modelo de RNA de tres capas ocultas, con 67-54-57 neuronas en cada capa,
podría estimar valores de capacidad de absorción de energía que en promedio
variarían en 13.7623 kJ/m³ del valor real, ya sea por encima o por debajo.

En una mezcla de concreto con un valor real de absorción de energía de 50 kJ/m³,
el valor estimado, en promedio, tomaría valores entre 36.2377 y 63.7623. Lo que
significa un rango de variación de 27,5246 kJ/m³. Si bien es cierto, son resultados
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Figura 66: Validación cruzada k-fold para Y2 en RNA de tres capas ocultas

Fuente: construcción propia



considerablemente mejores a los de los modelos de una y dos capas ocultas, los
mismos no son concluyentes.

La Figura 67 presenta los resultados del entrenamiento de 70 arquitecturas de tres
capas ocultas para cada uno de números aleatorios de pesos iniciales. El mínimo
RMSE se encuentra en 57 (y) neuronas en la tercera capa oculta y con 58 (x)
como número aleatorio para pesos iniciales de la RNA.

El modelo de RNA tres capas ocultas con 67, 54 y 57 neuronas en la primera,
segunda y tercera capa, respectivamente, se entrena a fin de observar cantidad de
veces que deben pasar los datos por el modelo (epoch) hasta observar el error
mínimo. 

La  Figura  68 presenta  los  resultados  del  entrenamiento  mencionado.  El  error
mínimo alcanzado es de 10.3449 kJ/m³, para un epoch de 1978 y un valor de
aleatoriedad de asignación de pesos iniciales de 75.
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Figura 67: Validación cruzada k-fold para Y2 en RNA de 3 capas ocultas 3D

x = aleatorio de pesos iniciales, y = número de neuronas en la 3ra capa oculta
Fuente: construcción propia



El error en este modelo es menor que los modelos de una y dos capas ocultas. En
relación a la estimación de la capacidad de absorción de energía para una mezcla
de HPFRCC, el rango de variación del resultado, en promedio, sería de 20,6898
kJ/m³. Este se presenta como un buen resultado según los objetivos del presente
estudio.

Los resultados del entrenamiento de las arquitecturas de RNA planteadas para la
variable Y2 permiten observar que el modelo de tres capas ocultas presenta el
error  mínimo. Para este caso,  se  evidencia que a medida que se aumenta  el
número de capas el error disminuye. Así, del modelo de una a dos capas ocultas
el error disminuyó en 0,782 kJ/m³. También, del modelo de dos al de tres capas
ocultas el error se redujo en 1,3664 (equivalente a un 2,73% frente al objetivo en
la capacidad de absorción de energía).

Al igual que se mencionó para Y1, se espera que, si se realiza la evaluación con el
error absoluto medio, los valores serán menores que el error cuadrático medio
utilizado como función de pérdida en los entrenamientos de los modelos RNA.

Los resultados del error del modelo RNA con 67, 54 y 57 neuronas en la primera,
segunda y tercera capa oculta, respectivamente, presentan una mayor variabilidad
constante en los valores aleatoriedad de pesos iniciales en todo el intervalo de
valores de asignación (entre 1 y  100).  La  Figura 69 permite  observar  que los
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Figura 68: Validación RNA de 3 capas ocultas con 67, 54 y 57 neuronas para Y2

Fuente: construcción propia



valores  de  error  en  el  entrenamiento  del  modelo  varían  entre  26  kJ/m³
(aproximadamente) y el mínimo ya mencionado.

5.1.3.3 Selección de los mejores modelos para cada variable

Para las dos variables en evaluación, los modelos de tres capas ocultas presentan
el menor error, tanto en la validación tipo k-fold como con el conjunto de datos
test. Las Tablas 4 y 5 muestran el resumen de los resultados de cada arquitectura
y un porcentaje de reducción del error de una arquitectura a otra.

En el caso de la variable Y1, la arquitectura seleccionada para la predicción del
alargamiento postfisuración para las dosificaciones de HPFRCC es de 63, 24 y 52
neuronas en la primera, segunda y tercera capa oculta respectivamente, con un
valor de asignación de pesos iniciales de 57 y epoch de 1378.

Para  la  variable  Y2,  la  arquitectura  seleccionada  para  la  predicción  de  la
capacidad de absorción de energía para las dosificaciones de HPFRCC es de 67,
54 y 57 neuronas en la primera, segunda y tercera capa oculta respectivamente,
con una valor de asignación de pesos iniciales de 75 y epoch de 1978.

Tabla 4: Resumen de resultados de entrenamiento de RNA para Y1
Validación
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Figura 69: Validación RNA 3 capas ocultas con 67, 54 y 57 neuronas para Y2 3D

x = aleatorio de pesos iniciales, y = número de epoch.
Fuente: construcción propia



K-fold Test
Reducción del

error test

1 capa
oculta

RMSE 0,1584 0,1194

NA
Asignación pesos aleatorios NA 55

Epoch NA 307

Arquitectura NA 63

2 capas
ocultas

RMSE 0,1577 0,1219

-2,09%
Asignación pesos aleatorios NA 38

Epoch NA 273

Arquitectura NA 63-24

3 capas
ocultas

RMSE 0,1567 0,1148

5,82%
Asignación pesos aleatorios NA 57

Epoch NA 1378

Arquitectura NA 63-24-52

Fuente: construcción propia

Tabla 5: Resumen de resultados de entrenamiento de RNA para Y2
Validación

K-fold test
Reducción del

error test

1 capa
oculta

RMSE 16,5659 12,4933

NA
Asignación pesos aleatorios NA 91
Epoch NA 1299
Arquitectura NA 67

2 capas
ocultas

RMSE 14,112 11,7113

6,26%
Asignación pesos aleatorios NA 67
Epoch NA 702
Arquitectura NA 67-54

3 capas
ocultas

RMSE 13,7623 10,3449

11,67%
Asignación pesos aleatorios NA 75
Epoch NA 1978
Arquitectura NA 67-54-57

Fuente: construcción propia

Las gráficas suavizadas de la Figura 70 permiten observar de manera general la
diferencia entre las tres arquitecturas en el error de validación Test para Y1. Los
tres  modelos  inician  con un comportamiento  similar,  pero  después de los  250
epoch los modelos de RNA empiezan a aumentar el error. 
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En  los  modelos  entrenados  para  estimación  del  alargamiento  postfisuración,
aquellos de dos y tres capas ocultas no tienen el mismo aumento en el error que el
observado para una sola capa oculta. Pese a esto, el error en el modelo de tres
capas ocultas se mantiene siempre por debajo. Al finalizar las gráficas (en 2000
epoch), el modelo de dos capas ocultas presenta un posible aumento del error
mientras que el modelo de tres capas ocultas presenta cierta tendencia a reducir
el error nuevamente.

La Figura 71 presenta la diferencia existente entre las tres arquitecturas en el error
de validación test para la capacidad de absorción de energía. En la primera parte
de los resultados (antes del epoch 250), el modelo de una capa oculta presenta un
error evidentemente mayor que los otros dos modelos, que, a su ve, reflejan cierta
similitud  en  su  comportamiento,  aunque  el  modelo  de  tres  capas  ocultas  se
mantiene siempre con un error menor.

Después del epcoch 750, el RMSE en el modelo de tres capas ocultas tiende a
mantenerse constante, mientras que el de dos capas ocultas empieza a aumentar
hasta superar el  error del  modelo de una capa oculta El  modelo de una capa
oculta se mantiene sin una variación pronunciada después de los 750 epoch.

Al igual que el resultado visto para la variable Y1, el modelo de tres capas ocultas
en Y2 presenta un RMSE menor que los otros dos modelos, esta vez desde el
principio hasta el fin del entrenamiento a 2000 epoch.
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Figura 70: Curvas suavizadas para RMSE de los modelos de RNA para Y1

Fuente: construcción propia



Una  vez  obtenidos  los  parámetros  definitivos  de  cada  modelo  se  hace  el
entrenamiento  para  Y1  y  Y2  fijando  los  parámetros  ya  descritos  (número  de
neuronas en cada capa oculta, asignación de pesos iniciales y epoch) a fin de
obtener  el  modelo  de  RNA definitivo.  Los  resultados  para  cada  variable  se
observan en las figuras 72 y 73. En este caso se utiliza el MAE para evaluar los
modelos. 
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Figura 71: Curvas suavizadas para RMSE de los modelos de RNA para Y2

Fuente: construcción propia

Figura 72: Evaluación de entrenamiento de RNA para Y1 con MAE

mae: entrenamiento, val_mae: validación
Fuente: construcción propia



Para Y1, el MAE mínimo que se observa es de 0.08768 puntos porcentuales, lo
que  significa  una  diferencia  de  0.02712  frente  al  resultado  de  RMSE.  Es  de
resaltar que en este caso los mínimos resultan en un epoch diferente. Para el
MAE, el epoch 1207 presenta el valor mínimo.

En  cuanto  a  Y2  el  modelo  presenta  un  valor  mínimo  de  7.7614  kJ/m³  al  ser
evaluado con el MAE, el cual es 2.5835 kJ/m³, menor al resultado obtenido con
RMSE. A diferencia de lo ocurrido con la variable Y1, en Y2 ambos mínimos se
encuentran en el epoch 1978.

5.1.3.4 Construcción del conjunto de datos de combinaciones 

Las  opciones  de  mezclas  de  HPFRCC  dependen,  principalmente,  de  la
disponibilidad de fibras en el mercado colombiano. La Tabla 6 presenta el detalle
de las fibras a tener en cuenta en las combinaciones y el coste de las mismas.

Tabla 6: Fibras en las dosificaciones de combinaciones de HPFRCC y Coste 
Fibra Resistencia a la

tracción (MPa)
Longitud de
la fibra (mm)

Diámetro de la
fibra (mm)

Coste (COP*/
Kg)

Metálica recta (S) 2650 13 0,2 11.000

Metálica acabada en 
gancho (H 1600)

1600 60 0,75 4.855
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Figura 73: Evaluación de entrenamiento de RNA para Y2 con MAE

mae: entrenamiento, val_mae: validación
Fuente: construcción propia



Fibra Resistencia a la
tracción (MPa)

Longitud de
la fibra (mm)

Diámetro de la
fibra (mm)

Coste (COP*/
Kg)

Metálica acabada en 
gancho (H 2000)

2000 35 0,5 9.000

Metálica retorcida (T) 1700 13 0,5 7.500

Sintética polietileno-
polipropileno (PE-PP)

650 50 0,67 27.000

Sintética polipropileno 
(PP)

550 48 0,72 30.000

Sintética Polivinilo de 
alcohol (PVA)

1600 6 0,025 35.000

Fuente: construcción propia. *COP: Pesos colombianos

Se define  un solo  tipo  de matriz  de  cemento  con 8  componentes.  Se incluye
también  la  resistencia  a  la  compresión  de  dicha  matriz.  La  Tabla  7 lista  los
componentes de dicha matriz y sus respectivas cantidades. 

Tabla 7: Matriz de cemento definida para el listado de combinaciones de HPFRCC
Componente Valor

Cemento (Kg/m3) 600

Humo de sílice (Kg/m3) 100

Materiales cementantes (Kg/m3) 528,5

Agua (Kg/m3) 206

Superplastificante (Kg/m3) 21

Arena (Kg/m3) 836

Tamaño del agregado (µm) 600

Relación Agua/binder 0,167684168

Resistencia a la compresión (MPa) 155,6

Fuente: construcción propia

El volumen de la fibra que se contempla en las dosificaciones de HPFRCC varía
entre el 1 y el 5%. Las dosificaciones pueden incluir uno o dos tipos de fibras. Para
el caso de las dosificaciones que contemplan un solo tipo de fibra se incluyen 41
opciones de volumen por cada fibra, 
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Las dosificaciones de 2 fibras tienen 205 mezclas posibles, cada una de las 41
opciones anteriormente mencionadas se combina con el volumen de la fibra 2 que
tiene 5 posibles opciones.

Con los anteriores datos, se generan un total de 4592 dosificaciones de las cuales
287 contemplan un solo tipo de fibra y las 4305 restantes dos tipos de fibras.

En la Figura 74 se presentan los costos de las fibras en las dosificaciones en miles
de pesos por volumen, esta muestra el detalle de la distribución de los costes de
las combinaciones de HPFRCC. Estos varían entre 189 y 4318 y el promedio del
coste es de 1475, aunque el 75% de estas tiene un valor inferior a 1935.

El conjunto de datos elaborado con el fin de estimar los valores de alargamiento
postfisuración y la capacidad de absorción de energía en cada una, se pasa por
los modelos de RNA seleccionados. Los resultados se analizan para identificar
cuáles  dosificaciones  tienen  alargamiento  postfisuración  superior  al  0.3%  y
capacidad de absorción de energía superior a 50 kJ/m³ (máximos), valores que
funcionan como límites para identificar las combinaciones de HPFRCC de interés
en este estudio.
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Figura 74: Distribución de costes de mezclas de las combinaciones 

Fuente: construcción propia



5.2 Resultados y contribución

5.2.1 Predicción del alargamiento post-fisuración

El conjunto de datos de 4592 dosificaciones se pasa por el modelo RNA de tres
capas ocultas de 63, 24 y 52 neuronas en cada una, con una asignación de pesos
iniciales de 57 y 1378 epoch, a fin de estimar los resultados de la variable Y1.

Una vez obtenidas las predicciones de Y1 se evidencia una dispersión en dicha
variable  entre  un  mínimo  de  0  y  un  máximo  de  0.85%.  El  70.58%  de  las
combinaciones (3241) presenta un alargamiento postfisuración superior al 0,3%.
La Figura 75 detalla la cantidad de observaciones por intervalos de respuesta.

Frente a la fibra que contiene cada dosificación, las mezclas que incluyen un solo
tipo de fibra (siete opciones) se observan así (ver Figura 76):

1) Aquellas que incluyen únicamente fibra S o PVA presentan un resultado
menor a 0.3%,  esto quiere decir  que,  independientemente del  coste,  se
descartan.

2) Todas las mezclas o dosificaciones que incluyen PP o PE-PP presentan
respuestas superiores al mínimo aceptado para la variable.

3) La fibra H es la de mejores resultados dentro de las metálicas. Este tipo de
fibra de 1600 MPa tiene 34 dosificaciones con valores de Y1 superiores al
límite,  en  la  de  2000  MPa,  el  número  de  dosificaciones  con  respuesta
adecuada es de 32.
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Figura 75: Histograma de estimación del alargamiento post-fisuración

Fuente: construcción propia



La  Figura 76 también detalla las dosificaciones que combinan dos tipos de fibra
(21 opciones), frente a estas se podría resaltar:

1) Las dosificaciones que incluyen S y PP tienen los resultados más bajos,
solo el 20% de las dosificaciones de este tipo superan el mínimo esperado.

2) Todas las dosificaciones que incluyen como componente fibras T y S tienen
resultados en Y1 superior al esperado. Las mezclas que presentan PE-PP y
PVA tienen 204 resultados por encima del límite (una sola dosificación no lo
supera).

3) Cinco de las nueve combinaciones de fibras con los resultados superiores a
0.3%  en  el  alargamiento  postfisuración  incluyen  algún  tipo  de  fibra  H
contempladas en las combinaciones.

5.2.2 Predicción de la capacidad de absorción de energía

Para la variable Y2, el conjunto de dosificaciones se pasa por el modelo de RNA
de  tres  capas  ocultas  con  67,  54  y  57  neuronas  y  con  asignación  de  pesos
iniciales de 75 y 1978 epoch para predecir la capacidad de absorción de energía.
Los resultados de las estimaciones presentan un rango de variación de 0 a 202.63
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Figura 76: Combinaciones de fibra frente a la respuesta estimada en Y1

Fuente: construcción propia



kJ/m³. Se observa que el 35.1% de las combinaciones tienen una respuesta por
encima de 50 kJ/m³. Los detalles de dichos resultados se reflejan en la Figura 77,
presentados por intervalos.

En las dosificaciones con un solo tipo de fibra, los resultados permiten destacar las
siguientes características (ver Figura 78):

1) Las mezclas  que contienen únicamente  fibra  T,  S o PVA,  no  presentan
capacidad de absorción de energía superior al límite esperado.

2) Las dosificaciones que contienen fibra  H,  tanto  de 1600 como de 2000
MPa, presenta los mejores resultados. Para el  caso de la fibra de 1600
MPa, 27 de las 41 dosificaciones presentan resultados adecuados y 19 de
las 41 dosificaciones con 2000MPa, superan este mínimo esperado.

3) Alrededor del 20% de las mezclas que contienen fibra sintética PP o PP-PE
tiene resultados  de  capacidad  de absorción  de  energía  que  superar  en
límite que establece el objetivo.
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Figura 77: Histograma de estimación de la capacidad de absorción de energía

Fuente: construcción propia



En la Figura 78 se incluye el detalle de las dosificaciones con dos tipos fibras, se
observan mejores resultados en capacidad de absorción de energía cuando las
mismas incluyen fibra metálica H. Al respecto se detalla que:

1) Ninguna de las dosificaciones con fibra S y  T tienen una capacidad de
absorción de energía superiores a 50 kJ/m³.

2) Las dosificaciones que incluyen dos tipos de fibras sintéticas, en general,
presentan un bajo desempeño para la variable Y2. En los resultados de las
combinación  de  fibra  PE-PP y  PVA el  35% de  las  mezclas  superan  el
mínimo esperado.

3) Alrededor  del  50% de  las  combinaciones,  con  dos  tipos  de  fibras,  que
cumplen el objetivo frente a la capacidad de absorción de energía, incluyen
alguna de las dos opciones de fibra H disponibles, siendo entre estas las
combinaciones S y H (2000), H (2000) y PVA, y S y H (1600) la de mayor
cantidad de dosificaciones que superan el límite esperado.

Los resultados descritos detallan el  cumplimiento del límite de las variables de
manera  individual,  no  obstante,  es  necesario  conocer  los  resultados  de  las
dosificaciones  que  cumplen  las  condiciones  de  ambas  variables,  conforme  al
objetivo de este estudio. Según los resultados evidenciados, de manera individual
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Figura 78: Combinaciones de fibra frente a la respuesta estimada en Y2

Fuente: construcción propia



para Y1 y Y2, se podría esperar que las combinaciones que incluyen fibra H sean
las que cumplen el objetivo. Adicionalmente, teniendo en cuenta los resultados
visto hasta el momento, no es muy probable que las combinaciones que incluyen
fibra sintética aparezcan entre aquellas que cumplen ambas condiciones, pese a
esto, entre las fibras sintéticas la de PE-PP presenta el mejor desempeño en las
propiedades estimadas.

5.2.3 Identificación de las mezclas optimas HPFRCC – máximos y mínimos.

Al  revisar  los  resultados  de  las  combinaciones  teniendo  en  cuenta  ambas
variables, es decir, aquellas combinaciones que en el alcanzan o superan el límite
tanto  de  Y1  como  de  Y2,  se  observa  que  1535  de  estas  cumplen  dichas
condiciones, esto es, el 33.43% de las combinaciones.

Para Y1 estos resultados toman valores entre 0.3 y 0.81% mientras que para el
caso de Y2 los resultados van desde 50.01 y 202.64 kJ/m³. Los costos de la fibra
en estas combinaciones va desde un mínimo (en miles de pesos por volumen)
483.56 hasta 4160.5. El coste promedio de las fibras es de 1972.5 y el 75% de las
combinaciones presentan un coste menor a 2370. Frente a los resultados de coste
inicialmente analizados, se observa un aumento en estos valores de referencia, es
decir, que las combinaciones que se excluyen del estudio dado que no cumplen
las características de las propiedades mecánicas deseadas, son en promedio, las
de las  fibras  de menor  coste.  Los resultados mencionados se  observan en la
Figura 79.
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Figura 79: Distribución costes mezclas de combinaciones con respuesta Y1 y Y2

Fuente: construcción propia



Los  resultados  en  relación  al  tipo  de  fibras  que  se  encuentra  que  aquellas
dosificaciones que tienen un tipo de fibra como PVA, S, T y combinación de S y T
no  presentan  el  alargamiento  post-fisuración  y  la  capacidad  de  absorción  de
energía buscadas.

Con relación a las fibras sintéticas, aquellas dosificaciones que incluyen PE-PP o
PP únicamente,  solo  8  y  9  de  estas,  respectivamente,  reflejan  los  resultados
esperados. La mayor cantidad de dosificaciones con alargamiento post-fisuración
superior a 0,3% y capacidad de absorción de energía superior a 50kJ/m³ se da en
combinación de dos tipos de fibras, y en estas, aparece una de las dos fibras H
disponibles. Los resultados descritos se observa en la Figura 80.

Se  podría  plantear  inicialmente  que  los  tres  tipos  de  mezcla  con  mayor
probabilidad de éxito son aquellas que contienen combinaciones de fibra S y H
(1600), S y H (2000), y H (2000) y PVA, no obstante esta última es poco viable
dado el coste elevado de la fibra de PVA.

En la identificación de máximos y mínimos se buscan aquellas dosificaciones en
las que se maximiza el resultado en Y1 y Y2 y minimiza el coste, para un total de
1535 mezclas, se presentan los siguientes resultados:
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Figura 80: Combinaciones de fibra frente a la respuesta estimada en Y1 y Y2

Fuente: construcción propia



Los  resultados  de  de  identificación  de  máximos  y  mínimos,  muestran  las
combinaciones esperadas según el análisis realizado para las variables Y1 y Y2.
Las combinaciones con mayor probabilidad de éxito son aquellas que contienen
dos tipos de fibra metálica y cuando una de estas es de tipo H bien sea de 1600  o
2000 MPa.  El coste de las fibras seleccionadas están por debajo del promedio
calculado para aquellas dosificaciones que superan los límites establecidos como
objetivo  en  Y1  y  Y2.  Las  fibras  con  mayor  probabilidad  de  éxito  para  un
alargamiento post-fisuración superior a 0.3% y una capacidad de absorción de
energía  superior  a  50  kJ/m³  se  encontraría  entre  los  COP$  811.909  y  COP$
1.005.820, para volúmenes de fibra de 1.5 y 2.1%. La Tabla 8 presenta el detalle
de los resultados definitivos.

Tabla 8: Resultados optimización multiobjetivo
Fibra 1 Fibra 2

Vol total (%)
Resultado

Tipo Vol (%) Tipo Vol (%) Y1 (%) Y2 (kJ/m3) Coste (miles)

S 0,34 H (1600) 1.36 1.70 0.3137 51.4476 811,91

S 0,36 H (1600) 1.44 1.80 0.3174 53.4265 859,67

S 0,38 H (1600) 1.52 1.90 0.3210 55.5911 907,43

S 0,64 H (1600) 0.96 1.60 0.3567 51.5186 918,51

S 0,75 H (1600) 0.75 1.50 0.3902 50.7820 933,46

S 0,40 H (1600) 1.60 2.00 0.3264 57.7557 955,19

S 0,68 H (1600) 1.02 1.70 0.3415 53.2636 975,92

S 0,80 H (1600) 0.80 1.60 0.3707 52.5943 995,69

S 0,42 H (1600) 1.68 2.10 0.3349 59.9753 1002,95

S 0,90 H (1600) 0.60 1.50 0.4090 51.3500 1005,82
Fuente: construcción propia
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6. Conclusiones y recomendaciones

Las  RNA son  una  herramienta  adecuada  para  analizar,  entender  e  interpretar
datos y de esta manera aportar en la toma de decisiones. En el caso de estudio
esta herramienta resulta adecuada para orientar la toma de decisiones en cuanto
al diseño de las mezclas de concreto de HPFRCC que optimice los resultados
tanto  de  sus  propiedades  mecánicas  como económicos  de  tal  forma que  sea
viable a nivel comercial.

Adicionalmente,  las  RNA son  una  herramienta  que  nos  permite  “extraer”  el
conocimiento de la información de un conjunto de datos, esto se presenta como
una herramienta útil para facilitar el entendimiento de una situación o problemática
de  interés,  representada  por  un  conjunto  de  datos.  Aunque  inicialmente  este
conocimiento  puede  quedar  en  una  “caja  negra”,  esto  es,  que  no  se  puede
visualizar, un desarrollo complementario en los modelos de RNA podría permitir el
acceso a ese conocimiento.

La calidad y confiabilidad de los datos es relevante para obtener resultados útiles
cuando se hace uso de RNA. No es recomendable el uso de este tipo de modelos
cuando la cantidad de datos disponibles no es suficientemente grande o cuando
los  mismos  no  resultan  confiables.  Una  cantidad  de  datos  considerable  es
necesaria para tener un conocimiento amplio y acertado del problema en estudio.
Tener a disposición datos confiables es pertinente para que los modelos de RNA
otorguen resultados que orienten de manera adecuada la toma de decisiones.

En  este  estudios,  mediante  uso  de  RNA  se  hizo  posible  identificar  las
dosificaciones HPFRCC que incluyen fibras accesibles en el mercado colombiano
de  mayor  probabilidad  de  éxito  bajo  criterios  de  alargamiento  post-fisuración
superior a 0.3%, capacidad de absorción de energía superior a 50 kJ/m³ y menor
coste posible, orientando una adecuada toma de decisiones en las pruebas de
laboratorio  que  se  pueden  desarrollar,  logrando  de  esta  manera  una  futura
optimización de recursos.

6.1 Trabajo Futuro

Los resultados del presente estudio podrían orientarse a resultados más robustos
con  un  conjunto  de  datos  inicial  mucho  más  amplio  y  que  incluya  mayor
información de la aplicación de Fibras Sintéticas en los Concretos Reforzados con

123



Fibra.  Por  ende,  es posible  que este estudio pueda mejorarse con un dataset
inicial mucho mayor y explorando otros tipos de arquitecturas de RNA.

El estudio presentado no incluye un análisis de influencia o sensibilidad de las
variables de entrada, esto es, una manera de visualizar el conocimiento que ofrece
el  modelo.  Por  esto,  se  abre  un  espacio  para  desarrollar  un  modelo,  que
complemente lo desarrollado, que permita iluminar la caja negra y obtener detalles
del comportamiento de las variables estudiadas. Esta opción existe para otro tipo
de librerías  o  herramientas  de R,  no  obstante,  para  el  caso  de  Keras no fue
posible tener acceso a una herramienta que permita este resultado.

En el desarrollo de este estudio se utilizó la herramienta R con las librerías Keras y
Tensorflow para el entrenamiento de los modelos de RNA. No obstante, no fue
posible  modificar  algunos  hiperparámetros  en  los  modelos  propios  del  único
algoritmo de aprendizaje utilizado debido a las limitaciones de tiempo. Para futuros
trabajos se podría  explorar  el  comportamiento de los modelos modificando los
hiperparámetros del algoritmo de aprendizaje. Adicionalmente, puede ser de gran
beneficio estudiar las diferencias que se pueden presentar al hacer uso de otros
algoritmos de aprendizaje u otras funciones de activación en modelos de RNA de
regresión. Por último, cabe mencionar que la literatura disponible de RNA, en las
que se usa Keras y Tensorflow, está más enfocada a problemas de clasificación y
no de regresión,  situación  que se  presenta  como una limitante  si  se  tiene en
cuenta que estas dos librerías son las de mayor uso en Deep Learning a nivel
mundial,  y  es  muy  poca  la  información  que  se  tiene  para  darle  este  tipo  de
aplicación.
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Abreviaturas

ADADelta Tasa de aprendizaje adaptativa (Adaptive learning rate)

ADAM
Estimación adaptativa de momento (Adaptive Moment Estimation por 
sus siglas en inglés)

AE Error promedio (Average Error por sus siglas en inglés)

BP
Algoritmo de propagación hacia atrás (Back Propagation algorithm 
por sus siglas en ingles)

COP Pesos Colombianos

DFF Deep Feed Forward

FF Feed Forward

FRC Fiber reinforced concrete – Concreto reforzado con fibra

HPFRCC
High-performance fiber-reinforced cementitious composites - 
Concreto reforzado con fibras con alto comportamiento de 
endurecimiento por deformación

HSC High strenght concrete – Concreto de alta resistencia

IA Inteligencia Artificial

LMA Algoritmo de Levenberg-Maquardt (Levenberg-Maquardt Algorithm 
por sus siglas en inglés)

LVDT Transformador diferencial de variación lineal (sensor)

MAE
Media de los errores absolutos (MAE Mean Absolute Error por sus 
siglas en inglés)

MAPE
Media del porcnetaje de erro absoluto ( Mean Absolute Percentage 
Error por sus siglas en inglés)

MLP Multilayer perceptron (Perceptrones multi capa)

MSE
Media de errores cuadrados (Mean Square Error por sus siglas en 
inglés)

NMBE
Media del error de sesgo normalizado (Normalized Mean Bias Error 
por sus siglas en inglés)

R2 Coeficiente de correlación

RMSE
Raiz cuadrada de la media de errores cuadrados (Root Mean Square 
Error por sus siglas en inglés)
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RMSProp
Propagación por Raiz cuadrada de la Media del gradiente (Root Mean
Square gradient Propagation por sus siglas en inglés)

RNA Redes Neuronales Artificiales (ANN en inglés)

RNN Recurrent Neural Network

Rprop
Algoritmo resiliente de propagación hacia atrás (Resilient 
Backpropagation Algorithm por sus siglas en ingles)

RSR
Relación del RMSE y la desviación estándar de los datos (Ratio of the
root mean square error to the standard deviation of measured data)

SGD
Gradiente descendiente estocástico (Stochastic Gradient Descent por
sus siglas en ingles)

UHPFRC Ultra-high-performance fiber-feinforced cement composites

UHSC Ultra high strenght concrete – Concreto de ultra alta resistencia

εcc Alargamiento en la primera fisuración

εpc
Alargamiento en la máxima tensión de endurecimiento por 
deformación

σcc Fuerza de tensión en la primera fisuración

σpc Máxima tensión de endurecimiento por deformación
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