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Resumen

En la industria financiera tradicional el acceso al crédito depende en gran medida del
comportamiento de pagos del cliente en el pasado, el nivel de riqueza y las garantias. Esto implica
barreras de acceso al crédito, por un lado, la exclusion de grupos de poblacién con condiciones
Optimas que no tienen experiencia previa con productos de crédito y carecen de informacion
histdrica sobre sus habitos de pago en la banca. Y por otro lado, los reportes de historia de crédito

pueden contener errores y rezagos en la informacion que pueden llevar a decisiones sesgadas.

En este sentido, se propone utilizar fuentes de datos abiertos para evaluar el acceso al crédito
como una estrategia de inclusién financiera y mitigar las barreras de acceso al crédito. Se realiza un
andlisis de caracterizacion y prediccion de acceso al crédito, se desarrollan tres técnicas
supervisadas de clasificacion: arbol de clasificacion, bosque aleatorio y regresién logistica, para
evaluar las variables significativas y el modelo con mejor desempefio, con el objetivo de identificar
los perfiles de bajo riesgo que acceden al crédito en las tres principales ciudades de Colombia:
Bogota, Medellin y Cali, utilizando datos abiertos de la Encuesta anual de carga financiera y
educacion financiera de los hogares (lefic) del DANE. Finalmente, los resultados se presentan en un

tablero de visualizacion analitica de datos.

Palabras clave: demanda de crédito, datos abiertos y técnicas supervisadas de

clasificacion.



Abstract

The traditional financial industry, the credit access depends on the customer's payment
behavior in the past, the level of wealth and guarantees. This implies barriers to access to
credit, on the one hand, the exclusion of population groups with optimal conditions that
have no previous experience with credit products and lack historical information on their
payment habits in banking. And on the other hand, credit history reports can contain errors

and lags in information that can lead to biased decisions.

In this sense, it is proposed to use open data sources to evaluate access to credit as a
financial inclusion strategy and to mitigate barriers to access to credit. This paper presents a
characterization and prediction analysis of access to credit, using three supervised
classification techniques: classification tree, random forest and logistic regression, to
evaluate the significant variables and the model with the best performance, with the
objective of identify the low-risk profiles that access credit in the three main cities of
Colombia: Bogota, Medellin and Cali, using open data from DANE's Annual Survey of
Financial Burden and Financial Education of Households (lefic). Finally, the results are

presented on an analytical data visualization dashboard.

Key words: Credit demand, open data and supervised classification techniques.
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1 Introduccidén

1.1 Problemética (Justificacion)

El 82,5% de la poblacién en Colombia tiene por lo menos un producto de depdsito o
ahorro en el sector financiero, esta cifra se reduce al 36,6% para los productos de crédito, el
20% de la poblacion prefieren endeudarse de manera informal, ya sea con un prestamista, un
familiar o amigo (Asobancaria, 2020:67). Las principales razones que explican menor acceso
al crédito se identificaron en el analisis de demanda realizado por Banca de las oportunidades
(2017:45) estas son: la autoexclusion, tramites y requisitos, altos costos, ingresos

insuficientes y reportes en centrales de informacion de crédito.

En la gestion de colocacion de crédito se tiene gran interés en mantener el riesgo tan bajo
como sea posible, y para esto, se utilizan métodos estadisticos que segmentan el perfil del
cliente y la valoracion del riesgo sobre el crédito solicitado. Asi, las entidades financieras
definen su apetito al riesgo e implementan métricas para captar y diferenciar clientes buenos
0 con menor riesgo de no pagar de aquellos clientes con probabilidad de ser morosos,
usualmente estas métricas se construyen a partir de la informacion de experiencia crediticia

del cliente con el banco y con el mercado financiero.

La informacion de la experiencia crediticia del cliente en el mercado financiero es
consultada en las centrales de informacion de crédito, en el caso de Colombia Transunion y

Experian son las dos entidades principales. A partir de la historia de crédito, las areas de



analitica y de riesgo de crédito disefian un perfil de riesgo del cliente y las evalGan frente a
los requisitos de colocacion de crédito del banco, si el cliente cumple las condiciones, su

crédito sera desembolsado.

Los principales requisitos para que una persona pueda acceder al crédito formal,
tradicionalmente son: el historial de crédito, que incluye registro de la mora incurrida y
montos de pago de los clientes, la antigliedad en la historia de crédito, los tipos de crédito
que ha adquirido el usuario previamente, entre otros. (Hurley y Adebayo, 2017). Murcia
(2007) afirma que cuando un cliente quiere acceder a crédito formal, el banco solicita
informacion sobre el nivel de ingresos, revisa la historia de comportamiento crediticio y el
valor de las garantias, con el fin de anticipar el nivel de endeudamiento del cliente y predecir

la probabilidad de pago del crédito.

Consultar la historia de crédito a las centrales de informacion financiera, implica dos
barreras de acceso al crédito tratadas en Hurley y Adebayo (2017), por un lado, los criterios
para otorgar un crédito dependen en gran medida del historial crediticio del pasado, esto
redunda en la exclusion de grupos de poblacion con condiciones Optimas para el acceso al
crédito que no tienen experiencia previa y por ende carecen de informacion relacionada en

centrales de informacioén crediticia.

Por otro lado, los datos del reporte crediticio pueden contener errores y rezagos en la
informacion, la comision de comercio federal de Estados Unidos en 2013 afirmo que esta

imprecision estuvo cercana al 26% y esto fue causal del 38% de rechazos de créditos para



ese afio. En el 2020 la Oficina de proteccion financiera del consumidor revel6 que durante
los meses de enero a julio las reclamaciones por informacién incorrecta en el reporte de
crédito fueron del 86% (CFPB, 2020). En Colombia en el afio 2020 las quejas de los usuarios
relacionadas con el reporte de crédito represento el 2% del total de reclamaciones ante la

Superintendencia financiera. (Superintendencia financiera de Colombia, 2020)

Las barreras de acceso al crédito y las grandes inversiones que realizan los bancos para
consultar la experiencia de crédito de sus clientes en el mercado, permiten plantear la
posibilidad de los bancos de utilizar fuentes de datos abiertos para realizar perfilamiento de
la demanda de crédito formal, Este es un factor financiero de interés para los bancos, para
replantear su modelo de negocio frente a las fintech como competidor en el mercado de
crédito, que sustentan su operacién en el uso de plataformas digitales de pagos, utilizan

fuentes de datos alternativas y logran capturar informacion de los clientes a un menor costo.

En la competencia del mercado de crédito las entidades buscan adoptar capacidades
digitales, desde el punto de vista de un area encargada de la explotacion de datos, es
relevante comprender la analitica de datos como un proceso iterativo soporte de la toma de
decisiones. Por esto, en la seccion tedrica se abordan las fases de modelos de analitica de
datos: integracion de datos, procesamiento, construcciébn de modelos estadisticos,

almacenamiento de datos, reutilizacion, andlisis y visualizacion de datos.

Esta investigacion académica utiliza una fuente de datos abiertos para aplicar las fases de

un modelo de analitica de datos. Los microdatos utilizados estan anonimizados, recogen



informacion sobre el comportamiento financiero de los hogares colombianos y con el
presente documento se promueve el uso, reutilizacion y visualizacion de datos abiertos en el

pais.

Este documento aporta evidencia empirica sobre la valoracion de acceso al crédito
utilizando informacién alternativa desde un estudio de demanda. Con lo cual se busca
identificar y caracterizar nichos de poblacion que podrian acceder al mercado de crédito
formal. La pregunta que motiva esta investigacion es ¢Cual es el perfil de la poblacion y la
probabilidad de acceder a crédito formal utilizando técnicas supervisadas de clasificacion

sobre una fuente de datos abiertos?
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1.2 Objetivos y pregunta de investigacion

El propdsito de este trabajo es caracterizar el perfil de la poblacién y predecir la
probabilidad de acceder a crédito formal utilizando técnicas supervisadas de clasificacion

sobre un conjunto de datos abiertos. Para lograrlo se proponen cuatro objetivos especificos:

1. Identificar y describir las fases de un modelo analitico de datos.

2. Recopilar fuentes de datos relevantes para la caracterizacion y prediccion de la
demanda de crédito.

3. Disefar la integracion y explotacion de las fuentes de datos.

4. Estimar el modelo de caracterizacion y prediccion de la demanda de crédito.

Este trabajo responde a la pregunta de investigacion: ¢ Cual es el perfil de la poblacion y la
probabilidad de acceder a crédito en el sector financiero formal, utilizando técnicas

supervisadas de clasificacion sobre una fuente de datos abiertos?
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1.3 Alcance y Limitaciones

El alcance de este estudio es realizar la caracterizacion y prediccion de la demanda de
crédito en las tres principales ciudades de Colombia: Bogot4, Medellin y Cali, a partir de
datos abiertos. Para realizar el alcance se revisa el marco tedrico sobre modelos analiticos de
datos utilizando técnicas supervisadas de clasificacion y prediccion de la demanda de crédito

financiero formal en Colombia.

Se selecciona una fuente de datos abiertos a partir de los criterios de reutilizacion de datos
sugeridos por el modelo MELODA (Metric for releasing open data) y se selecciond la
Encuesta anual de carga financiera y educacion financiera de los hogares (lefic) realizada
por el DANE (2019) y el Banco de la Republica (2019). Para asegurar la calidad de los datos

seleccionados, se evaluaron criterios inherentes de la ISO/ IEC 25012.

Luego, se realiza la fase descriptiva mediante el analisis de estadistica descriptiva de la
fuente de datos y un andlisis de correlacion entre las variables preseleccionadas.
Posteriormente, se desarrolla la fase del modelo predictivo, utilizando tres técnicas

supervisadas de clasificacion, arbol de decisidn, bosque aleatorio y regresion logistica.

En dltimo lugar, se realiza una matriz de priorizacion con las variables mas significativas
que permiten describir los mejores perfiles de riesgo de los clientes y la probabilidad de
acceder al crédito financiero formal, los resultados se presentan en un tablero de

visualizacién analitica.
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La Encuesta anual de carga financiera y educacion financiera de los hogares (lefic) es la
principal fuente de microdatos y fue disefiada para obtener informacion de calidad sobre la
situacion financiera de los hogares segun el DANE, (2009). Una limitacion de este estudio es
que la fuente de datos seleccionada solo contempla las tres principales ciudades del pais:

Bogota, Medellin y Cali.

La lefic se realiza sobre una muestra poblacional de la Gran encuesta integrada de
hogares (GEIH) a partir de la tenencia de productos financieros de algin miembro del hogar
encuestado. Y se encuentra disponible desde el afio 2010 hasta 2016 s6lo para muestras
poblacionales de Bogota, y para 2017 y 2018 se incluyeron Cali y Medellin. En este estudio,
para el desarrollo del modelo se analizan las dos encuestas de 2010 hasta 2016 para Bogota y
2017-2018 para Bogota, Cali y Medellin, se realizan modelos de entrenamiento

independientes.

La lefic hace parte del sitio web de datos abiertos del Ministerio de tecnologias y
comunicaciones de Colombia MINTIC (2019), los microdatos estan anonimizados, por
tratarse de informacion de identificacion de personas en cumplimiento de la Ley Habeas
Data, esto implica que el Unico tipo de asociacion de bases de datos relacionales que puede

realizarse sobre esta fuente de datos es con la GEIH y se excluyen otras fuentes.
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1.4 Metodologia

La metodologia se desarrolla siguiendo los pasos propuestos por el proceso de
descubrimiento de conocimiento en bases de datos KDD de Fayyad U. (1996) en la grafica 1
se nombran los pasos y a continuacion, se hace una breve descripcion de lo que debe

contener cada uno y como se desarroll6 a lo largo de este trabajo.

Gréfica 1 Proceso de descubrimiento de conocimiento a partir de bases de datos KDD

8. Interpretacion
9. Consolidacion
5. Seleccion de la técnica de mineria de datos

6. Seleccion del algoritmo @
7. Desarrollar el algoritmo seleccionado /
— Conocimiento
4_Transformacion de datos / 060606

3. Limpieza y pre procesamiento /

, : Transformacion de
2. Seleccionar variables /
-

datos
1. Objetivo del usuario final -

Preprocesamiento de
/ - datos
Datos objetivo

Patrones

Fuentes de datos
Fuente: Fayyad, U. (1996)

Objetivos del usuario final: Se define el objetivo prioritario para el usuario final, se
seleccionan las fuentes de datos a utilizar y se plantea si el producto final del proceso sera
utilizado para clasificacion, visualizacion, exploracion, sumarizacion.

Para cumplir con el primer paso, en este trabajo, se realiza en el estado del arte, una

revision de trabajos previos sobre el acceso al crédito y las fuentes de datos que se han

14



utilizado en las investigaciones preliminares. Y a partir de los objetivos definidos en este

estudio, se expone la contribucion de esta investigacion.

En el marco conceptual, se explican las fases del modelo de descubrimiento en bases de
datos y las técnicas de mineria de datos utilizadas. Y la selecciéon de la fuente de datos
abiertos se desarrolla en el capitulo tres de fuentes de datos, se explican los criterios dados
por el modelo MELODA 4.0 (Metric for releasing open data) para seleccionar la fuente de
datos abiertos y la I1ISO 25012 para evaluar la calidad de la fuente de datos abiertos

seleccionada.

Seleccidn de variables: Se realiza la preseleccion de variables que son de interés para el
negocio y que cumplen con los criterios de homogeneidad y completitud de los datos,

definidos en la ISO 25012.

Limpieza y procesamiento: Se analiza la calidad de los datos y se aplican operaciones de
estadistica basica, para el manejo de datos desconocidos, nulos, duplicados y atipicos, para
corregir los datos atipicos se utilizan histogramas y la técnica del rango del valor esperado
IQR. Para corregir los datos nulos se usan métricas de tipo estadistico como media, moda,

minimo y maximo para reemplazarlos.

Transformacion de variables: Se utilizan métodos de reduccion de dimensiones o de
transformacion para disminuir el nimero efectivo de variables bajo consideracion o para
encontrar representaciones invariantes de los datos (Fayyad et al., 1996). Se utilizan métodos

de reduccién de dimensién de bases de datos horizontal y vertical. La reduccién horizontal,
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consiste en la discretizacion de valores continuos basada en indicadores de entropia como el
valor de la informacién y el peso de la evidencia. Para las variables continuas de precios,
ingresos y gastos se construye un indicador para expresarlas en precios constantes de 2018.
La reduccion vertical, implica eliminar atributos que son insignificantes o redundantes en el

contexto del problema. (Han y Kamber, 2001)

Seleccion de técnicas de mineria de datos: De acuerdo con el objetivo definido, en este
caso se aplican técnicas de sumarizacion, exploracion y correlacion, para el analisis

descriptivo de caracterizacion y técnicas supervisadas de clasificacion para la fase predictiva.

Seleccion de algoritmo: Para las técnicas de sumarizacion se utilizan estadisticos
descriptivos basicos y un analisis de correlacion, los algoritmos de las técnicas supervisadas

que se seleccionan son arbol de decision, bosque aleatorio y regresion logistica.

Interpretacion y consolidacion de resultados: Se interpretan los resultados de los
algoritmos, se extrae una lista de variables significativas de los modelos a la luz de los
objetivos del negocio, y se crea un tablero de visualizacion para mostrar los patrones de

comportamiento, el perfil de la poblacién con mayor probabilidad de acceder al crédito.
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1.5 Estructura del documento

En el capitulo dos, del estado del arte, se realiza una revision de los trabajos previos de
acceso al crédito, los objetivos perseguidos por la investigacion, las fuentes de datos y el
modelo de prediccion utilizados en las investigaciones preliminares. Se explican los de

modelos de descubrimiento a partir de bases de datos y sus respectivas fases.

En el capitulo tres, se selecciona la fuente de datos abiertos, evaluando los criterios dados
por el modelo MELODA 4.0 (Metric for releasing open data) para medir el nivel de
reutilizacion de la fuente de datos abiertos y la 1ISO 25012 para evaluar la calidad de la fuente

de datos abiertos seleccionada y se describen las variables de la fuente de datos utilizada.

En el capitulo cuatro, se explican las tareas realizadas de limpieza, procesamiento y
transformacion de la base de datos seleccionada, para identificar las variables que estan
completas, corregir datos vacios y atipicos, y transformar variables, a partir de la
discretizacion de variables continuas con base en criterios de entropia como: el valor de la
informacion y el peso de la evidencia. También, las variables continuas de precios, ingresos
y gastos se expresan en un indicador a precios constantes de 2018 para que sean comparables

en el tiempo.

En el capitulo cinco, se realiza el anélisis de caracterizacién, en el cual se estiman las
estadisticas descriptivas basicas sobre las variables, se realiza un analisis exploratorio grafico
y se calcula el indice de correlacion entre las variables explicativas y la variable respuesta. Y

se presentan las visualizaciones de la caracterizacion.
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Posteriormente, en el capitulo seis, se desarrolla la fase del modelo predictivo, utilizando
tres técnicas supervisadas de clasificacion, arbol de decision, bosque aleatorio y regresion
logistica, para cada una de las técnicas se discuten los supuestos, las ventajas, desventajas del
modelo, y la seleccidn de variables significativas de cada modelo, se compara el desempefio
de los tres modelos en términos de disminucion de la tasa de error, mejor desempefio en la

clasificacion y mayor generalidad de las reglas de decision.

En la seccion seis cuatro, sobre los resultados, se obtiene una comparacién con las
variables mas significativas que permiten describir los mejores perfiles de riesgo de los
clientes y la probabilidad de acceder al crédito financiero formal, los resultados se presentan
en un tablero de visualizacion analitica y el analisis se documenta en el presente trabajo de

fin de master.

Finalmente, en el capitulo siete, se describen las conclusiones, el cumplimiento de los
objetivos planteados en el presente estudio, los trabajos futuros y la relacion del trabajo con

los estudios cursados.
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2 Estado del arte

La demanda de crédito en Colombia es objeto de investigacion en tres perspectivas, segun
(Murcia, 2007) la primera, el mercado de crédito agregado y sus restricciones. El segundo
enfoque es desde la oferta, el cual se desarrolla desde la perspectiva de los bancos, se han
utilizado encuestas como la Encuesta trimestral sobre la situacion del crédito en Colombia
del Banco de la Republica (2021) para medir el desempefio de la demanda segun la
percepcion de los desembolsos de crédito de los bancos. Finalmente, el enfoque de la
demanda a partir de microdatos sobre el comportamiento de los usuarios de productos

financieros.

2.1 Trabajos previos sobre la demanda de crédito

En las investigaciones previas sobre la demanda de crédito se encuentran trabajos
empiricos desarrollados sobre la gestion de riesgo de los clientes como el de Butaru et al.
(2016) quienes proponen una metodologia para predecir el nivel de riesgo de los clientes
existentes en seis bancos comerciales de Estados Unidos, combinando variables del
comportamiento en el uso de las tarjetas de crédito, informacién del burd de crédito y
variables macroecondémicas. Y realizan un modelo mediante herramientas de arboles de
decision para medir la capacidad de discriminacion entre clientes con probabilidad de pago y
de no pago, para cada una de las entidades de estudio de acuerdo con las politicas de

otorgamiento de crédito internas de cada entidad.
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En trabajos previos de investigacion como el de FICO (2017) se demuestra que las fuentes
de datos alternativas agregan valor predictivo a los modelos de riesgo de crédito basados en
datos tradicionales. El andlisis se realizd para una cartera de solicitud de préstamos
personales, los atributos de datos de crédito tradicionales capturaron mas valor que las
caracteristicas de datos alternativas, cuando se combinan las fuentes de datos tradicionales y
alternativas, los datos alternativos capturaron aproximadamente el 60% del poder predictivo,
y se obtuvo un alto grado de superposicion entre los dos, se gener6 un modelo con mayor

capacidad predictiva.

Murcia (2007) realiza un analisis sobre los determinantes del crédito en Colombia, a partir
de los microdatos de la Encuesta de calidad de vida de los hogares elaborada por el DANE
(2003), las variables mas importantes fueron el ingreso, la riqueza, la posicién geogréfica, el
acceso a la seguridad social, el nivel de educacién y la edad, estos factores influyen en la

posibilidad de adquirir tarjeta de crédito y crédito hipotecario en Colombia.

Murcia (2007) utiliza la metodologia de componentes principales para construir indices de
riqgueza y de no pago, y se incluyen como variables explicativas del modelo junto con
variables sociodemograficas como la ubicacién demogréfica y el sexo. Utiliza un modelo
probit! para evaluar la probabilidad de adquirir un crédito hipotecario y tarjeta de crédito, su

conclusion mas relevante es que las variables mas significativas son las caracteristicas

LEn Gujarati y Porter (2010) se explica que el modelo probit permite estimar la probabilidad de que un evento suceda,
cuando la variable respuesta es dicotémica o presenta dos clases.
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socioecondmicas y la riqueza, y que existe autoexclusion de los hogares para acceder al

crédito.

Iregui, Melo, Ramirez y Tribin (2018) utilizan la Encuesta longitudinal colombiana (elca)
elaborada por la Universidad de los Andes (2013) concluyen que la probabilidad de que un
hogar tenga crédito esta relacionada positivamente con el estado civil del jefe del hogar
(casado), su educacion, el ingreso, el tamafio del hogar, la propiedad de la vivienda y la

participacion laboral.

El estudio de Gutiérrez et al. (2011) utiliza la Encuesta de carga y educacion financiera
de los hogares de 2010 para Bogotd, y analiza las condiciones de endeudamiento y los
determinantes de la probabilidad de incumplimiento y de sobreendeudamiento de los
hogares. Su principal conclusién es que cuando aumenta el ingreso, el empleo y la edad del
jefe del hogar disminuye la probabilidad del incumplimiento. (Iregui, Melo, Ramirez y

Tribin, 2018).

Céspedes (2017) estima la elasticidad de la demanda de crédito respecto a la tasa de
interés, mediante un modelo de regresion de minimos cuadrados ordinarios calcula que ante
un incremento de 1 % en la tasa de interés de mercado, la demanda de crédito disminuye en
0,29%. EIl autor crea una base de datos Unica resultado de la relacion entre la base de
Registro Consolidado de Créditos (RCC) y la Encuesta Nacional de Hogares de Perl

(ENAHO), para los afios 2008-2014. Las variables significativas son la heterogeneidad de
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acuerdo con el tipo de crédito, la moneda en la cual se otorg6 el crédito, el nivel de ingreso y

el nivel educativo de las personas que acceden al crédito.

Marifio, Pacheco y Segovia (2018) utilizan la Encuesta de carga y educacion financiera
de los hogares elaborada por el DANE (2012-2018) y realizan un analisis de indicadores
para Bogota, Cali y Medellin, plantean un indicador de carga financiera, medido como la
razén entre la amortizacion, y el pago mensual de intereses, y el ingreso mensual del hogar.
Otro indicador de deuda total del hogar sobre el ingreso anual. Entre los principales
hallazgos encontraron que Bogota present6 doble digito de los indicadores comparado con

las otras ciudades.

En la tabla 1 se resumen los estudios previos que han utilizado microdatos sobre el
comportamiento de crédito de los individuos, tales como Murcia (2007) utiliz6 la Encuesta
de calidad de vida de los hogares elaborada por el DANE (2003), Gutiérrez et al. (2011)
utilizé la Encuesta de carga y educacion financiera de los hogares elaborada por el DANE

(2010).

Iregui, Melo, Ramirez y Tribin (2018) utilizaron la Encuesta longitudinal colombiana
(elca) de la Universidad de los Andes (2013). Y Céspedes (2017) en Per( utilizo la Encuesta
Nacional de Hogares (2008-2014). Todos los autores resaltan la escasez de la literatura sobre
estudios que hayan utilizado datos desagregados a nivel de cada uno de los créditos para

caracterizar y predecir la demanda de crédito.
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Tabla 1 Investigaciones previas sobre la demanda de crédito

Autor Objetivo Fuentes de Modelo Variables Hallazgos
datos
Murcia Determinantes  Dane. Regresion Riqueza Probabilidad
(2007) del acceso al Encuestade probabilistica Sociodemograficas observada:
credito calidad de 4%(Hip)
hipotecario y vida (2003) 10% (Tdc)
tarjeta de Probabilidad
crédito en modelada:
Colombia 2% (Hip)
4% (Tdc)
Céspedes Estimar la Encuesta Regresién Tasa de interés Elasticidad:
(2017) elasticidad de la Nacional de minimos Edad -0,29%
demanda de Hogares cuadrados Ingreso Concentracion
crédito anivel  (2008-2014) ordinarios. Nivel educativo ingreso alto,
de personas Reporte Region Lima, Edad
consolidado Actividad laboral ~ media, Méas
de créditos Conocimiento educada.
financiero.
Iregui etal. Determinantes  Universidad Regresion Estado civil Aumento del
(2018) del crédito de los logistica Educacion ingreso
formal e Andes Ingreso aumenta la
informal en Encuesta Tamafio hogar probabilidad
zonas urbanasy longitudinal Propiedad del crédito
rurales en colombiana vivienda formal, tanto
Colombia (2016) Participacion en la zona
laboral urbana como
enlarural,y
reduce la
probabilidad de
tener un crédito
informal.
Marifio, Indicadores de  Dane, Analisis de Indicador de carga Los
Pacheco,y endeudamiento Encuestade sensibilidad  financiera (CFI) indicadores
Segovia tenencia de carga Indicadores Deuda (DSI) CFly DSI
(2018) productos de financieray  sintéticos Promedio de cuota  disminuyeron
crédito educacion respecto al afio
financiera anterior, esto se
de los explica por un
hogares incremento del

(2012-2018)

ingreso.

Fuente: Elaboracion propia
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2.2 Propuesta y contribucidn de la investigacion

La contribucion de esta propuesta de investigacion es aportar evidencia sobre la
prediccion del acceso al crédito en Colombia, utilizando datos abiertos como una estrategia
de inclusién financiera para mitigar dos barreras de acceso al crédito, definir un perfil de
bajo riesgo para grupos de poblacién con condiciones Optimas, que no tienen experiencia
previa y carecen de informacion histdrica sobre sus habitos de pago. También la propuesta
puede aplicarse cuando los reportes de historia de crédito contienen errores o rezagos de

informacion.

El uso de datos abiertos, en particular, con microdatos, esto es un aporte en si mismo, que
permite desarrollar el mercado de la economia digital (Iglesias, 2020). Por las caracteristicas
de ser reutilizable, accesible, facil de compartir y de calidad, tiene como impact6 el menor
costo de recabar informacion. Ademas, autores como Murcia, (2007), Gutiérrez et al. (2011)
Iregui, Melo, Ramirez, & Tribin, (2018) y Céspedes (2017) resaltan la escasez de la literatura
sobre estudios que hayan utilizado datos desagregados a nivel de cada uno de los créditos

para la prediccién de acceso al crédito.

En la practica, los bancos disefian sus modelos de prediccion y riesgo de crédito a partir
de datos desagregados del comportamiento de sus clientes, estos datos por regulacion
legislativa y proteccion de la privacidad del cliente no son publicos, pero son el insumo de
los bancos para disefiar métricas de su oferta en el mercado. Esta investigacion propone y

desarrolla el andlisis utilizando una fuente de datos abiertos, especificamente la Encuesta
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anual de carga financiera y educacion financiera de los hogares (lefic) realizada por el

DANE (2019) y el Banco de la Republica (2019).

Este estudio se aborda desde el &mbito de la informatica y utiliza la metodologia de
modelos de descubrimiento de conocimiento a partir de bases de datos (KDD), el cual
considera el componente de modelacion estadistica, un paso dentro del proceso automatico,
como explican Timaran, Hernandez, Caicedo, Hidalgo, y Alvarado (2016) “El proceso KDD,
combina descubrimiento y analisis, para extraer patrones de comportamiento en forma reglas
generalizadas a partir de los datos, para que el usuario pueda comprender los datos de forma

sistematica”

En este trabajo, las técnicas desarrolladas para extraer conocimiento son la sumarizacion y
la clasificacion, en la primera se realiza el analisis descriptivo y un analisis de correlacién de
variables y para la fase predictiva se desarrollan técnicas supervisadas de clasificacion: arbol
de decision, bosque aleatorio y regresion logistica. Para el analisis de los resultados se

incorpora el componente de visualizacion analitica.

A continuacién, se definen los conceptos utilizados: modelos de descubrimiento en bases
de datos, las fases de un modelo descriptivo y predictivo, datos abiertos y visualizacion de
datos. Para abordar la pregunta de investigacién ¢Cual es el perfil de la poblacion y la
probabilidad de acceder a crédito en el sector financiero formal, utilizando una fuente de

datos abiertos?
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2.3 Modelos de descubrimiento de conocimiento de bases de datos (KDD)
“Un modelo de descubrimiento de conocimiento KDD es el proceso de identificar y
extraer patrones de comportamiento de los datos o conocimiento comprensible aplicando

técnicas computacionales, tipicamente presentan una fase descriptiva y otra predictiva”

(Fayyad, 1996)

En Chapman (2000) se describe un modelo de descubrimiento de conocimiento como un
proceso ciclico de seis pasos: comprension del negocio, comprensién de los datos,
preparacion de los datos, modelacién analitica, evaluacién y despliegue. En el paso de
modelacién analitica concierne aplicar técnicas estadisticas apropiadas de la mineria de

datos: modelos descriptivos y predictivos (Alfred, 2005).

Grafica 2 Modelo de descubrimiento en bases de datos
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26



Hardoon y Schmueli (2016) muestran que las organizaciones dominan la inteligencia de
negocios cuando tienen la capacidad e infraestructura de la compafiia para generar reportes
de datos automatizados, mientras que la analitica se entiende como la incorporacion de
métodos estadisticos y algoritmos sobre grandes volimenes de datos para generar reportes y
acciones que pueden implementarse dentro de la organizacién para alcanzar sus objetivos

corporativos.

Hardoon y Schmueli (2016) afirman que los modelos de analitica comprenden las
siguientes fases: Exploratorio y descriptivo: los datos hablan del pasado, predictivo, los
datos hablan de un prondstico futuro, prescriptivo, los datos brindan una recomendacion

optimizada sobre las decisiones futuras, y la visualizacion estratégica de los resultados.

Gréfica 3 Modelo analitico de explotacion de datos
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La Asociacion bancaria del euro (2017) explica las fases de un ciclo analitico de datos,
como se muestra en la grafica 4, primero, un enfoque retrospectivo utilizando datos
historicos, que incluye las fases descriptiva y diagnostico. Y el enfoque de pronostico de los
datos, incluyendo las fases predictivas y prescriptivas, para obtener valor de cada una de las
fases, se deberan aplicar las técnicas estadisticas apropiadas, segun la disponibilidad de los
datos y crear herramientas de visualizacion que puedan ser implementadas para la toma de

decisiones de un banco, segun el nivel de las preguntas e indicadores claves planteados.

Grafica 4 Fases del modelo analitico de datos
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Fuente: Asociacion bancaria del euro (2017)
La Asociacion bancaria del euro (2017) explica que 1. El analisis descriptivo proporciona
informacidn basada en el analisis de datos historicos. Se espera que la visualizacion analitica
de sus resultados sean la generacion de informes estandar y tableros de control para

monitorear los datos de la compafiia. 2. La analitica de diagnostico se utiliza para identificar
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la causa de los resultados de eventos pasados con base en datos histéricos, la visualizacién de
sus resultados incorpora anélisis de varianza y paneles interactivos. 3. La analitica predictiva
ayuda a predecir eventos futuros mediante la busqueda de patrones en datos histéricos. 4. El
analisis prescriptivo ayuda a la toma de decisiones, ya que permite identificar la decision

Optima para lograr el resultado deseado.

Grafica 5 Metamodelo de descubrimiento de conocimiento KDM
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Fuente: Ruppert (2018)

En la tabla 2 se explican las categorias de visualizacion de datos y su correspondiente
equivalencia con el metamodelo de descubrimiento de conocimiento a partir de datos, se
resalta la diferencia entre inteligencia de negocios y la analitica de negocio, en la categoria
de inteligencia de negocios los datos son estructurados, la compafiia tiene la capacidad de la

infraestructura tecnoldgica para producir datos estructurados.

Sin embargo, el esfuerzo de la explotacion de los datos es totalmente realizada por el
humano, y el objetivo alcanzado apenas permite explorar ideas clave <<insights>>, a partir

de las visualizaciones obtenidas. Es todavia una fase retrospectiva del uso de los datos que
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sugiere el uso de la estadistica a nivel de diagndstico y la generacién de reportes

automatizados para medir indicadores y alertas.

Tabla 2 Metamodelo de descubrimiento de conocimiento KDM

Categoria Objetivo ~ Abstraccion  Interacci Deteccién de Equivalenci

data on patrones aDM
Disefio de Presentar Agregada Baja Humano Reportes
informacion  “insights” Data de (guiado)
reporte
Visualizacion  Exploracio Datos Media Humano Inteligencia
informacion  n “insights”  estructurados de negocio
Analitica Explorary Datos no Alta Humano Analitica de
visual extraer estructurados (+) negocio
“insights” Magquina visual
KDD Extraer Datos no Baja Maquina Analitica de
“insights”  estructurados negocio

Fuente: Ruppert (2018)

En la categoria de analitica de negocio, se incorporan datos externos y no estructurados
dentro de los analisis y procesos de la compafiia, el esfuerzo de la explotacion de los datos es
desarrollado por la combinacion de los factores humano y maquina. El objetivo alcanzado

permite explorar y extraer ideas clave <<insights>> de las visualizaciones obtenidas.

Desde las fases del ciclo analitico explicadas anteriormente, se considera el comienzo de
la fase prospectiva del uso de los datos, que sugiere el uso de métodos estadisticos
predictivos que dependen del esfuerzo de la maquina, y la generacion de una herramienta
automatizada reutilizable que permite visualizar los resultados segun los cambios

paramétricos dados por el humano.
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Finalmente, la categoria de KDD se desarrolla completamente con datos no estructurados,
la explotacién de los datos depende del esfuerzo de la méaquina, el objetivo alcanzado
permite extraer “insights” de las visualizaciones obtenidas. Hace parte de la fase prospectiva
de optimizacion del uso de los datos, sugiere el uso de métodos predictivos y aprendizaje
automatizado <<machine learning>> que dependen del esfuerzo de la méaquina, y la
visualizacién de datos se muestra en formato de datos no estructurados y sistemas de

recomendacion.

Siguiendo a Ruppert (2018) una solucion analitica de negocio visual pueda ser
implementada dentro de una compaiiia, su viabilidad desde la perspectiva del disefio de
sistemas y procesos se enmarca en los siguientes hitos con iteraciones e interacciones
repetitivas:

a. Disefio exploratorio que responde a las preguntas ¢cémo se utilizara el sistema? y

¢cudles seran las tareas para realizarlas?

b. La fase de implementacion estd compuesta por una fase predictiva ¢qué tan eficiente

sera el sistema? y otra formativa ¢cémo puede mejorarse el sistema?

c. Evaluacion sumativa ¢qué tan bueno es el desempefio del sistema?

31



Tabla 3 Disefio de procesos de una solucién analitica visual

Disefio Implementacion Evaluacion
q! Exploratorio 41 Predictivo 3 Formativo - Sumativo
;.E- iComo sera E i Cudnto mejora F iComo puede o iQue tan
utilizado el el rendimiento S llegar a ser g bueno es el
sisterna y cudles del usuario mejor el desempefio
son las tareas utilizando el sistema? final del
gque reglizara? sistema? sistema?
Objetivos
Disefio e o Integracicn e .
. . - Seleccion y . . * Adaptacion y
identificacion clasificacién interaccion reutilizacion
+ Stakeholders . * Datos y modelo )
. Datos * Qperacion Humano del sistema.
* tipo de datos .. U * Umbrales
+ Modelo maguina

Métodos de evaluacion

Reguerimiento Evaluacidn Evaluacisn
tareas Prototipo rendimiento cictema
Humano- magquina stakeholders

Inspeccidn <Evaluacion experto= Testing <= Evaluacion usuario »

Fuente: Ruppert (2018)

Desde el enfoque de disefio de procesos, siguiendo a Ruppert (2018) en la Tabla 3 se
presentan los lineamientos para el desarrollo de herramientas de visualizacion de datos
analitica, se tienen cuatro fases, exploratoria, predictiva, formativa y sumativa. En la fase
exploratoria se realiza el disefio e identificacion de los interesados <<stakeholders>>, los
datos a utilizar y el modelo, esta fase se desarrolla a partir del requerimiento de la solucién a

las necesidades del grupo de interés, y la definicion del plan de tareas a desarrollar.

En la fase predictiva, se evalia como se mejora el rendimiento del usuario con la
solucion, se define como va a realizarse la operacién del proceso y los tipos de datos a
utilizar, y se desarrolla el prototipo de la solucion. En la fase formativa, el interés se centra
en como se mejora el sistema, se define la interaccion entre el usuario y la maquina,

Finalmente, en la fase sumativa se evalta que tan bueno es el desempefio del sistema.
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Siguiendo con la metodologia propuesta y el objetivo del presente estudio que es
determinar ;cual es el perfil de la poblacién y la probabilidad de acceder al crédito?, se
considera pertinente seguir el enfoque planteado por Hardoon y Schmueli (2016) y la
Asociacion bancaria del euro (2017). A continuacion, se explican conceptualmente las fases

del modelo descriptivo y predictivo, las fuentes de datos abiertos y visualizacion de datos

Especificamente, sera necesario evaluar dos fases del ciclo analitico, la caracterizacion de
la poblacién para identificar las variables relevantes del conjunto de datos, y posteriormente

la fase predictiva para evaluar la probabilidad de adquirir crédito o no.

2.4 Analisis descriptivo

Los modelos descriptivos tienen como objetivo resumir y representar la estructura del
conjunto de datos, y mostrar tendencias historicas. Como se explica en Hernandez, (2012) y
en Molina y Garcia, (2006) la analitica descriptiva proporciona técnicas de estadistica sobre
la muestra y las observaciones que se han realizado, tales como: promedios, sumas, conteos,
agregaciones y correlacion entre variables que ayudan a describir la relacion entre los datos.
Asi, para las variables continuas se pueden observar algunas métricas unidimensionales, tales
como:

e Medidas de posicion: media, moda, mediana, posicion no central

e Medidas de dispersién: rango, varianza, desviacion estandar y percentiles,

e Medidas de forma: histograma

e Medidas de concentracion: La curva de Lorenz e indice de concentracién de Gini
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Para las variables nominales:
e Frecuencias relativas

e Mediay varianza de probabilidad estimada

2.4.1 Relaciones entre dos variables — Tablas de contingencias

Para analizar la dependencia entre los valores de variables nominales, se puede utilizar
para dos variables una tabla de contingencia, para calcular la frecuencia de aparicion o

distribucion, en ese sentido, se puede estimar la probabilidad marginal de un evento.

2.4.2 Relaciones entre maltiples variables

Estas técnicas se agrupan en tres categorias: Analisis de dependencia, interdependencia y
otras. Para estudiar la relacion entre multiples variables, se busca: determinar la asociacion
entre las variables, la fuerza de la asociacion, a través de la correlacion, la forma de la
relacion, y posteriormente, la prediccién de la variable objetivo, a partir de las variables

independientes o explicativas.

2.5 Analisis predictivo

En el area del riesgo de crédito, la elegibilidad de los clientes que solicitan un crédito se
define utilizando mediciones estadisticas, que parten de modelos de clasificacion sobre
muestras de poblaciéon con la variable objetivo, se busca establecer reglas de decision e

incorporarlas para evaluar nuevas muestras (Tang, Cai, y Ouyang, 2019).
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Los modelos predictivos tienen como principal objetivo representar la probabilidad de
ocurrencia de un evento, expresado en una variable resultado, a partir de un conjunto de
variables de entrada o variables explicativas. Depende del tipo de variable respuesta, el
modelo predictivo puede ser de clasificacion, si es una variable categorica o binaria, o de

regresion si es una variable continua.

Existen varias técnicas de clasificacion, las mas adoptadas son: técnicas supervisadas y no
supervisadas, en la primera, el conjunto de datos tiene una variable respuesta etiquetada y
conocida, mientras que, para la segunda, no hay una unica variable respuesta, el objetivo es
conocer la estructura de los datos y las posibles relaciones entre las variables (Maglogiannis,

Karpouzis y Wallace, 2007).

En las técnicas supervisadas el algoritmo especifica las clases de la clasificacion y es
necesario utilizar gran cantidad de datos de entrenamiento, para las técnicas no supervisadas,
el usuario especifica el nimero de categorias en que se agrupan las variables, tiene mayor

complejidad en la interpretacién de los datos.

2.6 Técnicas supervisadas de clasificacion

La caracteristica principal del aprendizaje supervisado es que el conjunto de datos esta
etiquetado, esto quiere decir que, para cada registro, se pueden observar caracteristicas,
atributos o variables explicativas y una variable etiqueta o variable respuesta conocida, la

variable respuesta puede ser categoérica, en este caso se utilizan modelos de clasificacion, o
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puede ser una variable continua, para estos se utilizan los modelos de regresiéon. (Doherty,

Camifia, White, y Orenstein, 2016)

Es de carécter no paramétrico, esto implica que no se requiere evaluar la dependencia
entre las variables, el objetivo es obtener una funcion que permita predecir la variable

dependiente para los casos desconocidos.

Las técnicas supervisadas mas populares para la valoracion de riesgo y acceso al crédito,
siguiendo la revision empirica realizada por Tang, Cai, y Ouyang, (2019) son: la regresion
logistica, los arboles de decision y redes neuronales. Los autores resaltan estudios relevantes
como el de Press y Wilson (1978) quienes fueron los primeros en establecer la utilidad de las

regresiones logisticas en este campo.

El trabajo de Sohn y Col. (2016) que utilizan informacién financiera y no financiera, y
proponen un método de regresion logistica difusa utilizando datos de la solicitud de crédito.
También, el trabajo de Jena y Col (2017) quienes desarrollan una comparacion entre la
regresion logistica, y algoritmos de clasificacion como el arbol de decisiéon y el modelo de

red neuronal, el ultimo obtuvo el mejor desempefio.

De acuerdo con Maglogiannis, Karpouzis y Wallace, (2007) las técnicas supervisadas
tienen modelos que mejor se ajustan segun el tipo de variable respuesta, cuando se trata de
una variable continua y multidimensional, serd mejor utilizar, redes neuronales y maquinas
de vectores de soporte, y cuando se trata de una variable respuesta categorica o discreta, se

tiene mejor desempefio si se utilizan arboles de decision o técnicas basadas en reglas.
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Ademas, los arboles de decision ofrecen alto criterio de precision e interpretacion que se
traduce en reglas basadas en algoritmos que permiten la clasificacion y ordenamiento de

grupos del subconjunto, a partir del conjunto de datos de entrenamiento.

La regresion logistica es una de las técnicas mas tradicionales en el campo de la
valoracion de crédito y acceso al crédito, en el trabajo de Bartual, Garcia, Giménez y
Romero, (2012) se defiende su uso y se argumenta que esta técnica permite obtener un buen
desempefio explicativo por el ajuste y precision que puede alcanzar y obtener la probabilidad

del evento clasificado.

Sin embargo, algunas desventajas presentes son el sesgo de seleccion de las variables
explicativas, no indica los puntos de corte de las variables explicativas y presenta

inestabilidad debido a la composicién de la muestra utilizada para el modelo.

En esta linea se resalta el trabajo de Hargreaves, (2019) que utiliza la regresion logistica
para identificar la probabilidad de los nuevos clientes que acceden a crédito tendran buen
desempefio o entraran en mora, utilizando un conjunto de datos del banco de Alemania

obtiene un indicador del 74% sobre la precision de su modelo.

La autora Hargreaves, (2019) afirma que la regresion logistica es uno de los métodos mas
robustos cuando se tienen variables explicativas binarias. Ademas, es Gtil cuando la relacion
entre la variable objetivo y las variables explicativas no es lineal, requiere menor esfuerzo

computacional y tiene mayor capacidad de interpretacion que otros algoritmos.
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2.6.1 Regresion logistica

Este método se utiliza para explicar la relacion entre una variable independiente binaria y

las variables explicativas, la diferencia entre la regresion lineal y logistica es que la primera

da como respuesta una variable continua, mientras que la regresion logistica da como

resultado una variable binaria.

Este tipo de modelos se centra en minimizar el error de las observaciones de la muestra

respecto a la recta promedio, que mejor se aj

usta para predecir el comportamiento de los

datos. La regresion logistica permite predecir variables categoricas con variable respuesta 1y

0. El modelo Logit basico esta representado en

la ecuacion (1). (Allue et al. 2018)

V=—=w'xX

X

Ecuacion (1)

Tabla 4 Ventajas y desventajas de la regresion logistica

Ventajas

Desventajas

El resultado son las variables significativas

Alta sensibilidad a valores atipicos

Facilidad de interpretacion

Sélo puede modelar datos balanceados

Estabilidad en el resultado

Existencia de multicolinealidad puede
reducir la precision de la prediccion del
modelo.

No requiere una distribucion especifica para
las variables

Fuente: Allue
2.6.2 Arboles de decisién

etal. (2018)

En los ultimos afios los problemas de clasificacion se han desarrollado con base en

técnicas estadisticas de particion recursiva ta
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Existen diferentes algoritmos para ejecutar arboles de decisidn, entre los més destacados y
utilizados se encuentran: CHAID (Chi-square automatic interaction detection) desarrollado
por Kass, (1980), CART (Classification and regression trees) desarrollado por Breiman,
Friedman, Olshen, Stone (1984). ID3, C4.5 y C5 desarrollados por Quinlan (1993), Quest

desarrollado por Loh y Shih (1997).

Y el método de inferencia condicional de Hothorn, Hornik, y Zeileis, (2006), los ultimos
autores, desarrollaron una propuesta basada en la distribucion de la probabilidad condicional
para superar los problemas de sobreajuste y el sesgo de seleccion de variables de los métodos

tradicionales.

Hothorn et al., (2006) afirman que los métodos basados en particion binaria, tales como
CART, ID3, C4.5 y C5 dividen el conjunto de observaciones, con el objetivo de aumentar la
homogeneidad de las particiones, se basan en la validacion cruzada y en la definicion de
criterios que buscan maximizar el indicador de ganancia de informacion, funcionan con base

en hiper parametros o criterios de poda y parada.

Pérez y Santin, (2007) resaltan que los hiper pardmetros se establecen a priori por el
investigador, estos son: la profundidad, la extension maxima de los niveles permitidos
después del nodo raiz, el tamafio del arbol, controla la cantidad de ramas del arbol, el namero

de observaciones minimo y maximo en cada particion.

Hothorn et al., (2006) exponen que, en el enfoque tradicional, el sobreajuste se controla

puntualmente definiendo el nimero de particiones permitidas, los criterios de poda permiten
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definir el tamafio adecuado del arbol y la interpretacion del arbol se ve afectada por el sesgo

en la seleccidén de variables.

Asi que proponen utilizar el criterio de la distribucion condicional entre la variable
respuesta y las variables explicativas, en caso de que no exista una relacion la particion se
detiene. Y demuestran que sus resultados son una solucion eficiente ya que se comporta

como un arbol con criterios de poda 6ptimos.

En general, un modelo de clasificacion busca definir las variables independientes que
mejor explican la variable dependiente, separando grupos a partir de particiones de
subconjuntos de datos, los cuales representan las categorias de las variables de entrada. Esta
compuesto por un nodo raiz, que describe las clases de la variable objetivo, nodos rama, que
definen la particion del nodo, las hojas, representan los grupos clasificados y determinan los

puntos de corte respectivos para la agrupacion.

Ademas, permiten representar la probabilidad de que un evento ocurra, finalmente, se
tiene el nodo terminal, que corresponde al ultimo grupo clasificado de cada rama. EI modelo
observa los datos de entrada y divide los datos con mayores diferencias, se utilizan para
evaluar las variables preliminares y da como respuesta una variable de clase. (SAS, 2019) A
continuacion, en la tabla 5 se resumen algunas ventajas y desventajas sobre los arboles de

decision.
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Tabla 5 Ventajas y desventajas de los &rboles de decision

Ventajas

Desventajas

Variables de entrada y salida continuas o
categoricas

Presenta sobreajuste

Prioriza las variables significativas

Presenta mayor tasa de error que otros
modelos

Admite modelos no lineales

Inestabilidad: un cambio en los datos

modifica la estructura del arbol

Facilidad de interpretacion

Pérdida de informacion al
variables continuas

categorizar

No requiere escalamiento de variables

Baja capacidad de generalizacién

Fuente: Orellana (2018)

2.6.2.1 Algoritmos utilizados para estimar arboles de clasificacion

A continuacion, se describen los principales algoritmos utilizados para el desarrollo de

arboles de clasificacion: CHAID, CART, ID3, C4.5 y C5, Quest y el método de inferencia

condicional. Los cuales han sido utilizados en los trabajos de Cardona, (2004), Tello, Eslava,

y Tobias (2013) y Orellana (2018).

Algoritmo CHAID

Hothorn et al., (2006) resume que este método evalta las variables explicativas con la

menor significancia estadistica chi-cuadrado, el objetivo es la separacion de la seleccion de

variables, la variable explicativa con la asociacién mas alta se selecciona para dividir. Y

Orellana (2018) afirma que el calculo se puede resumir como la suma de los cuadrados de la

diferencia entre la frecuencia observada y la esperada, de la variable objetivo. A mayor valor

del estadistico chi-cuadrado mayor valor de significancia.

chi — cuadrado =

(X

obs

Ecuacion (2)
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Algoritmo CART

Desarrollado por Breiman et al. (1984) selecciona las variables predictoras en particiones
distintas y no sobrepuestas. Utiliza el método de GINI para realizar la clasificacion de las
variables cuando son binarias. Para cada nodo de la division utiliza el score Gini ponderado.
(Orellana, 2018). El célculo del Gini es la suma de los cuadrados de probabilidad para cada

una de las clases.

Gini = p~ + g° Ecuacion (3)

Algoritmo ID3

En el trabajo de Tello, Eslava, y Tobias (2013) utilizan este algoritmo, explican que tiene
como criterio principal la seleccion de la variable mas informativa, utilizando como base el
concepto de entropia ganancia de informacion entre la variable explicativa y la variable
objetivo. Los autores también afirman que este algoritmo tiene como desventaja privilegiar
las variables con mayor volumen de valores, es decir, las variables mas pobladas en el

conjunto de datos.

Sancho, (2019) resume las principales desventajas sobre este algoritmo, menciona que
estd definido para variables categdricas y no funciona correctamente para variables
continuas. Realiza las particiones por separado optimizando la homogeneidad local y no
considera el orden de las particiones para alcanzar una solucién de 6ptimo global. Puede ser

inestable ante valores desconocidos o atipicos.
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Algoritmo C4.5y C5

Es una version mejorada del 1D3 corrige las desventajas del modelo predecesor ID3 y
también utiliza como medida de entropia la ganancia de informacién. Mejora la estabilidad
ante valores desconocidos, para el célculo de la entropia, primero, segmenta los valores
conocidos para cada atributo o variable explicativa y asi mejora la homogeneidad. Mejora el

optimo global, aunque los autores afirman que no es una solucion eficiente.

Y la diferencia considerable de este algoritmo frente al D3 estd en que se pueden incluir
variables continuas, ordenando la variable en funcién de la ganancia de informacion y
selecciona como punto de corte donde se genera el cambio de una clasificacion a otra.

(Sancho, 2019)

La entropia se calcula para cada nodo y la probabilidad de cada evento, se selecciona la

variable con la entropia més baja respecto el nodo padre.
Entropia = plog,(p) — q log,(q) Ecuacion (4)

Algoritmo Quest

Loh y Vanichsetakul (1988) seleccionan las variables explicativas a partir de un anélisis
de varianza (ANOVA) de acuerdo con el criterio de significancia F. Loh y Shih (1997)
demuestran que el enfoque anterior selecciona variables sesgadas que inducen la seleccion de
variables nominales y abordan el problema seleccionando covariables en una escala de

significancia del valor P, utilizando variables continuas, este enfoque reduce el sesgo de

43



selecciéon de variables. Kim y Loh (2003) incluyen un modelo de analisis discriminante
dentro de cada nodo de un arbol.
Algoritmo de inferencia condicional

Hothorn, Hornik, y Zeileis, (2006) compara los arboles de decision basados en
independencia condicional con los algoritmos CART, Quest y Guide y concluye que su
propuesta presenta mejor desempefio ya que los arboles de inferencia condicional son
insesgados, no presentan sobreajuste, y la exactitud de la prediccion es Optima. La seleccién
de las variables se realiza segun el parametro de significancia del valor p, esto determina el
tamafio del arbol. Para evitar el sobreajuste y un tamafio excesivo del arbol, la estrategia
utilizada es podar el arbol eliminando los nodos terminales hasta que se alcance un resultado

igual al valor p del nivel de significancia determinado.

2.6.3 Bosque aleatorio

Es una técnica de modelos combinados que consiste en la iteracion y ejecucion de varios
arboles de decision a partir de maltiples subconjuntos o particiones de un conjunto de datos
de entrenamiento, y se promedia el resultado de los distintos arboles, cada arbol se construye
de manera independiente a los demas, comienza con un Unico nodo, llamado raiz del arbol y
se evaluan las variables explicativas una unica vez en cada particion, asi, cada arbol sera
distinto de otro, y estaran menos correlacionados entre ellos, ademas, evalta todos las

posibles variables explicativas, y considera un nimero de variables similar entre cada arbol.

El objetivo del algoritmo es determinar la mejor separacion entre las clases de la variable

respuesta, el criterio para seleccionar la mejor separacion, es determinado por la impureza
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del indice de Gini, este indice mide la probabilidad de que un elemento seleccionado
aleatoriamente sea clasificado en el grupo de clases elegido aleatoriamente, es decir, este
indice permite medir la capacidad del modelo para discriminar la clasificacion de quedar en
un grupo u otro. La prediccion de los arboles es altamente correlacionada. (Reis, Baron, y

Shahaf, 2019)

Esta técnica tiene una ventaja principal sobre los arboles de decision ya que mejora la
exactitud del resultado, sin embargo, aumenta la complejidad de interpretacién, el resultado
obtenido se puede resumir con la importancia de cada variable explicativa del modelo y el

respectivo indice de Gini asociado. (Duke University, 2014)

Para la ejecucion de este modelo se deben especificar parametros tales como: maximo
nimero de arboles, nimero de variables seleccionadas para cada arbol, nimero de

observaciones, tasa de observaciones usada para cada arbol.

Tabla 6 Ventajas y desventajas del bosque aleatorio

Ventajas Desventajas
Reduce el sobreajuste Interpretacion de resultados compleja
Reduce la varianza Seleccién de parametros
Alta tasa de precision de la prediccion Tiempo de procesamiento
Mayor estabilidad sobre los valores atipicos

y faltantes.

Admite varias dimensiones de los datos

Su resultado son las variables significativas

Fuente: Breiman (1999)
En el trabajo de Breiman (1999) se desarrolla el modelo de bosque aleatorio, en los

ultimos afios se ha utilizado para evaluar el riesgo de crédito, en el trabajo de Tang, Cai, y

45




Ouyang, (2019) se afirma que la metodologia de bosque aleatorio no se utiliza comdnmente
en la evaluacién del riesgo de crédito en China y su objetivo es construir evidencia empirica

sobre el uso de este modelo.

Se resalta el trabajo de Haque, (2017) quien realizé una comparacion entre la regresion
logistica y bosque aleatorio, para predecir el incumplimiento de préstamos, el bosque
aleatorio presentd mejor desempefio en la precisién de la prediccion, pero la regresion

logistica tuvo mayor volumen de casos clasificados correctamente

2.7 Validacion de los modelos predictivos

Espino (2017) sugiere que la validacion de los modelos consiste en dividir el conjunto de
datos de acuerdo con un pardmetro poblacional, una submuestra de datos serd para el
desarrollo del modelo, otra submuestra seré para el entrenamiento y finalmente, el conjunto
restante de datos para la prueba, sobre el cual se aplica la técnica de modelacion para evaluar
y compara los resultados con la submuestra del desarrollo. Ademéas, como mencionan
Ohman y Lundstrom, (2019) la matriz de confusion y la curva ROC son instrumentos (tiles

para evaluar la exactitud y el desempefio de los modelos.
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2.7.1 Matriz de confusion

En la matriz de confusion se representa con una tabla de contingencias, para mostrar las

clases de la variable respuesta comparado con las observaciones para cada clase entrenada en

la prediccion. Asi, se pueden validar cuantas observaciones fueron ciertas en su resultado y

cuantas fueron falsas. (Sarath, 2018)

Tabla 7 Matriz de confusion

Prediccion de la condicion

Condicién verdadera

Condicion positiva

Condicion negativa

Condicién positiva

Verdadero — positivo

Falso - positivo

Condicion negativa

Falso — negativo

Verdadero - negativo

2.7.2 Curva ROC

La curva ROC es una medida de rendimiento para clasificacion, brinda la probabilidad y

el grado de separacion del modelo para diferenciar una clase de otra. Es la visualizacion de la

clasificacion binaria, presentada a partir de la sensibilidad de los casos positivos verdaderos,

que no se contemplen como verdaderos (Sarath, 2018).

True positive rate

1.0

0.8

0.6

0.4

0.0

Gréfica 6 Curva ROC

T T T T
0.0 0.2 0.4 0.6 0.8

False positive rate

Fuente: Sarath (2018)
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3 Fuentes de datos

En la investigacion de Hurley y Adebayo (2017) se afirma que los bancos tradicionales
utilizan herramientas de medicion de crédito que dependen principalmente del historial
crediticio del pasado del cliente, esto hace que se excluyan grupos de poblacion que pueden
presentar condiciones dptimas para el acceso al crédito y no tengan experiencia previa o
informacion en las centrales de informacion crediticia, con este hecho se refuerza la
necesidad de incluir informacion alternativa para evaluar el acceso a la demanda de crédito.
Ademas, los autores citan a la comision de comercio federal de Estados Unidos en 2013
quien afirmo que los reportes de historial crediticio tradicionales presentan una tasa de error

cercana al 26% y esta fue la causa del 38% de negacién de créditos ese afio.

Para este trabajo es importante promover el uso de fuentes de datos abiertos y profundizar
en el valor que pueden ofrecer en términos de su correcto tratamiento y explotacion
econdmica, ya sea para el perfilamiento de demanda de crédito formal en Colombia, como es
el objetivo de este estudio, o cualquier tipo de segmentacion y conocimiento de una
poblacién objetivo. Plantear propuestas analiticas para predecir las caracteristicas de la
poblacion que accede al crédito financiero formal con fuentes de datos alternativas, ya que
los bancos realizan grandes inversiones para consultar la experiencia de crédito de sus
clientes en el mercado, y deben lograr capturar informacion de los clientes a un menor costo,

como lo realizan sus competidores las Fintech.
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3.1 Fuentes de datos internas y externas de los bancos

La Asociacion bancaria del euro (2017) realiza una tipificacion de las posibles fuentes de
datos relevantes para un banco, en el rol de productor de informacion interna y consumidor
de datos externos. Las fuentes de datos internos de un banco se generan a partir de procesos
internos, productos, canales e interacciones humanas y se consolidan en tecnologias de
informacion utilizando soluciones de inteligencia de negocios, que permiten unificar y

estructurar los datos en un repositorio centralizado.

Las fuentes de datos externas relevantes para un banco pueden obtenerse de fuentes de
terceros, estas fuentes pueden ser las empresas con las que tienen una relacion contractual,
entidades gubernamentales, otros bancos, compafiias referentes en el mercado, redes sociales

y otras agencias de referencia de crédito.

Graéfica 7 Tipificacion de fuentes de datos de un banco
DATA SOURCE
Internal External

Company website Government agencies

“w¥  (comments, chat)
Other banks
l‘gT Know Your Custormer/

"1 Customer Due Diligence

@ Account balance/
= transaction information

(Other) interactions across
==  banking channels (branch, ATM,
TR call centre, internet, mobile, Other supporting corporate

social) T information systems
(CRM, Crder2Cash, Procure2Pay)

Basic company/market (benchmark)
data

(Credit) reference agencies

Corporate transaction systems (ERP,
TMS)

L wer v B>

& Input from account/relationship
managers ’ (Social) media

Mate: This high-ievel overview of dafa sources is deseribed from bank peird of view

Fuente: Asociacion bancaria del euro (2017)
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FICO (2017) explica que las fuentes de datos externas relevantes y alternativas son todos
los datos que no provengan de una agencia de crédito como por ejemplo: datos de empresas
de telecomunicaciones, servicios publicos, alquiler, datos de transacciones de compras,
utilizacion de productos, frecuencia de gasto y montos de transacciones en comercios
minoristas, datos provenientes de redes sociales como Facebook, LinkedIn, Twitter,
Instagram, Snapchat u otros sitios de redes sociales, pero advierte el riesgo regulatorio y los

términos de privacidad seran un obstaculo para su uso aplicado en otorgamiento de crédito.

3.2 Identificacion de fuentes de datos externas

Este trabajo promueve el uso de fuentes de datos abiertos, particularmente, microdatos, ya
que, en investigaciones previas como el trabajo de Murcia, (2007) y en Iregui, et al. (2018)
se ha mencionado la escasez de estudios sobre la demanda de crédito con microdatos. Una de
las ventajas de los microdatos es que permiten conocer detalles sobre la modalidad del
crédito adquirido, la fuente formal o informal, entre otras, estas caracteristicas se han

identificado como relevantes en las investigaciones previas.

A continuacion, se recopilan fuentes de datos que pueden ser relevantes para los bancos
siguiendo la tipologia de la Asociacion bancaria del euro (2017) principalmente se
encontraron conjuntos de datos disponibles y relacionados con la demanda de crédito, en las

dos primeras categorias, agencias de gobierno y otros bancos y se presentan en la Tabla 8.

50



Fuentes de datos externas

Tabla 8 Fuentes externas de datos

Nombre Dataset

Descripcion

Entidades de gobierno

Otros bancos: BBVA

DANE Colombia-
Microdatos Encuesta de
carga financiera y

educacion financiera de los
hogares 2017-2018

DANE Colombia - Encuesta

de Carga Financiera vy
Educacion Financiera de los
Hogares - IEFIC-2010 -
2016

DANE Colombia — Encuesta
nacional de calidad de vida

Superintendencia
Financiera -Estudio de la
demanda

BBVA Data Open challenge
on Kaggle

BBVA API'S Pay Stats

Microdatos nivel a hogares
y personas sobre la
situacion patrimonial, nivel
de endeudamiento,
educacion financiera y
déficit de ingresos.

Corte 2015

Corte 2017, 1.432
encuestas de muestreo
aleatorio con
representatividad nacional

Microdatos de prueba
anonimizados

Este archivo proporciona
estadisticas (monto
promedio de la transaccion,
la cantidad de

URL Origen

http://microdatos.dane.gov.c
o/index.php/catalog/626/dat

a_dictionary

http://microdatos.dane.gov.c
o/index.php/catalog/470/rela
ted_materials

https://www.dane.gov.co/ind
ex.php/estadisticas-por-
tema/salud/calidad-de-vida-
ecv/encuesta-nacional-de-
calidad-de-vida-ecv-
2018#informacion-por-
departamentos

https://www.superfinanciera.
gov.co/publicacion/1009821
3

https://www.kaggle.com/seu
ssz/bbva-data-

challenge/activity

https://www.kaggle.com/c/b

bvadatachallenge-
recomendador/data

https://www.bbvaapimarket.
com/documentation/bbval/pa

ystats-download
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http://microdatos.dane.gov.co/index.php/catalog/626/data_dictionary
http://microdatos.dane.gov.co/index.php/catalog/626/data_dictionary
http://microdatos.dane.gov.co/index.php/catalog/626/data_dictionary
http://microdatos.dane.gov.co/index.php/catalog/470/related_materials
http://microdatos.dane.gov.co/index.php/catalog/470/related_materials
http://microdatos.dane.gov.co/index.php/catalog/470/related_materials
https://www.dane.gov.co/index.php/estadisticas-por-tema/salud/calidad-de-vida-ecv/encuesta-nacional-de-calidad-de-vida-ecv-2018#informacion-por-departamentos
https://www.dane.gov.co/index.php/estadisticas-por-tema/salud/calidad-de-vida-ecv/encuesta-nacional-de-calidad-de-vida-ecv-2018#informacion-por-departamentos
https://www.dane.gov.co/index.php/estadisticas-por-tema/salud/calidad-de-vida-ecv/encuesta-nacional-de-calidad-de-vida-ecv-2018#informacion-por-departamentos
https://www.dane.gov.co/index.php/estadisticas-por-tema/salud/calidad-de-vida-ecv/encuesta-nacional-de-calidad-de-vida-ecv-2018#informacion-por-departamentos
https://www.dane.gov.co/index.php/estadisticas-por-tema/salud/calidad-de-vida-ecv/encuesta-nacional-de-calidad-de-vida-ecv-2018#informacion-por-departamentos
https://www.dane.gov.co/index.php/estadisticas-por-tema/salud/calidad-de-vida-ecv/encuesta-nacional-de-calidad-de-vida-ecv-2018#informacion-por-departamentos
https://www.dane.gov.co/index.php/estadisticas-por-tema/salud/calidad-de-vida-ecv/encuesta-nacional-de-calidad-de-vida-ecv-2018#informacion-por-departamentos
https://www.superfinanciera.gov.co/publicacion/10098213
https://www.superfinanciera.gov.co/publicacion/10098213
https://www.superfinanciera.gov.co/publicacion/10098213
https://www.kaggle.com/seussz/bbva-data-challenge/activity
https://www.kaggle.com/seussz/bbva-data-challenge/activity
https://www.kaggle.com/seussz/bbva-data-challenge/activity
https://www.kaggle.com/c/bbvadatachallenge-recomendador/data
https://www.kaggle.com/c/bbvadatachallenge-recomendador/data
https://www.kaggle.com/c/bbvadatachallenge-recomendador/data
https://www.bbvaapimarket.com/documentation/bbva/paystats-download
https://www.bbvaapimarket.com/documentation/bbva/paystats-download
https://www.bbvaapimarket.com/documentation/bbva/paystats-download

transacciones, la cantidad
de comerciantes y la
cantidad de tarjetas, etc.)
para un area particular y
una categoria comercial.

Otros bancos: Banco Banco Santander Open Microdatos anonimizados https://www.kaggle.com/c/sa
Santander Challenge en Kaggle: que contienen variables ntander-customer-
Prediccion de transacciones ~ Para predecir las transaction-prediction/data
de clientes trgnsacmones de los
clientes

Fuente: Elaboracidn propia

A partir, de la revision tedrica sobre investigaciones previas relacionadas con la literatura
sobre los factores determinantes del acceso al crédito. En la Gréfica 8 se resumen las fuentes
de datos utilizadas en las investigaciones previas revisadas, siguiendo la clasificacion que
hace Murcia (2007) sobre la literatura de la estimacion de la demanda de crédito en tres
enfoques tematicos, el primero, el mercado de crédito y sus restricciones, para estos estudios
se han utilizado datos macroeconémicos y agregados, para el enfoque de la oferta, estudios
desde la perspectiva de los bancos, se han utilizado encuestas sobre la percepcion de la

demanda de crédito por parte de los bancos.

Finalmente, el enfoque de la demanda, los estudios previos han utilizado microdatos sobre
el comportamiento de crédito de los individuos, tales como la Encuesta de calidad de vida de
los hogares elaborada por el DANE (2003), la Encuesta de carga y educacion financiera de
los hogares elaborada por el DANE (2010) y la Encuesta longitudinal colombiana (elca)

elaborada por la Universidad de los Andes (2013).
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Gréfica 8 Fuentes de datos utilizados en investigaciones previas

Oferta: Bancos y Burd.

P : Banrep. Encuesta sobre |a
Temas: Originacion y ciclo de SR a1 e

crédito, venta cruzada y Colombia
percepcion de la demanda

Dane. ECV

Micro datos GEHIEAC
Universidad de los Andes.
: ELCA
Demanda: Firmas, Hogares,
Individuos
- Fedesarrollo. Encuesta
Acceso al crédito Social

Demanda de crédito

Superintendencia. Estudio
de la demanda

Superintendencia financiera.

Restricciones del mercado de Saldos de cartera, Desembolsos
y aprobaciones, indicadores de

Datos crédito. Estabilidad financiera calidad de cartera

agregados Regulatorios Banco de la Republica. Series

Bancarizacion histéricas de latasa de interés,
Tasa de intervencién

Fuente: Elaboracion propia
3.3 Definicion de datos abiertos

Segln MINTIC (2019) los datos abiertos son informacion pablica puesta a disposicion del
publico general, en formatos que permiten su uso Yy reutilizacion bajo licencia abierta y sin
restricciones legales para su aprovechamiento. En Colombia, la Ley 1712 de 2014 sobre
Transparencia y Acceso a la Informacion Pablica Nacional, define los datos abiertos en el
numeral sexto como “todos aquellos datos primarios 0 Sin procesar, que se encuentran en
formatos estandar e interoperables que facilitan su acceso y reutilizacién, los cuales estan
bajo la custodia de las entidades publicas o privadas que cumplen con funciones publicas y
gue son puestos a disposicion de cualquier ciudadano, de forma libre y sin restricciones, con
el fin de que terceros puedan reutilizarlos y crear servicios derivados de los mismos”. La Ley

establece la obligatoriedad de las entidades publicas de “divulgar datos abiertos”, teniendo en
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cuenta las excepciones de acceso a la informacion, asociadas a informacion clasificada y

reservada.

De acuerdo con el manual practico para mejorar la calidad de los datos abiertos del
Gobierno de Espafa (2017) los datos abiertos deben cumplir con tres condiciones minimas
para ser clasificados como tal: accesibilidad, apertura y reutilizacion. El acceso deberia poder
realizarse a través de internet y de forma gratuita, para la apertura, los datos deberian contar
con una licencia abierta o pertenecer a un dominio publico y su reutilizacion es posible en
formatos abiertos y legibles por maquinas. A continuacion, se aplica el modelo MELODA,
que permite medir el nivel de reutilizacion de los datos abiertos y los componentes de

acceso, apertura, entre otros. Para seleccionar la fuente de datos abiertos.

3.4 Modelo de reutilizacion de datos abiertos: MELODA

Siguiendo Abella, Ortiz y De Pablos (2014) quienes proponen el modelo Meloda 3.0 para
evaluar los datos abiertos en cuatro dimensiones: estdndares técnicos, acceso, aspecto
juridico y modelo de datos. La dimension de estandares técnicos evallUa que los datos estén
almacenados en un formato no privativo. El acceso, evalUa que la informacion sea legible en
formato automatizado, el aspecto legal, se mide en términos de las restricciones o barreras
legales que presente el acceso y uso de los datos, considerando la obligatoriedad de la
atribucion a la fuente. Y el modelo de los datos, se mide en términos de la capacidad para

compartir la estructura de datos.
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En Abella, Ortiz y De Pablos (2017) se incorporan dos componentes en el modelo Meloda
4.0, informacién geolocalizada e informaciéon en tiempo real. La geolocalizacién hace
referencia a evaluar si una fuente de datos contiene campos que ayuden a identificar la
ubicacion de los datos. Y el aspecto de tiempo real evalta el periodo de actualizacion de la

informacion.

En la Tabla 9 se aplica la metodologia Meloda 4.0 para evaluar la calificacion de datos
abiertos de las fuentes de datos identificadas. Para una descripcion de las escalas de

puntuacion y la descripcion ver Abella, Ortiz y De Pablos (2017).
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Tabla 9 Matriz MELODA para datos abiertos

Modelo Geoloc

Nombre Juridico Acceso Técnico  de alizacio LSS Calificacion le < I d?,
eal reutilizacion
datos n
Series
histéricas de la| 100 90 60 100 50 40 73,3 Optima
tasa de interés
Encuesta de
carga
MEMEEE 1| 50 60 90 50 15 60,8 Buena
educacion
financiera  de
los hogares
Encuesta  de| 4, | g 60 ) 50 15 60,8 Buena
calidad de vida
Estudio de la/ 150 | 50 | 60 | 90 | 50 15 60.8 Buena
demanda
Saldos de
porera 100 | 50 60 90 15 15 55,0 Buena
esembolsos y
aprobaciones
BBVA_ APIS| 4o | 100 | 100 | 50 | 50 | 15 542 Buena
Pay Stats
Encuesta
longitudinal 100 50 60 50 30 15 50,8 Buena
colombiana
Encuesta sobre
£ SIERN 62 gy gy 60 50 15 15 483 Basica
crédito en
Colombia
Banco
Santander
Open 100 50 60 35 15 15 458 Basica
Challenge en
Kaggle
BBVA Data
Open challenge | 100 50 35 35 30 15 442 Basica
en Kaggle
Encuesta social 10 50 60 50 50 15 39,2 Basica

Fuente: Elaboracion propia
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La serie histdrica de la tasa de interés elaborada por el Banco de la Republica, segun la
calificacion Meloda 4.0 tiene un nivel dptimo de reutilizacion, principalmente, se destaca en
las categorias de acceso y tiempo real, ya que el sistema de datos SERANKUA permite hacer
consultas individuales parametrizadas sobre los datos y descargarlos sin necesidad de
descargar el historico total de la base, y el tiempo de actualizacion es diario. Sin embargo,

esta serie no aporta informacion sobre el acceso al crédito, razon por la cual se descarta.

Comparten el segundo lugar, con mayor puntuacion y en un nivel de buena reutilizacién,
las bases de datos abiertos de la Encuesta de carga financiera y educacion financiera de los
hogares (lefic) elaborada por el DANE y el Banco de la Republica, la Encuesta de calidad de
vida (ECV) elaborada por el DANE y el estudio de la demanda elaborada por la
Superintendencia financiera de Colombia. En el siguiente apartado se discuten los criterios

para la seleccion final de la fuente de datos.

3.5 Seleccion de la fuente de datos abiertos

El modelo Meloda 4.0 muestra un nivel de buena reutilizacion para los siguientes
conjuntos de datos: la Encuesta de carga financiera y educacién financiera de los hogares
(lefic) elaborada por el DANE vy el Banco de la Republica, la Encuesta de calidad de vida

(ECV) vy los Datos de estudio de la demanda de la Superintendencia Financiera de Colombia.

Sobre las fuentes de datos sugeridas por Meloda 4.0 se aplican los siguientes criterios del

proyecto que permite alcanzar el objetivo del estudio, caracterizar y predecir la demanda de
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crédito, los datos seleccionados deben permitir identificar individualmente si un cliente
obtuvo un crédito o no, ya que esta es la variable objetivo, que se quiere predecir. Se debe
contar con un conjunto variables que permitan la caracterizacion de la poblacion y reflejar
patrones de comportamiento financiero. Y la disponibilidad de los datos debe ser periddica
ya que permite hacer comparaciones de las variables en el tiempo. Y un volumen de datos

significativo es deseable para desarrollar modelos de prediccion.

En la tabla 10 se realiza una matriz de manera que se puedan reflejar el cumplimiento de
los criterios que permiten lograr el objetivo del presente estudio. Tiene tres items evaluados,
cada uno con un punto si el data set contiene esa propiedad se califica con 1 sino con 0, asi el
puntaje total estara expresado en una escala de 0 a 3, la base de datos con el puntaje superior

serd la seleccionada.
Tabla 10 Matriz de seleccion de datos

Nombre Datos variables Actualizacion Calificacion
individualizados financieras vy

el cliente tiene disponibilidad
crédito o no. de los datos
anual

Encuesta de carga 1 1 1 3
financiera y educacion
financiera de los

hogares

Estudio de la demanda 1 1 0 2
Encuesta de calidad de 0 0 1 1
vida

Fuente: Elaboracion propia

De acuerdo con estos criterios se selecciona la Encuesta anual de carga financiera y

educacion financiera de los hogares que permite identificar la variable respuesta a predecir,
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si el cliente tiene crédito o no, segun el tipo de modalidad de crédito, ademés cuenta con un
conjunto de variables sobre la situacion patrimonial, nivel de endeudamiento, educacion
financiera y déficit de ingresos. Y se encuentra disponible anualmente desde el afio 2010
hasta 2016 s6lo para muestras poblacionales sobre Bogota y para 2017 y 2018 se incluyeron

Cali y Medellin.

Se descartan los microdatos de estudio de la demanda ya que se encuentran disponibles
Unicamente para los afios 2015 y 2017, con un volumen de registros de 1.418 y 1.432
respectivamente. También, se descarta la encuesta de calidad de vida que, aungue tiene una
periodicidad de aplicacion y actualizacion anual, presenta pocas variables de componente
financiero, fue disefiada para medir las condiciones de vida de los hogares e indicadores

relacionados con pobreza.

3.6 Gestion de calidad de datos abiertos: ISO/IEC 25012

Para asegurar la calidad de los datos sobre el conjunto de datos abiertos seleccionado, la
Encuesta anual de carga financiera y educacion financiera de los hogares, el manual
practico para mejorar la calidad de los datos abiertos del Gobierno de Espafia, (2017)
recomienda que la utilizacidn de los datos abiertos debe ir acompafiada de un aseguramiento
de la calidad de los datos, de no ser asi, los datos abiertos presentarian barreras de uso por

parte de terceros, y sugieren los criterios inherentes de la norma ISO / IEC 25012.

La norma ISO / IEC 25012 contiene quince caracteristicas para definir un modelo de

calidad de datos Optimo, estas caracteristicas se clasifican en dos grupos: calidad de datos
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inherentes y calidad de datos dependiente del sistema. El primer grupo, hacer referencia a
las cualidades de los datos asociados con el dominio de datos y sus restricciones, la relacion
entre valores y los metadatos. ElI segundo grupo, define la calidad de datos preservada
mediante los componentes del sistema informatico del hardware y el software. (Calabrese,

Esponda, Pasini, Boracchia y Pesado, 2019).

En la tabla 11 se explican las caracteristicas inherentes asociadas a la calidad de datos de
la norma ISO / IEC 25012 y se identifican dichos criterios sobre el conjunto de datos
seleccionado la Encuesta anual de carga financiera y educacion financiera de los hogares.

Las caracteristicas dependientes del sistema se dejan en el Anexo 1.
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Tabla 11 Caracteristicas inherentes del modelo de calidad de datos ISO/ IEC 25012

Grupo Caracteristica | Descripcion Método de | Documento Concepto
validacion asociado a la sobre el
validacion conjunto de
datos
Inherente | Exactitud La Especificar Cuestionario La totalidad de
informacién reglas permite los datos
representa el | semanticas estandarizar las | corresponden
valor deseado posibles con las reglas
enun respuestas definidas
contexto Diccionario de
especifico. variables
Inherente | Completitud La Indicar si el Diccionario de | Total variables:
informacién atributo es variables 285
que proveen obligatorio
los datos es 86 variables
suficiente La norma que representan
para sugiere el 30% del total
satisfacer la X>85%?2 son se encuentran
necesidad del | datos completas
usuario desde | completos en >80%
un punto de su totalidad
vista 10 variables
cuantitativo. (3%) —
45%<=X<80%
28 variables
(10%) —
10%<=X<45%
103 variables
(36%) —
1%<=X<10%
Inherente | Consistencia Informacion Uniformidad Documentacion | De acuerdo con
libre de del de la Encuesta. | la
contradiccion | significado documentacion,

del atributo en

El DANE

el cuestionario

2 La norma ISO/ IEC 25012 sugiere que los atributos obligatorios deben representar por lo menos el 85% de completitud
para ser catalogados como dptimos. En la aplicacion préactica se considera el 80% sobre la valoracion de las variables ya

que estos campos no son obligatorios.
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el mismo
contexto de
uso,
aplicacion de
convenciones
generalizadas

verifica con el
DMC
(Dispositivo
movil de
captura)

y la base de
datos se
evidencia
generalidad de
las
convenciones

Inherente | Credibilidad Los datos se Origen de los | Documentacién | DANE-
consideran datos y de la Encuesta | Direccion de
ciertos y atribucion metodologia y
creibles produccion
estadistica
Inherente | Actualidad Periodicidad Analizar Fecha de Actualizacion
de fecha de altima anual
actualizacion | actualizacion actualizacion
del dato de los datos de los datos Fecha
inicio:2010
Fecha ultima

actualizacion:
2018
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3.7 Descripcion de la fuente de datos abiertos seleccionada

Para el presente andlisis, se utilizara como insumo principal los microdatos de la Encuesta
anual de carga financiera y educacion financiera de los hogares, estos se encuentran
publicados en el sitio web de datos abiertos del gobierno de Colombia, estan desagregados a
nivel hogar y dan informacion sobre variables financieras de los hogares, se encuentra
disponible desde el afio 2010 hasta 2016 para Bogotd con la primera metodologia
desarrollada, la cual contenia 285 variables. En la segunda metodologia desarrollada para los

afios 2017 y 2018 se incorporaron las ciudades Cali, Medellin y Bogota, con 331 variables.

Esta encuesta se realiza sobre una subpoblacion de la Gran encuesta integrada de hogares
(GEIH) se selecciona la poblacién que tiene uno o varios productos financieros de algln
miembro del hogar encuestado. Los datos son de tipo corte transversal, lo cual significa que
se obtiene la informacion del mismo tipo, para diferentes poblaciones, en distintos cortes de

tiempo. En la Tabla 12 se observa el niUmero de observaciones para cada afio de la encuesta.
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Tabla 12 Cantidad de observaciones IEFIC

Afio N° Observaciones por ciudad Total
observaciones
Bogota Cali Medellin afo

2010 3.955 NA NA 3.955

2011 11.639 NA NA 11.639
2012 17.953 NA NA 17.953
2013 18.319 NA NA 18.319
2014 18.041 NA NA 18.041
2015 18.624 NA NA 18.624
2016 18.147 NA NA 18.147
2017 17.664 14.223 15.460 47.347
2018 22.573 19.939 20.326 62.838
Total 146.915 34.162 35.786 216.863

Al observar las caracteristicas inherentes de la norma ISO / IEC 25012 se resalta que el
conjunto de datos cumple en su totalidad con criterios de exactitud, consistencia y
credibilidad. Y respecto a los criterios del proyecto se resalta que los datos permiten
identificar si el usuario tiene crédito o no, estd compuesto por variables financieras y
sociodemograficas que permiten reflejar patrones de comportamiento financiero, la

actualizacion de los datos es anual, tiene disponibilidad histdrica de ocho afios desde 2010
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hasta 2018 y el volumen de registros es 216.863, se considera suficientemente grande para

realizar un modelo predictivo.

De acuerdo con los aspectos evaluados por el modelo Meloda 4.0, las caracteristicas
inherentes de la Norma ISO / IEC 25012 y los criterios del proyecto sobre el conjunto de
datos, se evidencian las ventajas de utilizar la Encuesta anual de carga financiera y
educacion financiera de los hogares el resumen de todos los criterios se muestra en la Tabla

13.

Principalmente la fuente de datos es considerada de datos abiertos, ya que presenta un
nivel de reutilizacion alto, los aspectos con mejor desempefio segin Meloda 4.0 son: el
juridico ya que los datos se pueden utilizar sin restricciones, y el modelo de datos, el cual

cumple estandares normativos internacionales de calidad.
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Tabla 13 Criterios de seleccion de la fuente de datos

Meloda 4.0

Caracteristicas inherentes 1SO
/IEC 25012

Criterios del proyecto

Aspecto juridico:

Puntaje: (100)- Superior:
Reutilizacion sin restricciones,
solo atribucion a la fuente
original.

Exactitud:

La totalidad de los datos
corresponden con las reglas
definidas en la metodologia.

Datos individualizados:
Permite identificar si el usuario
tiene crédito o no.

Estandares técnicos:

Puntaje: (60)- Medio.

La fuente de datos se publica en
estandares abiertos, pero como
ficheros individuales csv y xls.

Completitud:

86 variables que representan el
30% del total 285, se encuentran
completas >80%?

Variables financieras:

Permite identificar patrones de
comportamiento, contiene
aspectos de tipo

a. Sociodemografico

b. Endeudamiento

c. Activos financieros

d. Morosidad

e. Solicitudes de préstamos,
entre otras.

Acceso:

Puntaje: (50) — Medio

Acceso a la informacion a través
de la web, pero permite acceder
a cada uno de los conjuntos de
datos de forma individual o0 a
través de una URL Unica

Consistencia:

De acuerdo con la
documentacion, el cuestionario
y la base de datos se evidencia
generalidad de las convenciones

Actualizacion y disponibilidad:
Anual
Desde 2010 hasta 2018.

Modelo de datos:

Puntaje: (100)-Superior
Existe un modelo de datos
estandarizado por una entidad
global con amplia adopcion.

Credibilidad:

El modelo de datos es disefiado
por el DANE- Direccion de
metodologia y produccién
estadistica

Volumen de datos:
216.863 registros
individualizados.

Actualizacion:

Puntaje: (15) — Baja

El periodo de actualizacién es
superior a una semana.

Actualizacion:

Anual

Fecha inicio:2010

Fecha Gltima actualizacion:
2018

Geolocalizacion

Puntaje: (50)-Medio: La
informacion geografica son
varios campos con texto
descripcidn y son jerarquicos.

3 La norma ISO/ IEC 25012 sugiere que los atributos obligatorios deben representar por lo menos el 85% de completitud

para ser catalogados como éptimos. En la aplicacion practica se considera el 80% sobre la valoracion de las variables ya
que estos campos no son obligatorios.
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3.8 Descripcion de las variables

En la metodologia de la IEFIC (DANE, 2018) y (DANE, 2016) se definen diez secciones
para clasificar las variables de la encuesta, ver Tabla 14. Para realizar la caracterizacion del
usuario y definir la probabilidad de acceder al crédito, se propone agrupar las variables de
manera similar a como lo haria una entidad financiera. Segun el tipo de informacion que
aporta la variable para reflejar comportamiento de crédito. En este sentido, se reordenan las

agrupaciones y se proponen once categorias de agrupacion.

Tabla 14 Descripcion de variables de la IEFIC

Categoria DANE Descripcion DANE

1. Informacion de la vivienda Caracteristicas de identificacion de la vivienda

2.Activos reales y deuda El objetivo de esta seccion es conocer si el hogar al momento de

hipotecaria adquirir vivienda utilizo servicios financieros, tales como crédito
hipotecario

3.Activos reales Cuantifica los activos en electrodomesticos que posee el hogar

4.Consumo Establecer los gastos basicos del hogar, y el ingreso destinado a
ahorro

5.Activos y deuda hipotecaria Nivel de endeudamiento, y que ha hecho para disminuirlo

6.Seguros y pensiones Detectar el numero de hogares que cuentan con un seguro para

cubrir la pérdida total o parcial de sus bienes y propiedades

7.Educacion financiera Indagar sobre la educacion financiera asociada al crédito y
funcionamiento del mercado financiero.

8.Deuda no hipotecaria Establece cuantas tarjetas de crédito tienen las personas del hogar,
créditos con casas comerciales, préstamos de libre inversion, crédito
con prestamistas, tiendas de barrio, cajas de compensacion, y como
estan pagando los créditos
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9. Activos financieros Determinar si el hogar tiene inversiones financieras, tales como
acciones, fondos mutuos de inversion, cuentas de ahorro, pensiones,
certificados de depdsito.

10. Percepcion de carga financiera | Indaga a cerca de la percepcion de los hogares frente a su carga
y restricciones al crédito financiera y su actitud frente al endeudamiento.

Fuente: DANE (2018)

Con base en las observaciones identificadas en el Anexo 2.1, se proponen once categorias
de agrupacién, para ordenar las variables segun el tipo de informacion que aportan y el
aspecto que se quiere evaluar. Ver Anexo 2.2.

1. Caracteristicas del individuo: recoge aspectos sociodemogréaficos.

2. Caracteristicas del hogar: ademas de contener informacion sociodemografica, contiene
tenencia de vivienda y de subsidios, lo cual permite evaluar el nivel de riqueza y garantia o
colateral, este es un requisito importante que tienen en cuenta los bancos para otorgar
crédito.

3. Crédito formal: se compone de variables sobre los créditos adquiridos en el sector
financiero.

4. Deuda informal: contiene variables sobre deuda adquirida en el sector informal.

5. Gastos: permite conocer los rubros y conceptos de los gastos del hogar.

6. Activos financieros: aportan informacion sobre los activos financieros que tiene el
individuo, el monto de inversion y la renta percibida anual.

7. Conectividad: Se incluyen variables sobre si el hogar tiene teléfono e internet las cuales

se infieren a partir de las variables de gasto en servicios de telefonia e internet.
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8. Endeudamiento: son variables sobre percepcion financiera del individuo respecto a su
endeudamiento.

9. Mora: contiene una Unica variable, que indica la cantidad de veces que el individuo ha
caido en mora en los ultimos 12 meses.

10. Solicitudes de crédito formal y rechazos: las variables permiten identificar los
aspectos de restriccion al crédito.

11. Otras de poco interés: Se agrupan variables de identificacion de la encuesta,
conocimiento financiero, electrodomésticos y otras que su nivel de registros vacios es

cercano al 70% como el detalle de saldo, cuota, plazo de los diferentes tipos de crédito.
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4 Procesamiento de la base de datos

A partir de los criterios de gestion de calidad que se revisaron para la base de datos, en la
seccién 3.6, se observaron: la exactitud, completitud, la consistencia, credibilidad y
actualizacién de la base de datos. Esta identificacion se utiliza y se desarrolla como parte del

proceso de limpieza, procesamiento y transformacion de la base de datos.

Las tareas de limpieza y procesamiento incluyen revisar: homogeneidad de variables entre
las encuestas IEFIC 2010-2016 e IEFIC 2017-2018, el manejo de datos, nulos, vacios y
atipicos. Para identificar los datos vacios, se utiliza el criterio de completitud de la gestion de
calidad de datos y se consideran aquellas variables con mas del 80% de registros. Para
corregir los datos atipicos se utilizan diagramas de caja y la técnica del rango del valor
esperado IQR. Para corregir los datos nulos se usan métricas de tipo estadistico como media,

moda, minimo y maximo para reemplazarlos. En 4.1 se explica en detalle cada paso.

En la fase de transformacion de variables: Se utilizan métodos de reduccion de
dimensiones de bases de datos horizontal y vertical. La reduccién horizontal, consiste en la
discretizacién de valores continuos basados en indicadores de entropia como: el valor de la
informacién y el peso de la evidencia. Para las variables continuas de precios, ingresos y
gastos se construye un indicador para expresarlas en precios constantes de 2018. La
reduccion vertical, implica eliminar atributos redundantes para el problema. (Han y Kamber,

2001)
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4.1 Limpiezay preprocesamiento de la base de datos

A continuacion, se explican los mecanismos que se utilizaron para transformar la base de
datos para el desarrollo de la fase de modelacion:
a) Homogeneidad de variables en las encuestas IEFIC 2010-2016 e IEFIC 2017-2018
La muestra IEFIC 2010-2016 tiene 285 variables y la IEFIC 2017-2018 contiene 331
variables, las 44 variables de la IEFIC 2017-2018 adicionales estan relacionadas con los
medios de pago que utiliza el hogar, con variables como: realizar pagos moviles,
transferencias entre cuentas, tarjetas prepago multiuso, entre otras. Se prescinde de estas
variables para presentar homogeneidad en la cantidad de variables entre las muestras de

datos.

Tabla 15 NUmero de variables de la IEFIC

Mouestra de la encuesta Cantidad de variables
IEFIC 2010-2016 285
IEFIC 2017-2018 331

Fuente: DANE (2018).

b) Gestion de valores nulos o vacios

Las variables con valores faltantes pueden causar sesgo en el modelo, utilizando el
paquete “skimr” del software estadistico R sobre la base de datos, se detectan las variables
con registros vacios y se seleccionan las variables que tienen una tasa de completitud

superior al 80%. Las variables que presentan una tasa de completitud mayor al 80% son 86
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(30%) de 285 variables en total ver Tabla 16. Segln sea necesario, para aquellas variables
con registros vacios se procede a aplicar técnicas de imputacion, por la media, mediana o

Ceros.

Gréafica 9 Salida del paquete skimr - Software estadistico R Studio

c D G H | K L M [ o 3 Q R s T u v w X i
skim_va_ skim_tun charant, charact, charant. charaet, charact logical | logical numeric m numeric = NUMeric_ NUMETC N, NUMEric n numeric
riabl ™ e |~| DESCRIPCIC ~ | n_missin ~ | complete_ra| ~ | erm 7| erm{~| erem v |ern_ v |erwh 7| mea~|.cou~| ean * d (-] po 25 -+ 0 |~ | numeric.p 7| numeric.pll ¥ | _his ™
scudl
PS00B  character institucion? 18147 80% 0 38 74366 2 [}
ceudl
PT74  character institucion? 0 100% 0 76 91101 371 [}
P84S character icudl? 0 100% 0 103 79388 1285 [}
ceudl
P83 character institucion? 0 100% 0 80 92496 33 [}
ANIO  numeric  afio 0 100% 2,013 2 2010 2012 2013 2014 2016wl
CLASE  numeric clase 0 100% 1 0 1 1 1 1 1L
DIRECTO
RIO_GEI
H numeric  GEIH 0 100% 3335638 473501 2516049 2967973 3297156 3631428 4228947 il
factor de
FEX.C  numeric  expansién 0 100% 321 487 53760277 191,802343 216872465 2474545373 9846458259
INGRES
0_comp estado del
LETO  numeric  ingreso total 0 100% 1 0 [} 1 1 1 11
INGTOT ingreso total
08 numeric  por persona 0 100% 1232918 2431696 0 200000 784350 1338000 100542999

Fuente: Elaboracién propia. Rstudio
Esta funcion indica el tipo de variable: numérica o categérica, el nimero de registros
vacios, la tasa de completitud y algunas estadisticas descriptivas basicas segun el tipo de
variable, la media, la desviacion estandar, percentil 0, percentil 25, percentil 50, percentil 75,

percentil 100. Y muestra un gréfico sobre la distribucion de la variable.
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Tabla 16 Tasa de completitud de las variables seleccionadas

Tasa de completitud >= 80% Cantidad de variables
80% 1
93% 1
96% 18
99% 44
100% 22
Total 86

Fuente: Elaboracion propia. Datos obtenidos en Rstudio.

c) Gestién de datos atipicos

A partir de la descripcion de valores, maximos, minimos, percentiles y diagramas de caja,

se ajustan segun el rango IQR. En el gréafico 10 y 11 se representan los diagramas de caja y

bigotes para evidenciar la desviacion que tienen las variables de ingreso y edad

respectivamente

Gréfica 10 Diagrama de caja y bigotes:
Ingreso

Gréfica 11 Diagrama de caja y bigotes:

Edad

=
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4.2 Transformacion de variables

Para la transformacion de variables se utilizan métodos de reduccion de dimensiones de tipo
vertical y horizontal. A continuacién, se explica la reduccién vertical de eliminacion de
atributos redundantes para el problema. Y luego se explica la reduccién horizontal que se
realizd con dos técnicas: primero, se construye un indicador de precios constantes de 2018
para variables que se refieren a ingresos, gastos y precios. Y segundo, se discretizan
variables continuas segun los rangos sugeridos por los indicadores de entropia como: el valor
de la informacién y el peso de la evidencia.

a) Reduccion vertical de atributos

En la tabla 17 se observa la seleccion de 73 variables segln las categorias de agrupacién

propuestas acorde con el tipo de informacion que aportan sobre el individuo.

Se seleccionan atributos que tienen la tasa de completitud mayor al 80% y presentan un buen

indicador de ganancia de la informacién.
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Tabla 17 Cantidad de variables seleccionadas

Categoria de Total Variables Variables | Variables Aspectos
variables variables | completas | adicionales | de interés
>=80% interés
negocio
<80%
Caracteristicas del 7 7 5 Sociodemogréficos
individuo
Caracteristicas del 8 3 3 6 Nivel de Riqueza
hogar
Creédito formal 87 9 2 11 Adquisicion de
créditos formales
Deuda informal 40 4 4 Adgquisicion de
créditos informales
Gastos™ 42 16 7 23 Nivel de gasto
Activos 23 9 3 12 Nivel de Riqueza y
financieros* ahorros
Conectividad 2 2 2 Conectividad
Endeudamiento* 4 1 3 4 Nivel de
endeudamiento
Mora 1 1 1 Morosidad
Solicitudes de 3 1 2 3 Restriccion al
crédito formal* crédito
Afo 2 2 2 Tiempo
Subtotal 217 55 20 73 Variables interés
Otras de poco 68 31 0
interés
Total 285 86 13 73

Fuente: Elaboracién propia.
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b) Agregacion vertical de atributos
La técnica de agregacion de atributos se aplica para resumir las variables: crédito formal
(cformal), cantidad de créditos (cant,), cantidad de deudas (cant,,,,) Y gasto del mes. A
continuacidn, se presentan las ecuaciones y definiciones utilizadas.
cfermal se construye a partir de cant..

cformal = 1;5i cant, = 1
cformal = 0; 5i cant_, < 1 Ecuacitn (5)

cant, es la agregacion de las diferentes modalidades de credito: crédito hipotecario, tarjeta

de crédito, libre inversion, educativo y vehiculo.

cant, = hip + tde + lib + edu + veh Ecuacion (6)

Donde'

hip : crédite hipotecario
tdc : tarjeta de crédito
lib : credite libre

edu : credito educativo
veh : crédito vehiculo

cant,.,..€S 12 agregacion de los diferentes tipos de deuda: deuda con una casa comercial,

deuda gota a gota, deuda con la tienda de barrio, deuda con amigos y deuda con familia.

cant,., . = deomercial + dgota + dtiendabarrio + df amilia + damigos

Ecuacion (7)
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Dondq

deamercial : deuda comercial
deudagota : deuda gota a gota
dtiendabarrio : deuda tienda de barrio
df amilia : deuda familia

damigos : deuda amigos

Gastomes €S la agregacion de los diferentes tipos de gasto: gasto de educacion, gasto de
alimentacion, gasto de internet, gasto de telefonia, gasto de transporte, gasto de manutencion,
gasto de vestuario, gasto de agua, gasto de luz, gasto de gas.
Gastomes = Gedu + Galim + Gint + Gtel + Gtrans+ Gmanu + Grest + Gagua + Gluz + Ggas
Ecuacion (8)

Donde

Gedu : Gasto de educacion

Galim : Gasto de alimentacion

Gint : Gasto de internet

Gtel : Gasto de telefonia

Gtrans : Gasto de transporte

Gmanu : Gasto de manutencion
Gvest : Gasto de vestuario

Gagun : Gaste de servicios publice agua
Gluz : Gasto de servicios publico luz
Ggas : Gasto de servicios publico gas

Transformacidn horizontal: precios constantes del afio 2018

Se incluyen variables intermedias salario minimo legal vigente y el indice de precios del
consumidor (IPC) segun el afio correspondiente. Las variables de ingreso y gasto mensual se
expresan en salario minimo deflactado por el IPC a precios constantes del afio 2018, para que

su valor sea comparable en el tiempo. Las variables de precios de la vivienda, gasto telefonia
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y gasto de internet se deflactan para expresarlas en precios constantes del afio 2018. La
ecuacion para deflactar una serie de precios es:

IP C:z he x

Indice deflactor de precios = —————
'{Pcnﬁn TR

Ecuacion (9)
d) Reduccion horizontal: Discretizacion de variables continuas segun la entropia.

En el grafico 12 y 13 se observan respectivamente las variables de ingreso y edad agrupadas

en rangos definidos por los indicadores del valor de la informacion y el peso de la evidencia

(WOE).
Gréfica 12 Indicador WOE: Ingreso Gréfica 13 Indicador WOE: Edad
Weight of Evidence Weight of Evidence
Ingresomes Edad
0.25
1.39 0.16
0.08
0.73
0.45
0.27 -0.36
0.09

<=15 <=19 <==23 <=3 <=43 >43
<=23 <=28 <=35 <=54 <=66 =66
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5 Desarrollo del analisis descriptivo

Para caracterizar las variables se desarrolla el analisis descriptivo segun el tipo de
variables, variables continuas o categdricas. Para las variables continuas, se observan las
medidas de tendencia central y dispersion. Para las variables categoricas se observa la
distribucion de frecuencias y la forma de la distribucidén para observar en qué medida se

separan o se aglomeran los datos.

A continuacion, se realiza la descripcion algunas variables representativas, en el Anexo 3:

Anélisis univariado se presentan las graficas del andlisis descriptivo univariado sobre el resto

de las variables: caracteristicas del individuo, caracteristicas del hogar, crédito formal,

gastos, activos financieros, conectividad, deuda informal, endeudamiento, mora y solicitudes.

Gréfica 14 Distribucion del Ingreso Gréfica 15 Distribucion del Gasto (smmlv)
(smmlv)
Percentage of Cases Percentage of Cases

Ingresomes Gastomes

16.9

14.9

12.7

14.8 14.9
10.4 101

10.2

=0 =06 <12 <13 <38 >38  Missing <06 <«=08 <=1 <12 <14 <=18 <=23 >23
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Gréfica 17 Distribucion del precio de la

Gréfica 16 Distribucién del gasto de o
vivienda

internet

Percentage of Cases Percentage of Cases

Gasto Internet Preciovivienda

19.6

18.3

1.1

14.9

10.4 10.4

<=0 <=30000 <=51700 <=73000 <=112320 <=136836 > 136836 <=0 «=126 «=78000000 <=170400000 = 170400000

En el grafico 14 se observa que el 62,7% de la poblacion gana menos de 2 (smmlv)
salarios minimos legales vigentes y en el grafico 15 se evidencia que el 73% de la
poblacion gasta menos de 2 smmlv. El 42,4 % del gasto en internet esta entre 51.700 pesos
colombianos y 112.320 pesos. En el grafico 17 se observa que el 35,7% de la poblacion

menciona que el precio de su vivienda es superior a 78 millones de pesos colombianos.

5.1 Analisis de correlacion entre variables

Como parta del analisis descriptivo entre variables se incluye el analisis de correlacion
como se explica en Gujarati y Porter (2010) el objetivo principal es medir el grado de
asociacion lineal entre dos variables, para evaluar si existe una relacion lineal entre las

variables explicativas y la variable dependiente.
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En la Tabla 18 se calculan las matrices de correlacion para la muestra de datos IEFIC

2010-2016 y en la Tabla 19 respectivamente para la IEFIC 2017-2018. Las graficas de las

matrices se pueden ver en el Anexo 4. Matrices de correlacién

Tabla 18 Variables significativas segun matrices de correlacion IEFIC 2010-2016

Variable indice de correlacion
Ingreso 0,2
Nivel educativo 0,2
Propietario vivienda 0,2
Cuenta de ahorros 0,2
Computador 0,2
Televisor 0,2
Mora12m 0,2

Elaboracién propia.

Tabla 19 Variables significativas segin matrices

Variable indice de correlacion
Gasto teléfono 0,3
Computador 0,3
Ingreso 0,2
Propietario vivienda 0,2
Precio vivienda 0,2
Cuenta de ahorros 0,2

correlacion IEFIC 2017-2018

cformal

P_hogar
Prop_vivienda
antiguedad
subsidio_vivienda
hogares_vivienda
INGTOTOB

cformal 1
P_hogar 1
Prop_vivienda 1 0.7
antiguedad 1
subsidio_vivienda 1
hogares_vivienda 1

n_educativo

Edad

INGTOTOB | 1
n_educativo 4

Edad

1

Parentesco

Sexo

Parentesco | 1
Sexo 1

_Ingreso
R_Edad
N_Phogar
N_Hogares
Propietario_hip
P_vivienda

R_Ing

T
E
L2
[§]
Cformal 1
R_Ingreso 1
R_Edad 1
N_Phogar 1
N_Hogares 1
Propietario_hip 1

P_vivienda 1

P

Subs_hi

Subs_hip 1

Fuente: Elaboraciéon propia

CHip

Fuente:

CHip

1

de
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6 Desarrollo del andlisis predictivo

En este documento se quiere caracterizar y predecir la demanda de crédito utilizando
microdatos a nivel de hogar de las dos tomas de la Encuesta de Carga Financiera y
Educacién Financiera de los Hogares IEFIC 2010-2016 y 2017-2018. Por tanto, se realizaran

modelos independientes para cada conjunto de datos.

Para la seleccion de los modelos de clasificacion supervisada se deben satisfacer las
siguientes condiciones:
e Capacidad de prediccion
e Alto desempefio en la precision
e Simplicidad en la interpretacion

e Generalizacion de las reglas de decision

Una técnica comun en el desarrollo de anélisis de crédito es medir la capacidad de
prediccion de las variables seleccionadas, utilizando los indicadores del valor de la
informacién (IV) y el peso de la evidencia (WOE). Cada atributo o variable explicativa
continua se agrupa mediante “bines” y se estima la capacidad de que ocurra el evento en
cada “bin”. La agrupacion Optima se caracteriza por presentar los puntos de corte donde se
obtiene mayor discriminacion o capacidad explicativa de que el evento objetivo ocurra. En la
clasificacion supervisada se optimiza el punto de corte de las variables para que ocurra el

evento objetivo.
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Validacion cruzada

En los modelos predictivos de clasificacion supervisada la precision de la prediccion se
puede validar particionando el conjunto de datos, en datos de entrenamiento y datos de
prueba, en una division aleatoria, en donde los conjuntos son mutuamente excluyentes.
Tipicamente se establecen en (2/3) 70% de los datos para entrenamiento y (1/3) 30% para
prueba, este método es recomendable si el conjunto de entrenamiento queda con mas de
1.000 observaciones, sino hay que utilizar algin tipo de submuestreo para balancear los
conjuntos de datos. Con el conjunto de datos de entrenamiento se entrena el modelo y el
modelo resultante se utiliza para predecir la clasificacion en los datos de prueba. (Garcia,

Géamez y Alfaro, 2018)

Entrenamiento y prueba

IEFIC 2010-2016 IEFIC 2017-2018
a 1
» prop.table(table{trainfcformal)) A.5632873 @.4357027
0 1 > prop.table{table{traintCformal)}
g8.4558318 @.5441682 @ 1
» prop.table(table(testfcformal)) A.56432 9.43568
> prop.table{table{testilformal})
a 1

@8.4573e1 @.542639

Datos de entrenamiento: 70% del conjunto de datos
Datos de prueba: 30% del conjunto de datos
Para cada uno de los conjuntos de datos de entrenamiento y prueba, se mantiene la

proporcidon de la variable objetivo, lo cual evidencia que el modelo esta balanceado.

83



6.1 Desarrollo del modelo: arbol de decision

Para la modelacion del arbol se deben definir los siguientes pardmetros con el fin de

controlar el sobreajuste

Definir el tamafio de cada nodo

e Definir el minimo de observaciones, para que un nodo sea considerado como una
rama. Esto se define con la validacion cruzada.

e Minimo de observaciones para un nodo terminal: Valores bajos manifiestan clases
desbalanceadas.

e Profundidad del arbol (Longitud vertical): Permite aprender relaciones especificas, se
ajusta con validacion cruzada.

e Maximo numero de nodos hoja: Profundidad n= maximo 2”n hojas

e Maximo nimero de atributos para la ramificacion: Seleccion aleatoria, como regla

general se deberia probar de un 30%-40% del total de atributos.

El disefio del arbol de decision se realizé utilizando el software estadistico R Studio Cloud
con el algoritmo CART implementado en el paquete estadistico RPART, este algoritmo
identifica las variables independientes que presentan mayor discriminacion para separar las

clases de la variable objetivo.

Como se menciono en la seccion 2 los arboles de decision presentan ventajas en la

priorizacion de variables mediante el criterio de ganancia de informacion, no es necesario
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asumir supuestos de distribucion normal para el desarrollo del modelo, admite diferentes

tipos de variables y admite clases desbalanceadas.

Las desventajas que presenta este modelo son: el sobre ajuste, es decir que las reglas de
decision replica las caracteristicas de entrenamiento, esto se debe controlar con los
parametros de tamafio del modelo y sus criterios de parada. En la Gréafica 19 se presenta el

arbol de decision del conjunto de datos de entrenamiento 70% de la IEFIC 2010-2016.

Definicion de hiper parametros para el desarrollo del arbol de decision

Para encontrar el balance entre la profundidad, tamafio vertical dado por las relaciones de
las variables, y la complejidad del arbol, el parametro de costo de complejidad (CP) se
estima cercano a cero y se crea el arbol con la mayor extension computacional posible, esto
permite determinar los hiper parametros de control de poda del arbol para encontrar el

tamarfio 6ptimo del arbol.

En la grafica 18 se puede ver, el indicador del costo de complejidad sugiere que después
de 15 nodos terminales no se obtendrian cambios en la disminucion del error. Es decir, que
si el tamafio del arbol tiene més de 15 nodos terminales, el error de la tasa de clasificacion no
varia, no mejoraria. Ademas, este criterio se combind con otros criterios de poda como el
numero de observaciones minimo de cada nodo, en este caso por lo menos cada nodo debe
tener el 5% del conjunto de datos, para que sea distintiva la clasificacion. Y si la tasa de error
de una particién no es mayor que la anterior, entonces la particion se considera como una

hoja y no como un nodo terminal.
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Gréfica 18 Costo de complejidad del arbol de decision IEFIC 2010-2016
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Grafica 19 Arbol de decisién IEFIC 2010-2016
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Fuente: Elaboracion propia.

Las variables explicativas con mayor significancia para el arbol de decisién son:
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Tabla 20 Nodos del arbol de decisién IEFIC 2010-2016

Nodo Variable Indice de Punto de Reglla_c,ie % Ta_sa % N
correlacion | corte | decisidn | objetivo | Poblacion
1 |Ingreso 0,3 <1140697 Si 20% 30%
2 | Propietario vivienda 0,2 >=0,5 Si 13% 18%
3 | Gasto internet 0,2 >=56400 Si 4% 7%
4 | Cuenta ahorros 0,3 >=0,5 Si 20% 30%
9 | Computador 0,2 >=0,5 No 5% 13%

En la Tabla 20 se resumen las variables significativas son el Ingreso con un punto de
corte superior a 1°140.697 COP, clasifica el 30% de la poblacion cumple esta regla, y la tasa
de error es del 20%. Seguido de Propietario de vivienda, el Gasto del internet superior a

56.400 COP, tener cuenta de ahorro y computador.

Matriz de confusion: Entrenamiento Matriz de confusion: Prueba
Confusion Matrix and Statistics Confusion Matrix and Statistics
Reference Referance
Prediction 5] 1 Pradiction a 1
@ 15336 14286 2 6bb3l1 obBeo
1 7648 27619 1 3424 11644
Accuracy @ @.6628 Accuracy @ 8.6581
95% CI : (©.6591, B.6684) 95% CI : (B.56525, B.6537)
No Information Rate : @.68454 Mo Information Rate : 8.6379
P-Value [Acc > NIR] : < 2.2e-16 P-Value [Acc » NIR] : 9.889e2-13
Kappa : @.3878 Kappa : 6.2998
Mcnemar®s Test P-Value : < 2.2e-16 Mcnemar s Test P-Value : ¢ 2.2e-18
Sensitivity : 8.6672 Sensitiwvity : ©.6595
Specificity : 8.6683 Specificity : 8.8574
Pos Pred Value : @.5191 Pos Pred Value : 8.5221
Neg Pred Value : 8.7831 MNeg Pred Value : 8.7728
Prevalence : 8.3546 Prevalence : 8.3621
Detection Rate : @.23686 Detection Rate : @.2388
Detection Prevalence : @.4558 Detection Prevalence : 8.4574
Balanced Accuracy : @.6638 Balanced Accuracy : 8.56584
'"Positive’ Class : @ '"Positive’ Class : @
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Grafica 20 Arbol de decision IEFIC 2017-2018

i i
a
LEC]
100
d
[ e | Gasto_telefono ¢ 582+3 { |
a 1
024 a0
T o £
— —_—
Tarjtadebito = 0 | Tarjetadebito = 0
T
a 1
013 aoa
Fop 1%
Gasto_internet « 52e+3 ! Prapietario_hip = 0

i Y
1
adm
16
J

| P_vivienda ¢ Tesd

08
1%

Ingresa ¢ 1.4e+6

i —— — — —— ——

a a a 1 1 a il 1
at 004 ans am o ooz aos a13
41% 12% T e TH o T 153

. A A b y L A

Las variables explicativas con mayor significancia para el arbol de decision se pueden

observar en la Tabla 21, el Gasto del teléfono con un punto de corte superior a 58.000 COP,
clasifica el 30% de la poblacién cumple esta regla, y la tasa de error es del 20%. Seguido de
tener cuenta de ahorro, ser propietario de vivienda, el Gasto del internet superior a 58.000
COP, el precio de la vivienda superior a 70 millones COP e ingreso superior a 1°400.000
COP.
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Tabla 21 Nodos del arbol de decisién IEFIC 2017-2018

Nodo . Indice de | Punto de | Reglade | % Tasa %
Variable > s - .
correlacion corte | decision | objetivo | Poblacién
1 Gasto teléfono 0,3 >58.000 Si 20% 30%
2 Cuenta ahorro 0,2 >=0,5 Si 13% 18%
3 Propietario Hip 0,2 >=0,5 Si 4% 7%
3 Gasto internet 0,3 >58.000 No 24% 70%
4 Precio vivienda 0,2 >=0,5 No 5% 13%
5 Ingreso 0,2 >=0,5 No 2% 6%

Fuente: Elaboracion propia
Se observa que después de 8 nodos terminales, vemos rendimientos decrecientes en la
reduccién de errores a medida que el arbol se hace méas profundo. Por lo tanto, podemos

podar significativamente nuestro arbol y aun asi lograr un error minimo esperado.

Matriz de confusién: Prueba IEFIC 2017-2018

» confusionMatrix (test%Cformal, prediccion_1)
Confusion Matrix and Statistics

Reference
Prediction ] 1
@ 15451 3862
1 71s6 7350

Accuracy : ©.6984

5% CI : (B.6854, 0.6054)
Mo Information Rate : ©.85849
P-Value [Acc » MNIR] : ©.8147%9

Kappa : ©.3518

Mcnemar's Test P-Walue : < 2e-16
Sensitivity : ©8.6833
Specificity : @.7859

Pos Pred Value : @.8347

Meg Pred Value : ©.5863
Prevalence : @.5849

Detection Rate : ©.4688
Detection Prevalence : 8.56@6
Balanced Accuracy : ©.5946

[~

'Positive' Class :
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Grafica 21 Arbol condicional IEFIC 2010-2016
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Gréfica 22 Arbol condicional IEIFIC 2017-2018
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Matriz de confusién: Entrenamiento

Confusion Matrix and Statistics

Reference
Prediction a 1
@ 17475 12867
1 91388 26079

Accuracy

5% CI =

No Information Rate :
P-Yalue [Acc > NIR] :

Kappa :
Mcnemar's Test P-Value :

Sensitivity
Specificity :

Pos Pred Value :

Neg Pred Value :
Prevalence :

Detection Rate
Detection Prevalence :
Balanced Accuracy :

-

"Positive' Clas

"

B
{
e
.<

[

e

o B I are B e e s o

[z

.87

@.5684, 8.6757)
8

Fed GO O el

&
.5886
2.2e-186

.3336

.8554
.B837
.3915%
L7385
L4114
. 2696
LA558
.B895%

Matriz de confusién: Prueba

Confusion Matrix and Statistics

Reference
Prediction a 1
B 7558 5158
1 4896 18972

Accuracy

o5% CI :
Mo Information Rate :
P-Value [Acc > NIR] :

Kappa =

Mcnemar's Test P-Value

sensitivity :
Specificity :

Pos Pred Value
Neg Pred Value

Prevalence :

Detection Rate

Detection Prevalence :
Balanced Accuracy :

"Positive' Clas

A

[ Qe I e i e R e e Y s )

e
{
@
<

=]

I

=]

667

2.2e-18

L3248

2.2e-18

L8483
. 6836
.3945
LT282
L4154
L2719
L4574
. 8644

@.6614, B8.6726)
.5806

En la gréfica 21 del arbol condicional las variables significativas son: el Gasto del

teléfono con un punto de corte superior a 57.000 COP, tener cuenta de ahorro, gasto del

internet superior a 76.000 COP, ser propietario de vivienda y tener ingreso superior a

1°475.000 COP.

En la gréfica 22 las variables significativas son: tener cuenta de ahorro, ser propietario de

vivienda, el nivel educativo, tener ingreso superior a 1°283.333 COP, gasto de teléfono

superior a 63.000 COP y tener computador.
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6.2 Desarrollo del modelo: Bosque aleatorio

6.2.1 Cumplimiento de supuestos teoricos

En el andlisis empirico de Tang, Cai, & Ouyang, (2019) se explican algunas
consideraciones relevantes para detectar las variables mas importantes, el modelo de bosque
aleatorio proporciona dos meétodos, la precision de la disminucion media y la disminucion

del Gini promedio.

Ademas, se deben definir dos parametros importantes que afectan la precision del modelo:
el nimero de arboles en el bosque aleatorio (ntree) y el nimero de variables explicativas
seleccionadas al azar. Si el nimero de arboles es bajo, la clasificacidén puede ser deficiente, y
un alto numero de arboles puede ser ineficiente, hay un momento en el cual aumentar el

tamafio del bosque ya no mejora la prediccion del modelo.

Bernard et al (2007) mediante las pruebas empiricas realizadas logroé establecer de manera
general que, si el bosque es eficiente y supera un tamafio de 100 &rboles, los cambios en la
tasa de precision son imperceptibles. Para definir el nimero de variables explicativas y
evaluar arboles independientes, tedricamente un nimero pequefio deberia permitir mayores

diferencias entre los arboles y mejores resultados de clasificacion.

En la grafica 24 las variables significativas para el Bosque aleatorio son: tener cuenta de
ahorro, el gasto de internet, el nivel educativo, el gasto de celular, el gasto del mes, la edad,
ser propietario de vivienda, entre otros. El Costo de complejidad indica que se deben estimar

por lo menos 50 arboles de decision para obtener una tasa de clasificacion cada vez menor.
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Gréfica 23 Bosque aleatorio IEFIC 2010-2016
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Graéfica 24 Costo de complejidad del Bosque Aleatorio IEFIC 2010-2016
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Matriz de confusién: Entrenamiento
Confusion Matrix and Statistics

Reference
Prediction 1 2

1 28531 11

2 85 35182

Accuracy

05% CI

Mo Information Rate
P-Value [Acc > MIR]

Kappa
Mcnemar's Test P-Value

Sensitivity
Specificity

Pos Pred Walue

Neg Pred Value
Prevalence

Detection Rate
Detection Prevelence
Balanced Accuracy

"Positive' Class

94

1]

0@ m S EE®

1 B.9985

(@.9982, @.9988)

: B.543
1< 2.2e-16

i 8.997

.297e-14

L9971
.9997
L9996
L9976
LASTE
L4557
L4558
L9954

et

Matriz de confusién: Prueba

Confusion Matrix and Statistics

Reference
Prediction 1 2
1 34534 4248
2 3919 11149

Accuracy : 8.786
5% CI : {(@.7886, B8.7113)
Mo Information Rate : ©.3544
P-Value [Acc » NIR] : < 2.2e-16

Kappa : ©.4864

Mcnemar's Test P-Value : ©.80832E83
Sensitivity : @.6833
Specificity : @.7242

Pos Pred Value : 8.6657

Neg Pred Value : @.7399

Prevalence : 8.4456

Detection Rate : @.3845

Detection Prevalence : ©.4574

Balanced Accuracy : ©.7837
"Positive' Class : 1

Matriz de confusién: Prueba
2017-2018

» confusionMatrix (testiCformal, preds)
Confusion Matrix and Statistics

Reference
Prediction ] 1
8 4985 257

1 &45 2917

Accuracy : @.7359
G5% CI : (@.72@87, B.7586)
Mo Information Rate : @.6&59
P-Value [Acc » NIR] : < 2.2e-18

Kappa : @.3515

Mcnemar's Test P-Value : < 2.2e-16
Sensitivity : @.4347
Specificity : @.8879

Pos Pred Value : @.8587

Meg Pred Value : @.7577

Prevalence : @.3341

Detection Rate : ©.1452

Detection Prevalence : @.2285

Balanced Accuracy : ©.56688
"Positive' (lass : @
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Gréfica 25 Bosque aleatorio IEFIC 2017-2018
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variable
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Gréfica 27 Indicador de precision y GINI: Bosque aleatorio
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6.3 Desarrollo del modelo: Regresion logistica

6.3.1 Cumplimiento de supuestos tedricos

La funcion logistica se representa con la estructura

1
pi = T — . . . -/
[1+ el-FomAuXi—By iy +-)] Ecuacion (10)

X,y X, son las variables explicativas, p, representa la probabilidad de que la variable
respuesta sea 1. (Pérez J. , 2017). En este caso 1 significa acceder al credito y 1 — p,
representa la probabilidad de no acceder al crédito. Los aspectos positivos de este modelo
son: es de facil interpretacion, requiere bajo esfuerzo computacional, admite multiples
variables explicativas, identifica el nivel de significancia o peso relativo de cada variable
explicativa. Este modelo sélo es Util cuando la variable dependiente es dicotémica y su

relacion con las variables explicativas es lineal. (Moral, 2006)

Algunos supuestos que se deben tener en cuenta son:

e Variable respuesta dicotomica

e Se debe hacer un estudio previo de seleccion de variables previamente, puede ser
mediante analisis de correlacion bivariada u otro método de seleccién previo.

e EIl modelo admite variables explicativas de tipo continua, en el caso de ser categorica

y tener méas de dos categorias se deben transformar en variables dummy, es decir, se
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construyen variables artificiales, que s6lo pueden tomar valores de 0 y 1 para cada

categoria de la variable original.

Seleccion de variables

v

Decisién

>=0,02
(0,02 -0,1)
(0,1-0,3)
(0,3-0,5)
<=0,5

No predictivo
Prediccion débil
Prediccion media
Prediccion fuerte

Sobreajuste

Se realiza

=

o B S 00 O R WD b L
® N

14
13
12

Varlable 1v

a
5]
a
5]
5]
8
P2478_GinternstD @

P2439 Propietariovivienda 6.28e722026

P2977_MoralZm @

8

5]

8

5]

8

5]

P2476_6_TV
P241_Edad

P2735 _hogaresvivienda
P232_Personashogar

gastoD

P2478 GcelularD
P2476_9 Computador
P2584 Cuentaszhorro
P2451 PrecioviviendaD

LA47464214
.38931a426
. 3856876381
. 285662443
. 288218779
. 2732350914
. 258538938

smlD

.188684685
L157972017
.884322924
LBB2675847
.885184418
. 384323725
. 884148333

ANTO
P35

la seleccién de variables incluyendo

variables significativas que dieron como resultado en los modelos previos, y se analiza el

criterio del valor de informacion (1V), las variables significativas con prediccién fuerte son el

gasto, el gasto de celular, el computador, tener cuenta de ahorros. Con media son precio de la

vivienda, el ingreso, gasto de internet.

Resultados de la estimacion de regresion logistica

> summary (logit)

Call:

gln(formula = cformal ~ smlD + gastoD + P2478 GeelularD + P2461 PrecioviviendaD +

P2478_GinternetD + P24l Edad, family - "binomial”, data = BD

Deviance Residuals
i 1 Median

Min ] Ma
-8.4904 -0.9581 -0.7148 1.8929 1.9111

Coefficients:

x

Estimate Std. Error z value r
(Intercept) -1.33704352362677 0.01498158924473 -89.25 <0.0000000000000002 ***
smlD 09.22264114019367 ©.808337893788513 65.89 <0.0000000000000002 ***
gastoD 0.43282195753346 0.00754007620864  57.48 <0.0000000000000002 ***
P2478_GecelularD 5 o. 36.03 <0. 2 *xx

P2461_PrecioviviendaD ©.00000000471583 0.00000000007117 66.26 <0.0000000000000802 ***

P2478_GinternetD

Signif. codes: @ ©**x? 09.081 =

98

©.00900096752966 ©.00000008199053  11.80 <0.0000900000000002 ***
P241_Edad -2.00373437802820 0.00027885942289 -13.43 <0.0000000008000002 ***

e.e1 *’ @.85 .7 8.1 <’ 1

Confusion Matrix and Statistics

Reference
Prediction e 1
@ 26727 6122
1 16134 14845

Accuracy

95% CI :

Mo Information Rate :
1

P-Value [Acc > NIR]

Kappa :
Mcnemar's Test P-Value :

Sensitivity :
Specificity :
Pos Pred Value :
Meg Pred Value :
Prevalence :

9.6513
(0.6476, ©.655)
9.6715

9.2955
<8.8000000000080002

9.6236
@.76388
9.8136
9.4792
@.6715



6.4. Resultados

En la seleccion de modelos con técnicas supervisadas de clasificacion se sugiere evaluar

los siguientes indicadores: maximizar la precision del modelo, minimizar la tasa de error u

obtener el mayor AUC, también, es util utilizar la técnica de validacion cruzada.

Optimizacion de los parametros usados en el algoritmo especifico

La técnica de validacion cruzada permite optimizar el modelo y asegurar que no hay

sobreajuste sobre los datos, el modelo permite generalizar las reglas de decision sobre

diferentes conjuntos de datos y realizar predicciones adecuadas. Para llevarlo a cabo el

conjunto de datos evaluados debera ser dividido en dos subconjuntos, uno de entrenamiento

y otro de validacidn, los datos de entrenamiento serviran para entrenar el modelo predictivo y

se evaluara el nivel de prediccion sobre el conjunto de datos de prueba o validacion.

Matriz de confusién: Es una tabla de contingencias que permite comparar la prediccion
de las clases de la variable objetivo con su valor real.

Especificidad: Es la tasa de verdaderos negativos y se representa con la formula:
T'n
(Fp+Tn) Ecuacion (11)
Sensibilidad: Es la tasa de positivos verdaderos, indica la proporcion de valores positivos

correctamente clasificados por la prediccidn sobre el total de positivos

Tp
(Fp+Tn) Ecuacion (12)
Precision: (Accuracy) Indica la capacidad de precision del modelo
Tp+Tn
(p+n) Ecuacion (13)
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Tabla 22 Estadisticas de desempefio de los modelos

Mejor Modelo Precision
desempefio
1 Bosque aleatorio 73,8%
2 Arbol de decision 69,0%
3 Arbol  de  decision 68,4%
condicional
4 Regresion logistica 65,2%
Mejor Modelo Precision
desempefio
1 Bosque aleatorio IEFIC 70,0%
2010-2016
2 Arbol  de  decision 66,7%
condicional IEFIC
2010-2016
3 Arbol de decision IEFIC 65,8%
2010-2016

El modelo que presenta mejor desempefio es el bosque aleatorio, esto va en linea con la
literatura, pues este modelo optimiza la iteracion de particiones para seleccionar las variables
que muestran mayor poder de discriminacion y disminucion del error, en ambos conjuntos de
datos de entrenamiento tanto para 2010-2016 y 2017-2018 el indicador de precision del
modelo de bosque aleatorio es mejor 70% y 73,8% respectivamente. En segundo lugar, se
encuentra el modelo de arbol condicional mostrando una precisién del 66,7% y 69% sobre

los datos de validacion.
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Tabla 23 Seleccion de variables sugeridas por los modelos

Bosque aleatorio

Bosque aleatorio

Arbol de decision

Arbol de decision

Arbol de decision

Arbol de decision

2017-2018 2010-2016 condicional 2017- condicional 2010- | 2017-2018 2010-2016

2018 2016

Ingreso>1.140.697
Departamento Propietario Propietario
vivienda>0 vivienda =1
Nivel educativo Nivel educativo>6 | Propietario vivienda =
1

Mora Propietario vivienda | Ingreso>1.283.000

>0
Ingreso Gasto mes total Ingreso>1.475.000 Antigliedad>=19 | Precio Computador =1

vivienda>=71.000.000

Gasto mes total Edad Cantidad activos Ingreso>1.400.000

financieros>0
Cantidad activos | Propietario Computador>0 Computador>0
financieros vivienda

Gasto salud Precio _

vivienda>70.000.000
Computador Gasto alimentos Parentesco<=2
Propietario Parentesco
vivienda

Precio vivienda

Gasto recreacion

Edad

Pago mes seguro

Personas hogar

Antiguedad

Computador

Fuente: Elaboracion propia

Tomando como referente el modelo de bosque aleatorio se comparan las variables

sugeridas por los otros modelos, se evidencia que hay alta recurrencia en el nimero de veces

que aparecen las variables y el orden de posicién en que aparecen. Asi que se estima la

mediana y se compara con la posicion referente para estimar una posicion global de la

variable.
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Tabla 24 Matriz de posicion global de variables seleccionadas
Posicion Variable
global
1 Gasto teléfono
Gasto internet
Cuenta ahorro
Ingreso
Gasto mes total
Propietario vivienda
Cantidad activos f
Computador
Precio vivienda
Edad

OO (N OB IWIN

_
o

En la tabla 24 se calcula una matriz de posicion global de las variables significativas que
permiten predecir si una persona accede al crédito. Las variables que presentan mayor
capacidad explicativa y de discriminacién estan relacionadas con los usuarios de servicios de
pago de telefonia e internet, esto va en linea con la préctica, es la expansion natural del
mercado del crédito hacia segmentos de mercado que pueden demostrar buen habito de pago

en servicios de suscripcion recurrente y que no tienen experiencia previa financiera.

Esto va en linea con la literatura analizada sobre las barreas de acceso al crédito. Pues si
un usuario tiene la limitacion de no tener experiencia previa con el uso de productos de
crédito para demostrar un buen comportamiento de pago, su desempefio de pago en telefonia

e internet puede suplir este insumo de informacién.

Las variables de gasto teléfono, gasto internet y tener computador sugieren el tipo de
usuario de los servicios financieros actuales, son clientes que esperan servicios digitales

multiplataforma y que estan conectados a las aplicaciones y a las facilidades mdviles
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financieras, asi que valdria la pena en los trabajos futuros evaluar la inclusion financiera y su

estrecha relacion con la penetracion movil y la conectividad a internet en el pais.

Los usuarios que tienen cuenta de ahorro representan para las entidades financieras,
clientes objetivo de alto valor, esta variable sugiere capacidad de ahorro por parte del cliente,
experiencia y relacionamiento con la banca, una oportunidad para realizar camparfias de venta
cruzada de productos de crédito a usuarios con una cuenta de ahorro activa con la entidad

financiera.

Como se observa en la literatura previa, las variables de ingreso, ser propietario de
vivienda y contar con activos financieros son las principales caracteristicas para demostrar el
nivel de riqueza de los hogares, el ingreso refleja liquidez para hacer frente a los pagos
contraidos y ser propietario de vivienda, el precio de la vivienda y la cantidad de activos

financieros son indicadores del valor de las garantias y patrimonio del hogar.

La edad es una variable sociodemogréfica relevante en diversos estudios sobre el acceso a
servicios financieros ya que refleja habitos y comportamientos financieros diferenciales por
tramos de edad, se espera que las personas que sobrepasan los treinta afios tengan mayor
estabilidad econdmica en sus ingresos, experiencia financiera y un comportamiento estable
en sus habitos de pago y de gastos, la variable del valor de gasto mensual permite evaluar la

capacidad de endeudamiento y de gasto de los hogares respecto al ingreso disponible.
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6.5. Visualizacion de resultados

En la grafica 29 se observa el perfil de la poblacion total, se utilizan las principales

variables explicativas brindadas por los modelos predictivos. Para los afios analizados se

tiene una tasa de acceso al crédito del 47,9% de la poblacién. Las variables son monotonicas,

es decir, la tasa de acceso al crédito se ordena de acuerdo con los puntos de corte definidos.

Por ejemplo: a mayor nivel de ingreso mayor es la tasa de acceso al crédito, a mayor gasto en

telefonia mayor tasa de acceso al crédito.

Gréfica 28 Perfil de la poblacidn total
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Gréfica 29 Perfil bajo riesgo: alta tasa de acceso al credito
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Fuente: Elaboracion propia. Microsoft Power BI.

En la gréfica 30 se observa el perfil mas alto de la poblacion que accede al crédito, al
filtrar o aplicar a cada variable significativa, los puntos de corte sugeridos por los arboles de
decision y el peso de la evidencia (WOE). La tasa acceso al crédito se incrementa a 90,6% de
la poblacion. Y la cantidad de clientes se acumulan en los rangos mas elevados, el ingreso
superior a 2 salarios minimos, gasto superior a 2 salarios minimos, el gasto en telefonia
mayor a 52.000 pesos colombianos, el precio de la vivienda mayor a 170 millones de pesos

colombianos y las edades entre los rangos de 45 a 55 afios.
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Gréfica 30 Descripcion del perfil de bajo riesgo

Gasto telefonia
==52.000 COP

Cuenta ahorro
Si

Ingreso
== 2mmlv

Fropistario
vivienda 5i

Precio vivienda
== 170 MM

Edad
45-65

Prioridad Variahle Punto de corte Probabilidad
1 Gasto teléfono »= 52 000 34.4%
2 Cuenta ahorro Si 28,9%
3 Ingreso =2 smmil 58,9%
4 Gasto mes total =2 smmil 18,1%
5 Propietario vivienda Si 60,1%
6 Precio vivienda 170 MM 48.2%
7 Edlad 45-55 28,3%

En la gréfica 30 se resumen las variables con mayor capacidad de prediccién de clasificar
el perfil de bajo riesgo, el gasto de telefonia superior o igual a 52.000 COP, esta variable
junto con las de gasto en internet, ademas de representar los habitos de pago del cliente,
sugieren una estrecha relacion con la conectividad digital, pues resaltaron sobre otras
variables de gasto que contenia el conjunto de la base. Tener cuenta de ahorros, sugiere
ademas de capacidad de ahorro por parte del cliente, experiencia y relacionamiento con la

banca, una oportunidad para la venta cruzada.

La tercera variable con capacidad de segmentar es el ingreso superior a 2 salarios

minimos del afio 2018, es decir, 1.562.000 COP, seguido de ser propietario de vivienda y que
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el precio de la vivienda sea superior a 170.000.000 COP. Estas variables demuestran riqueza

y liquidez, sirven como garantia de los prestamos contraidos.

Finalmente, el tramo de edad entre 45 y 65 afios, presentar mayor capacidad para acceder
al crédito, esta variable refleja habitos y comportamientos financieros estables en sus habitos

de pago y de gastos y experiencia financiera.
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7. Conclusiones

En el andlisis de caracterizacion y prediccion de acceso al crédito formal en el sector
financiero, se utilizé un enfoque tedrico de modelos de descubrimiento de conocimiento a
partir de bases de datos, el cual se desarrolla en dos fases: analisis descriptivo y analisis
predictivo, en el descriptivo se caracteriza el cliente, es decir, se observa el comportamiento
promedio del cliente en un instante de tiempo especifico, de acuerdo con las variables
relevantes indicadas a partir del analisis de correlacion. Y con el andlisis predictivo se

utilizan tres técnicas supervisadas de clasificacion.

Para utiliza datos abiertos de la web es necesario utilizar criterios para medir el nivel de
reutilizacion de los datos abiertos, en este trabajo se utiliza el modelo Meloda 4.0 y se elige
la Encuesta anual de carga financiera y educacion financiera de los hogares, ya que
presenta un nivel de reutilizacién alto, y los aspectos con mejor desempefio son: el juridico,
los datos se pueden utilizar sin restricciones, y el modelo de datos cumple estandares

normativos internacionales de calidad.

Para asegurar la calidad de los datos y se observaron los criterios inherentes de la norma
ISO / IEC 25012, se concluye que el conjunto de datos seleccionado cumple en su totalidad
con criterios de exactitud, consistencia y credibilidad. El disefio del estudio, la extraccion de
datos y el desarrollo de los modelos predictivos se desarrolla en software abierto, la

herramienta Rstudio cloud que brinda ventajas sobre la multitud de funciones estadisticas
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documentadas, versatilidad en el espacio de la herramienta, tiempo de computo,

conservacion, reproduccion y reutilizacion del material desarrollado.

A partir de los modelos de predicciéon de datos abiertos se observa un desempefio en el
indicador de precision estadistico cercano al 70% sobre los conjuntos de datos evaluados,
desde un punto de vista de negocio este modelo logra demostrar el valor de los datos abiertos

como un insumo para el desarrollo de modelos explicativos.

El uso de datos abiertos y la seleccion de variables no tradicionales de la banca lograron
demostrar alta discriminacion, esto es de utilidad en el desarrollo de modelos de score de
acceso al crédito para usuarios que enfrentan barreras de entrada al mercado de crédito
financiero: ingresos insuficientes, reportes negativos sobre sus habitos de pago, y sobre todo
exclusion por no tener historial crediticio previamente. EI modelo desarrollado en este
trabajo es para usuarios sin experiencia de crédito previa, ya que no se tienen variables

relacionadas con morosidad para evaluar desempefio.

En este sentido, los resultados comparativos entre los diferentes modelos desarrollados
permiten la generalizacion de las variables significativas, en primer lugar, las variables de
gasto en servicios de telefonia e internet representan alto valor de interpretacion en la
practica, para aplicar este modelo a usuarios que no tienen experiencia financiera previa, los
habitos de pago se reflejan en el uso de servicios recurrentes, el gasto de telefonia superior o
igual a 52.000 COP y el gasto en internet, sugieren una estrecha relacion con la conectividad

digital, pues resaltaron sobre otras variables de gasto, por ejemplo, en servicios publicos o
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educaciéon. Ademés, la variable tener computador, relevante para el arbol de decision,
refuerza la hipdtesis para un trabajo futuro de evaluar la estrecha relacién entre inclusion

financiera y conectividad movil.

El conjunto de variables significativas va en linea con la teoria econémica y financiera
sobre el acceso al crédito, reflejan nivel de riqueza, garantia y liquidez de pago, capacidad de
endeudamiento, habitos de pago y experiencia financiera, esto se resume en la relevancia de

variables como el ingreso, ser propietario de vivienda y el precio de vivienda.

El resultado de esta investigacién brinda percepciones claves para caracterizar y
comprender la expansion del mercado del crédito méas alld de los habitos de pago, las
variables sugieren el perfil actual de los usuarios, son usuarios que pueden utilizar servicios
digitales financieros. Son usuarios que, aunque no cuenten con experiencia previa de crédito,

tienen cuenta de ahorros.

Y aquellos usuarios que ya tienen experiencia y relacionamiento con la banca mediante
productos de ahorro, fondos de inversion, u otros, representan para las entidades financieras,
clientes de alto valor y una oportunidad para realizar campafias de venta cruzada de

productos de crédito a usuarios activos con la entidad financiera.
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7.1 Trabajos futuros

e Continuar en la investigacion de las barreras de acceso al crédito utilizando
microdatos, y aplicando criterios adicionales de control, poda y otros hiper
parametros para el refinamiento de los modelos predictivos.

e Profundizar en el desarrollo de la hipétesis para evaluar la estrecha relacion entre
inclusion financiera, conectividad movil y conectividad a internet.

e Diseflar un estimador de ingreso disponible a partir de datos abiertos, pues con
este trabajo se deja evidencia que los microdatos abiertos capturan con gran
capacidad un proxy de la situacion financiera de los hogares historica, su nivel de
ingreso, capacidad de gasto y de endeudamiento.

e Promover el uso de datos abiertos con un enfoque de microdatos y el desarrollo de
cddigo abierto en herramientas de software libre para su posterior reutilizacion.

e Implementar una solucién de analitica visual con datos abiertos para evaluar el
acceso al crédito como una estrategia de seguimiento a los indicadores de

inclusion financiera.
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7.2 Relacion del trabajo desarrollado con los estudios cursados

Este Trabajo final de méaster en Gestion de Informacion se realiza en conjunto para las

universidades: Escuela Colombiana de Ingenieria Julio Garavito y la Universitat Politécnica

de Valencia (UPV), las asignaturas que sirvieron de base para aplicar los conocimientos

adquiridos y desarrollar competencias en el &ambito de la gestion de informacion.

Por parte de la UPV:
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Explotacion de datos masivos: Competencias aplicar técnicas para el uso, disefio y
evaluacion de fuentes y recursos de informacion digital, obtener, tratar e
interpretar datos y emitir criterios en la evaluacion y reflexion en el ambito de la
gestion de informacion.

Analitica digital: Planificar, explotar y evaluar servicios de informacién digital,
plantear indicadores a partir de herramientas web y comunicar la metodologia y
los resultados obtenidos de la naturaleza de los datos.

Anaélisis de datos empresariales: Desarrollar un proyecto de analitica de negocio
siguiendo las fases y los pasos especificados. Andlisis y resolucion de problemas
desde criterios propios y especializados de la gestidn de datos.

Datos en la web: Comprender e integrar fuentes y metodologias para la gestién de
la informacion y desarrollar productos y servicios a partir de la informacion en la

web.



e Marco legal y deontolégico de la informacion: Responsabilidad ética vy
pensamiento critico. Emitir juicios en funcion de criterios legales y normativos en
el ambito de la gestion de informacion.

Por parte de la Escuela:

e Gestion de conocimiento: Comprender modelos de datos correspondientes a las
necesidades de la organizacion, desarrollar metodolégicamente un modelo de
explotacion de datos orientado a la optimizacion en la toma de decisiones
organizacionales.

e Inteligencia de negocios: Identificar las fases de un proyecto de inteligencia de
negocios, asegurar la calidad de los datos para su posterior explotacion, integrar
datos internos y externos para fortalecer las decisiones en la organizacion.

e EIl poder de la visualizacién de datos: Aplicar técnicas de visualizacion de
informacion bajo la metodologia de descubrimiento de informacién en bases de

datos.
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9. Anexos

Anexo 1. Caracteristicas dependientes del sistema del modelo de calidad

de datos 1SO/ IEC 25012

Grupo Caracteristica Descripcion Método de Documento Concepto
validacion asociado sobre los
datos
Inherentey | Accesibilidad Grado de Forma de Sitio web Descarga del
dependiente acceso a los acceso a los DANE sitio web del
del sistema datos datos DANE
Inherentey | Conformidad Los datos Normatividad Documentaciéon | EI DANE
dependiente cumplen con vigente nacional | de la Encuesta | recolecta los
del sistema estandares y e internacional datos de la
normativas Base de datos | fuente en GEA
vigentes Ley 1581 de anonimizada un aplicativo
2012 movil disefiado
y a través del
Decreto 1074 de DMC que
2015 contiene las
normas de
Decreto 090 de validacién que
2018 contribuyen a la
calidad del
dato.
Inherentey | Confidencialidad | Acceso por Reglas de Documentacién | Asignacion de
dependiente usuarios confidencialidad | de la Encuesta | permisos a
del sistema autorizados nacional DANE funcionarios del
Base de datos | DANE que
anonimizada requieren

acceso directo
a microdatos
sin anonimizar

Anonimizacién
de la base de
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datos, todas las
variables
relacionadas
con
identificacion
de personas y
hogar son
extraidas de la
base de datos
publica.

Inherentey | Eficiencia Los datos Tasa de Los datos El tiempo de
dependiente pueden ser respuesta y estan descarga por
del sistema procesados y tiempo de publicados en archivo es < 10
proporcionados | procesamiento el sitio web y segundos.
con el permiten su
rendimiento Cantidad de descarga en
esperado recursos formato xls en
tiempo
razonable
Inherentey | Precision Los datos Correspondencia | Cuestionario Los datos son
dependiente requieren referencial: Los IEFIC recogidos
del sistema valores exactos | datos mantienen mediante el
una relacién uno | Documentacion | cuestionario
a uno enlazados | de la encuesta | disefiado por el
a un recurso DANE,
real, tienen Posteriormente,
etiquetas pasa aun
correctas y sin proceso de
duplicados. consistencia de
la informacién
real y
verificacién
estadistica.
Inherentey | Trazabilidad Proporcionan Flujo de Documentacién | El
dependiente un registro de procesos que de la encuesta | procesamiento
del sistema acontecimientos | modifican los y edicién de los
que los datos datos se lleva a
modifican cabo por
diferentes
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equipos

técnicos del
DANE
Inherentey | Comprensibilidad | Los datos son Conceptos y Diccionario de | Se tiene el
dependiente expresados en | especificacion variables diccionario de
del sistema lenguaje y de los atributos cada una de las
simbologia variables, con
apropiada para las siguientes
su caracteristicas:
interpretacion ID VARIABLE,
adecuada NOMBRE,
ETIQUETA,
TIPO:
(Discreta,
continua),
FORMATO:
(caracter o
numérica),
PREGUNTA
Dependiente | Disponibilidad Facilidad para Tiempo de Los datos El tiempo de
del sistema su obtencion respuesta del estan descarga por
autorizada sistema cuando | publicados en archivo es < 10
se recibe una el sitio web y segundos.
peticion de permiten su
acceso descarga en
formato xls en
tiempo
razonable
Dependiente | Portabilidad Capacidad de Modulos que se | Documentacion | La transmisidn
del sistema los datos para transfieren auna | de la encuesta | de datos se
ser copiados, nueva realiza a través
remplazados 0 | plataforma Transmisiéon de | de FTP,
eliminados al datos a DANE | basadoenla
realizar un Central arquitectura
cambio de cliente-servidor.
sistema.

Datos de
investigacion
se conservan
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en Briefcase,
posteriormente
en ORACLE, y
posteriormente
se consolidan
€n un proceso
ETL con la
herramienta
Data integration
de Pentaho

Dependiente
del sistema

Recuperabilidad | Comprobacion
de preservar un
nivel de
operacion en
caso de fallos.
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Anexo 2. Propuesta de agrupacion de variables de la IEFIC
A.2.1 Descripcion de variables de la IEFIC

Categoria DANE

Descripcion DANE

Observacion
identificada

Propuesta

1. Informacién de la
vivienda

Caracteristicas de
identificacion de la
vivienda

Algunas variables de
esta categoria no estan
disponibles por
anonimizacion

Utilizar las variables
disponibles como:
cantidad de hogares en
la vivienda se
combinan con otras
categorias de variables
de la vivienda.

2.Activos reales y
deuda hipotecaria

El objetivo de esta
seccion es conocer Si
el hogar al momento
de adquirir vivienda
utilizo servicios
financieros, tales como
crédito hipotecario

Contiene variables que
describen el crédito
hipotecario.

Las variables de deuda
hipotecaria se unen en
una misma categoria
con otras modalidades
de crédito formal.

3.Activos reales

Cuantifica los activos
en electrodomesticos
que posee el hogar

Inventario de
electrodomesticos del
hogar no se utiliza.

Se utiliza la variable
tener computador y se
incluye en categpria de
conectividad.

4.Consumo Establecer los gastos Varias variables no son | Se deja la misma
basicos del hogar, y el | obligatorias y no estan | categoria y se excluyen
ingreso destinado a pobladas. variables que no estan
ahorro completas.

5.Activos y deuda Nivel de Contiene variables de | Las variables de deuda

hipotecaria endeudamiento, y que | crédito hipotecario hipotecaria se unen en

ha hecho para
disminuirlo

complementario

Contiene variables de
percepcion del
endeudamiento.

una misma categoria
con otras modalidades
de crédito formal.

Las variables de
percepcion del
endeudamiento se
dejan en una categoria
independiente.

6.Seguros y pensiones

Detectar el numero de
hogares que cuentan
con un seguro para
cubrir la pérdida total
o0 parcial de sus bienes
y propiedades

Contiene variables de
seguro.

Estas variables no son
obligatorias no estan
completas

Se incluyen dentro de
las variables de activos
financieras.
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7.Educacién financiera

Indagar sobre la
educacion financiera
asociada al crédito y
funcionamiento del
mercado financiero.

Contiene preguntas de
conocimiento
financieros

No se utilizan porque
se brinda prioridad a
variables que reflejen
patrones de
comportamiento

8.Deuda no hipotecaria

Establece cuantas
tarjetas de crédito
tienen las personas del
hogar, créditos con
casas comerciales,
préstamos de libre
inversion, crédito con
prestamistas, tiendas
de barrio, cajas de
compensacion, y como
estan pagando los
créditos

Contiene variables de
crédito formal y deuda
informal

Se hace la diferencia
de crédito formal y
deuda informal, se
crean dos categorias
independientes.

9. Activos financieros

Determinar si el hogar
tiene inversiones
financieras, tales como
acciones, fondos
mutuos de inversion,
cuentas de ahorro,
pensiones, certificados
de deposito.

Contiene variables de
productos financieros
de ahorro, inversiones,
etc

Se deja la misma
categoria

10. Percepcion de
carga financiera y
restricciones al crédito

Indaga a cerca de la
percepcion de los
hogares frente a su
carga financiera y su
actitud frente al
endeudamiento.

Contiene variables de
mora, endeudamiento
y solicitudes de crédito

Se diferencian las
variables de mora,
endeudamiento y
solicitudes de crédito y
se crean categorias
independientes.
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A.2.2 Propuesta de agrupacion de variables

Propuesta de Descripcion Ejemplo de | Cantidad Aspectos
agrupacion variables de
variables
Caracteristicas del | Informacién 1. Ingreso 7 Sociodemografica
individuo sociodemografica de | 2. Ciudad
la  persona  que | 3 Edad
respo_nde_ el 4. Educacién
cuestionario
5. Sexo
Caracteristicas del | Informacion de la | 1.total de 8 Nivel de Riqueza
hogar vivienda personas en el
hogar. Garantia
2. Vivienda
propia
3. Precio
vivienda
4.Tiene
subsidio de
vivienda
5.Tiene
subsidio de
vivienda  de
interés social
Crédito formal Informacién  sobre | 1. Adquirié la 87 Adquisicion  de
créditos con el sector | vivienda con créditos formales
financiero  formal, | crédito
modalidad del | hipotecario
crédito, cantidad, | 2.Tiene
valor del crédito, | tarjetas de
capital, intereses, | crédito

cuota y saldo

3.Prestamos de
libre inversion
4.Crédito
educativo
5.Crédito
vehiculo,

127




embarcaciones
0 aviones.
6.Crédito
maquinaria 'y
equipo

Deuda informal

Informacion  sobre
deudas con el sector
informal: casas
comerciales, gota a
gota, tiendas, pariente
0 amigo, el valor de
la deuda, capital,
intereses, cuota Yy
saldo.

1. Tiene deuda
con casas
comerciales
2.Tiene deudas
gota a gota

3. Tiene deuda
con tiendas

4. tiene deuda
con parientes o
amigos

40

Adquisicién
créditos
informales

de

Gastos

Rubros y conceptos
de los gastos del
hogar.

1.Gasto anual
en educacion
2. Gasto
mensual

3. Percepcidn
del gasto
mensual
respecto al
ingreso
4.Gasta en su
totalidad el
ingreso

5.En que
utiliza el
ingreso que no
gasta

6.CoOmo cubre
la diferencia
cuando el
gasto supera el
ingreso.

42

Nivel de gasto

Activos
financieros

Informacion sobre los
activos  financieros
que tiene el
individuo, monto de
inversion 'y renta
percibida anual

1.Tiene fondos
de inversion
2.Tiene
acciones
3.Tiene CDT
4, Tiene

23

Nivel de Riqueza

y ahorros
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Cuenta de
ahorro

5.Tiene
pensiones
voluntarias
6.Tiene
sociedades
7.Tiene swaps
Conectividad Informacion  sobre | 1.Tiene 2 Conectividad
teléfono e internet computador
2. Tiene TV
Endeudamiento Percepcion financiera | 1. Nivel de 4 Nivel de
sobre el | deuda respecto endeudamiento
endeudamiento al ingreso
2.Nivel de
endeudamiento
3.Le gustaria
disminuir  su
endeudamiento
4.Médidas
para reducir su
endeudamiento
Mora Cantidad de wveces | 1. Numero de 1 Morosidad
que ha caido en mora | moras en los
en los ultimos 12 | dltimos 12
meses meses
Solicitudes de | Solicitudes de crédito | 1.Cantidad de 3 Restriccion  al
crédito formal y refinanciacion de | solicitudes 'y crédito
préstamos anteriores | refinanciacion
al sector financiero | en los Gltimos
formal dos afios
2.Cantidad de
solicitudes de
crédito le han
sido
rechazadas
totalmente
3.Motivo  de
rechazo
Otras de poco | Identificacion de la 68
interés encuesta,
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conocimiento
financiero,
electrodomésticos y
otras que su nivel de
registros vacios es
cercano al 70% como
el detalle de saldo,
cuota, plazo de los
diferentes tipos de
crédito.

Total

285
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Anexo 3. Analisis univariado de variables.

1. Caracteristicas del individuo

Nombre Tipo Transformacion
INGTOTOB Continua Validar outliers
Niveleducativo Numérica Categorica
Edad Continua Validar outliers
Parentesco Numérica Categorica
Sexo Numeérica Categorica
INGTOTOB n_educativo Edad Parentesco Sexo
Min. . @ Min. :100.8  Min. : 18.88  Min. :1.000 Min. :1.000
1st Qu.: 200000 1st Qu.:408.2 1st Qu.: 27.00 1st Qu.:1.000 1st Qu.:1.000
Median : 784350 Median :511.8 Median : 39.00 Median :2.000 Median :2.000
Mean 1232918 Mean :50e.1 Mean : 41.39 Mean 12.298 Mean :1.537
3rd Qu.: 1338000 3rd Qu.:603.02 3rd Qu.: 53.00 3rd Qu.:3.000 3rd Qu.:2.000
Max. :108544999 Max. :999.8 Max. :101.00 Max. :9.000 Max. :2.000
WOE - IV
$INGTOTOB
INGTOTOB N Percent KOE v
1 [8,199998] 85677 ©.39507431 -0.2519834 ©.02482472
2 [2e+@5,599900] 21744 8.19026687 -@.46460821 B.84588746
3 [62+85,799980] 22684 8.12468060 -©.2711388 ©.85348812
4 [82+@5,0992211] 21697 8.180@4934 -@.1803285 8.85704952
5 [992333.33,1299999] 20813 ©.89597383 ©.1398524 B8.85859491
6 [1380000,2099666.67] 22481 ©.10366453 ©.5575101 8.89846386
7 [21e8080,1001083225] 21767 ©.10837212 1.3514364 B.25417423
$P241
P241 N Percent WOE IV
1 [18,21] 28419 2.89415622 -9.66887259 ©.04998581
2 [22,25] 22383 ©.18321263 -8.23985536 B.84596632
3 [26,29] 28759 8.89572483 9.91783739 0.84599578
4 [30,34] 23149 8.18674481 ©0.17687482 0.04933980
5 [35,39] 28393 ©.89483633 ©.22957760 0.85329788
6 [48,45] 21965 ©.18129838 9.27356261 0.06187443
7 [46,51] 22582 ©.18376136 ©.25181123 0.06845346
8 [52,57] 21831 8.89597828 ©.18349541 0.87172203
9 [58,66] 22327 9.18295440 9.@5986989 0.07299140
19 [67,188] 21932 ©.18113297 -8.35799999 @.88482292
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2. Caracteristicas del hogar

Nombre Tipo Transformacion

Personas en el hogar Numérica NA=0

Propietario de vivienda Numérica NA=0

Antigledad Numérica NuevaNA=0 y Outliers=0

Precio vivienda Continua NA=0

Subsidio vivienda Numérica Categorica

Hogares en la vivienda Numeérica

P_hogar Prop_vivienda antiguedad Precio_vivienda subsidio_vivienda
Min. : 9.000 Min. :19.0280 Min. . -1.000 Min. [} Min. :2.00e000
1st Qu.: 2.00@ 1st Qu.:9.0000 1st Qu.: ©.000 1st Qu.: 2 1st Qu.:©.00000
Median : 3.00@ Median :1.0000 Median : 1.00@ Median : 8 Median :0.00000
Mean . 3.011 Mean :9.5115 Mean . 9.752 Mean : 79481628 Mean 10.05262
3rd Qu.: 4.000 3rd Qu.:1.0000 3rd Qu.: 18.000 3rd Qu.: 180020000 3rd Qu.:0.00000
Max. :12.000 Max. :1.0000 Max. :114.000 Max. 1986906906990 Max. :9.00000
hogares_vivienda
Min. :1.2ee
1st Qu.:1l.eee
Median :1.808
Mean :1.838
3rd Qu.:1.9¢8
Max. :5.000
3. Crédito formal

Nombre Tipo Transformacién

Cformal Numérica Nueva

Crédito vivienda Numérica Binomial, NA=0

Tiene mas viviendas Numérica Binomial, NA=0

Tiene vehiculo Numérica Binomial, NA=0

Tarjeta de crédito Numérica Binomial, NA=0

Crédito libre inversién Numérica Binomial, NA=0

Crédito de educacién Numérica Binomial, NA=0

Crédito de vehiculo Numérica Binomial, NA=0
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cformal P2dad_Creditoviviends P2483_Tienemasviviendas P2582_Tienevehiculo P2548 TODLC

Min. 8. 9808 Min. B.088 Min. :1.088 Min. ;1,888 Min. :1.808
1=t Qu.:8.2888 1st Qu.:2.884 15t Qu.:2.884 1st Qu.:1.828 1st Qu.:1.884
Median :1.8@808 Median :0.804 Median :2.008@ Median :2.888 Median :2.0808
Mean 14,5437 Mean 1@.197 Mean :1.982 Mean :1.672 Mean :1.852
3rd Qu.:1.0080 3rd Qu.:2.808 3rd Qu.:2.804 3rd Qu.:2.828 3rd Qu.:2.288
Max. 11,0808 Max. 19,0048 Max. 19,0048 Max. 19,032 Max. 12,808
MA' s 13493
P26@82_Creditolibre P2734_Creditoeducacion P337_Creditovehiculo
Min. ;1. 986 Min. :1.888 Min. :1.88
1=t Qu.:2.088 1=t Qu.:2.888 1=t Qu.:1.89
Median :Z.2680 Median :2.088 Median :2.8@
Mean 1.871 Mean :1.972 Mean :1.52
3rd Qu.:2.008 3rd Qu.:2.888 3rd Qu.:2.92
Max. 2.2 Max. 12,888 Max. 19,88
MNA"s 3585 MNA' = 13514 NA's 161945
4. Deuda informal

Nombre Tipo Transformacién

Cinformal Numeérica Nueva

Debe casa comercial Numeérica Binomial, NA=0

Debe gota a gota Numérica Binomial, NA=0

Debe tienda Numeérica Binomial, NA=0

Debe amigos Numérica Binomial, NA=0

cinformal P25458 debecasacom P2633_debegota P2692_debetienda P2771_debeamigos
Min. (8. 2E880 Min. 1,808 Min. 11.06 Min. :1.068 Min. :1.8688
1=t Qu.:3.22828 1st Qu.:2.288 1=t Qu.:2.28 lst Qu.:2.088 1st Qu.:2.888
Median :0.28228 Median :2.288 Median :2.3@ Median :2.280 Median :2.808
Mean 18.89517 Mean :1.996 Mean :1.99 Mean :1.975 Mean 1.934
Ird Qu.:9.22228 3rd Qu.:2.099 3rd Qu.:2.98 3rd Qu.:2.088 Ird Qu.:2.888
Max. 11. 208240 Max. 2,888 Max. 12,0808 Max. 12.008 Max. 2.808
5. Gastos

N° | Nombre Tipo Transformacion

1 Gasto educacion Continua NA=0

2 Gasto alimentos Continua NA=0

3 Gasto vestuario Continua NA=0

4 Gasto agua Continua NA=0

5 Gasto luz Continua NA=0

6 Gasto gas Continua NA=0

7 Gasto celular Continua NA=0

8 Gasto servicio domestico | Continua NA=0

9 Gasto recreacion Continua NA=0

10 Gasto salud Continua NA=0

11 Gasto internet Continua NA=0
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12 Gasto transporte Continua NA=0

13 | Gasto manutencion Continua NA=0

14 | Gasto mes total Continua Nueva

15 | Nivel de gasto Numérica Categorica
16 | Gasto completo Numérica Binomial
17 Diferencia gasto ingreso Categorica | Nueva

P2477 _Gastoeducacion P2478_1 Gastoalimentos P2478_2 Gastovestuario P2473_3_Gastoagua

Min. : a Min. : a Min. : a Min. : a
1=t Qu.: ] 1st Qu.: 358888 1st Qu.: 17888 1st Qu.: 25889
Median 3gaaad  Median SEeE88 Median SEE88 Median : 43339
Mean : 3882191 Mean : 589571 Mean : 87129 Mean : 52436
Ird Qu.: 2580882 3rd Qu.: Jeaoaa Ird Qu.: 1lecaoa Ird Qu.: [afagalals]
Max. gcfe [ leletede oo o] Max. :30002E2008 Max. 1 B7300000 Max. 1625088808
P2478_4_Gastoluz P2478_5_Oastogas P2473_6_Gastocelular P2473_7_Gastosserviciodomestico
Min. : a8  Min. : 8 Min. : a Min. : a

1=t Qu.: 25888 1t Qu.: laaea 1st Qu.: 18983 1st Qu.: a

Median : 4p20a Median : 18200 Median : 35008 Median a

Mean : 59161 Mean o 21716 Mean : 5E958 Mean » 37637

Ird Qu.: Teaoa 3rd Qu.: 29080 3rd Qu.: 388008 3rd Qu.: a

Max. »1o2eeea8d Max. cllagaes Max. :420888839 Max. APE2EEaa

P2478_8 Gastoreecrsacion P2478_9 Gastosalud P2478_18_Gastointernet F2475_11_Gastotransporte
Min. : a Min. : @ Min. : a Min. : a
1st Qu.: a 1st Qu.: 2 1st Qu.: 28808 1st Qu.: 5]
Median : 42608 Median : [ Median : S8eaa Median : a
Mean : 9lela Mean : 6a416 Mean : 53938 Mean » 22143
3rd Qu.: 1292088 3rd Qu.: 32928 3rd Qu.: Sae88 3rd Qu.: ]
Max. s 7920288 Max. 15288288 Max. :SEEEREAE Max. AG2EE03
P2478_12_ Gastomanutencion gasto_mest

Min. : a Min. : B

1st Qu.: L] 1st Qu.: 635888

Median a Median : BOEGE0

Mean : 51753 Mean ¢ 1198452

3rd Qu.: L] 3rd Qu.: 1349228

Max. 362020002 Max. 1362194208

6. Activos financieros

Nombre Tipo Transformacién
N° CDT Numérica Binomial, NA=0
1 Monto anual ahorro Continua NA=0, validar Outliers
2 Cuenta ahorro Numérica Binomial, NA=0
3 Acciones Numérica Binomial, NA=0
4 Monto anual cta ahorros Continua NA=0, validar Outliers
5 Cotiza pension Numérica Binomial, NA=0
6 Sociedades Numérica Binomial, NA=0
7 Otros activos Numérica Binomial, NA=0
8 Fondos de inversion Numérica Binomial, NA=0
9 Seguro Numérica Binomial, NA=0
10 Pago mensual seguro Continua NA=0, validar Outliers
11 Crédito caja compensacion | Numeérica Binomial, NA=0
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P1239 CDT P2579 Montoanualahorro P2584 Cuentaahorre P2819 Acciones P2962 Montoanualcta
ahorros
Min. 19.08888  Min. : B Min. 10,8008 Min. :9.88288  Min. ]
1st Qu.:9.0e008 1st Qu.: @ 1=t Qu.:8.0886 1st Qu. :9.88c60 1st Qu.: a
Median :8.08888  Median : 5} Median :1.8088 Median :8.88888 Median : a8
Mean 19.081432 Mean H 54497 Mean 18.5385 Mean 18.82589 Mean 345612
Ird Qu.:@.8e88e  3rd Qu.: 2] Ird Qu.:1.2628 2rd Qu.:8.88e8e 2Ird Qu.: a
Max. :1.68888 Max. : 438208806 Max. 11,8088 Max. :1.86888 Max. 1 gabasbas
p2064 Cotizapension P2967_Sociedades P2978_Otrosactivos P622_Fondosinversion P2586_Segurodevida
Min. (8. BeBBes Min. 1B.0B8eB8 Min. 1 6.20B2008 Min. (8. Besea Min. 19,8088
1st Qu. :8.68806808 1st Qu.:8.088808 1st Qu.:8.8800880 1=t Qu.:8.88868 1=t Qu.:8.8888
Median :8.088688 Median :0.80888 Median :8.2088888 M=dian :8.8208@ Madian :@.8868
Mean 18.Be0433 Mean 1B.81382 Mean 1 8.20B9220 Meaan 19.81426 Maan 18,2662
3rd Qu.:8.0060888 3rd Qu.:8.002080 3rd Qu.:8.2000020 3rd Qu.:9.82080 ard Qu.:1.8268
Max. :1.688068 Max. :1.86800 Max. 1. 8088088 Max. :1.ea88a Max. :1.8a88
P488 Pagomesseguro P26S95 Ccajacompensacion
Min. ] Min. 10.00e00
1st Qu.: a 1st Qu.:8.86888
Median : 2 Median :8.28888
Mean 28459 Mean 1B.084676
Ird Qu.: 5882  3rd Qu.:98.08080808
Max. rlagessaea Max. 11,2680
7. Conectividad
N° Nombre Tipo Transformacion
1 TV Numérica NA=0
2 Computador Numeérica NA=0
P2476 6_TV P2476 9 Computador
Min. 18.8e0 Min. :8.088e
1st Qu.:1.886 1st Qu.:8.8808
Median :2.888 Median :1.8@88
Mean :1.816 Mean @, 8427
2rd Qu.:2.888 3rd Qu.:1.6868
Max. 10,688 Max. 10,0608
8. Endeudamiento
N° Nombre Tipo Transformacion
1 Percepcion endeudamiento | Numérica NA=0, categorica
2 Califica endeudamiento Numérica NA=0, categorica
3 Disminuye endeudamiento | Numérica NA=0, binomial
4 Reduce endeudamiento Numérica NA=0, binomial
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P2272 Pendeuda P2574 Cendeuda

P2275 Dendeuda

P2976 Rendeuda

Min. (2,888 Min. .8 .8aa Min. (2. 8888 Min. 18,8828
1=t Qu.:2.828 1=t Qu.:8.886 1=t Qu.:2.8882 1st Qu.:6.8828
Madian :3.08e8 Maedian :8.088 Median :8.8888 Median :0.8880
Mean 12.863 M=an :1.293 Mean (@ . 3858 Mean B.2383
3rd Qu. :4.8808 3rd Qu.:3.288 3rd Qu.:1.86888 3rd Qu.:0.88808
Max. 4. 888 Max. 24, Baa Max. I 1 5 Max. 11,8686
9. Mora
N° Nombre Tipo Transformacion
1 Mora 12 m Numérica NA=0, outliers
P2977 _Moral2m
Min. 0.0000
1st Qu.: B.6aab
Median 8.0888
Mean g.4791
Ird Qu.: B.8288
Max. v13. 6888
10. Solicitudes
N° Nombre Tipo Transformacién
1 Solicitud Numérica NA=0
2 Rechazo Numérica NA=0
3 Motivo de rechazo Numeérica NA=0, categorica
P2978 Solicitud  P257% Rechazo P2988 Mrechazo
Min. . B.obas Min. . B.60888 Min. L8, 2688
1st Qu.: 6.6828 1st Qu.: B.88888 1st Qu.:8.38888
Median : ©.68880 Median : ©.68860 Median :8.26088
Mean co|. 3137 Mean . B.a531% Mean 18,1568
3rd Qu.: ©.08886 3rd Qu.: 8.8828088 3rd Qu.:8.2008
Max. 38, 6Bas Max. 28 . 60886 Max. L7 .enna
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Las estadisticas descriptivas de las muestras IEFIC 2017-2018 son:

INGTOTOB
Min. : a8
1st Qu.: ]
Median : e lelatele]
Mean . 1887769
3rd Qu.: 1254867
Max. Vlgages0ass

P241adad

Min. : 18.88  Min.

1st Qu.: 28.88 1st Qu.:

Median : 41.88 Median
Mean 43,25 Mean

3rd Qu.: 56.88 3rd Qu.:

G_ING SM
Min. 0. 6888
1st Qu.:8.608
Median :3.88@
Mean :2.146
3rd Qu.:3.808
Max. (0. 868

r_edad

1,688
2.088
c3.088
:3.211
5.088
6. 088

Max. 188,88 Max.

P232total personas_h P2735 tot h en vivienda

Min. 1.a88 Min. 1,88
1st Qu.: 2.0888 1st Qu.:1.88
Median : 3.088 Median :1.88
Mean v 2.939 Mean l.84
3rd Qu.: 4.6808 3rd Qu.:1.88
Max. 213,888 Max. I

P2439 propietario hip P2461 precioc viv

P2452 subsidio hip

Min. 8.0808 Min. : 8 Min. 18 .088068
1st Qu.:9.8888 1st Qu.: =} 1st Qu. :8.90830
Median :8.8888 Median : 8 Median :8.80880
Me=an te8.4385 Mean + L@934738 Mean 18.82227
3rd Qu.:1.8868 Ird Qu.: 8  3rd Qu.:8.00826
Max. l.8868 Max. :CEgBeata0s Max. 1188808
Tiene CFormal Mum_productos Formal Credito hipotecario
Min. 8.0e08 Min. s 8. aeag Min. ;8. a888
1st Qu.:8.8888 1st Qu.:8.26288 1st Qu.:8.2688
Madian :8.8808 Median :8.0080 Median :8.80808
Mean (8.4368 Mean @.68516 Mean 13,1433
3rd Qu.:1.8608 3rd Qu.:1.06808 Ird Qu.:8.8080
Max. 1. ea88 Max. . 5. e6aa Max. 1. eaaa
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P2168_valor_hip P2478_hip_act P2986_cant_tdc

138

Min. a Min. (8. 8a88 Min. . B.88a8

1st Qu.: a 1sT Qu. :8.8888 1=t Qu.: B.0888

Median : 8 Median :8.8888 Median : &.88886

Mean : L3z2a167 Mean .8.4313 Mean s B.3398

3rd Qu.: 8 3rd Qu.:8.88808 3Ird Qu.: ©.0808

Max. c2LeanBeeaa Max. 4. Bags Max. 18,6888

P354 tdc_actual C_INF cant_activos _financieros

Min. 8. 8800 Min. SG.8088 Min. 8. 688

1st Qu.:8.2808 1st Qu.:8.8888 1=t Qu.:8.888

Madian :8.20808 Median :08.68888 Median :8.00808

M=an 8.6115 Mean 1 G.8545 Mean '8.318

3rd Qu.:8.8808 3rd Qu.:0.8086 3rd Qu.:1.8688

Max. 4. Baad Max. 21,8888 Max. A =

F2576 reducir_endeuda P2577 _mora P2578 cant_solicitudes

Min. L8 . 6a6o Min. ;. B.e8as Min. S

1st Qu. :8.8868 1st Qu.: B.6888 1st Qu.: B.6688

Median :8.8268 Median : @.8088  Median : 8.00088

Me=an 18,1456 Mean . B.5857 Mean » B.3534

3rd Qu.:8.5868 Ird Qu.: 9.8886 Ird Qu.: B.8686

Max. 1. eaad Max. 195, 6888 Max. L2908, a0a8
MNA's ;1314 NA's :1314

P227% rechazo solicitudes

Min. : B.88

1st Qu.: &.88

Median : @8.88

Mean : 8,49

3rd Qu.: 8.88

Max. :99.80

MA" s (OB218

P2477 gasto_educacion_anual gasto mensual total
Min. : a Min. a8
1st Qu.: a 1st Qu.: a
Madian : a8 Median : 8
Mean 1714402 Mean A0A327
3rd Qu.: sEBa6a 3rd Qu.: 8317988
Max. P 2G0e0baee Max. ;33068008

P2476 televisor P2476 computador

Min. :8.808  Min. 16,888
1st Qu.:1.868 1st Qu.:58.868
Median :2.888 Median :1.808
Mean :1.6892 Mean :B8.653
3rd Qu.:2.868 3rd Qu.:1.888
Max. :8.088 Max. :3.888



P383551 mp tarjetadebito P383552 transferenciasweb

Min. 01
1st Qu.:1
Median :1
Mean 01
ard Qu.:1
Max. b |

NA's 150668
P383553 pagos _moviles telefono P383554 tarjetaprepago

Min. 01
1st Qu.:1
Median :1
Mean b |
3rd Qu.:1
Max. 21
MNA" s 01

82268

Min.
1st Qu.:
Median
Mean

Ird Qu.:
Max.
MNA's 1183877

e e e

Min. 11
1st Qu.:1
Median :1
Mean 1
3rd Qu.:1
Max. 1

1

MNA"s 1180444

P383555 transporte P383556 cheque  tiene telefono P2478 Gastotelefono

Min. 11
1st Qu.:1
Median :1
Me=an 21
3rd Qu.:1
Max. 21

NA's  :61361
tiene internet

Min. 8.
1st Qu.:1
Median :1
Me=an 8.
3rd Qu.:1
Max. 1

eaoa

.Baoa
.Baaa

7957

.Baaa
.Baae

Min. 11 Min. :8.888  Min. : e
1st Qu.:1 1st Qu.:1.86@ 1st Qu.: s s lz]
Median :1 Madian :1.888 Median : 30609
Mean 11 Mean 18,786 Mean 48984
3rd Qu.:1 3rd Qu.:1.688 3rd Qu.: Blega
Max. 21 Max. 1.6688 Max. ;4219166

NA's  :189548
P2478 Gasto internet
Min. ; 8
1st Qu.: 22868
Median : 78088

Mean » 78991
3rd Qu.: 118888
Max. 1115868
NA's5 16

Al observar las medidas de tendencia central para las variables binarias, discretas y
continuas, se observa que

Las variables categdricas se representan a continuacion mediante tablas de frecuencia

Frequency Percent Cum Percent

hombre
mujer
Total

58237
59048
118185

45,54 45,58
54.41 146.68
16a. 68
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(=]
w0
c:__ |||||||||||||| ““““““‘\
o
m p—
(=]
o
m p—
hombre mujer
Frequency Percent Cum Percent
Bogota 48237  36.52 36.52
Cali 341e2 31.68 67.52
Medellin 35786 32.48 186 .80
Total 118125 186.82
=
=
§ p—
=
=
m ]
=
) ““““‘\ |||||||||| ““““‘\
m —
Bogota Cali Medellin
Frequency Percent Cum Percent
Madia 33444 3.635e+81 3@.35
ninguno 2337 2.121e+88 32.47
Praescolar 2 7.261le-83 32.48
Primaria 16968 1.815e+81 S@.63
Secundaria 14234 1.282e+81 B3.55
Sin_info 23 2.837e-82 B3.57
Universitaria 48141 3.643e+81 la@. a8
TnFal 118185 1.@08e+a2
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40000
|

c: |||||
o
m [
(=]
Du ““l IIII\
= — -
Media Preescolar Sin_info
Frequency Percent Cum Percent

Hijo 25207 2.288e+081 22.88
Jefe 45178 4.198e+81 64.78
Mieto 1817 1.549e+09 65.43
nopariente 24569 2,241=+08 68.67
Otropariente 9725 B.82%e=+08 77.58
Fareja 24183 2.,1%5e+81 09 .45
Penzionizta 95 8.622e-82 99,53
Serdomestico 587 4.801e-81 S95.99
Trabajador 9 5.168e-83 lag.6a
Total 118185 1.e08e+@2

(=]

(=]

c p—

[=]

(]

=

L=

==

- IIII||||

—

Hijo  Nieto

Pareja Trabajador
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Frequency Percent Cum Percent
1314 1.19254 1.193
igugl que 1 ingreso 13532 12.28752 13.488
mayores que el ingreso 13515 12.26573 25.746
menor que 1 ingreso 28544 15,6451 44 3091
no informa 146 B.1325@ 44,523
no sabe 72 B.,86534 44 580
no tiene deudas 51855 55.41135 126 .88a
Total 118185 18a,82228
o
(=]
Q —
(=]
w
o
[=]
Q —
(=]
=
=
f=]
Q —
=2
o
e —
menor que el ingreso
Frequency Percent Cum Percent
62369 56.60389 56.608
Adecuado 23@84  7@.95822 77.55
Alto 1121e 10.30989 B88.36
Bajo la3ie4 0.35155 o7.71
Excesivo 2387 2.29375 99.81
no informa l1as 8.132548 099,94
no sabe 65 8.85399 laa.ea
Total 118185 108.08080
o
=)
ﬂ —
[=]
w
o
=)
o
L=]
=
=)
=)
c ]
[=]
o
Alto Excesivo no sabe



Frequency

Percent Cum Percent

188437 98.41358
endeudamiento excesivo 255 B.23143
garantias 224  ©8.28329
ingreso suficiente 372 B8.33761
na responds 26 8.82368
no sabe 34 8.83a86
otro motivo 111 B.18a74
reportes negativos Jga @, 34487
sin motivo 284 B.18514
situacion laboral 142 8.12887
Total 118185 186.08200
<
o
R
et
[=5]
=
o
rR—
@
=1
o
=
prig— — — — — — —
@D
Q - - 3
garanfias nosabe  sin motivo
Frequency Percent Cum Percent
End 6779 6.152 6.152
MNaorm 8982 8.152 14,384
5in S@as 4,542 18.5846
Sin_inf 74837 67.919 &6.766
Sobre 14582 13.234 laa.aea
Total 118185 188 .288
o -
[=]
- [~
(=]
m .
_—
o
c e
o
N —

End Morm

Sin

Sin_inf Sobre
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igual
mayor
menor
Total

0
L

40000
|

20000
1

Frequency
15

47326
51524
11319
118185

Percent Cum Percent

@.81452
42.,96592
B9.,72728
186, 28008

@.81452
42.95148
45.78136
1e.27272

lae.aeaad

igual

mayor

menor



Anexo 4. Matrices de correlacion.

Variables significativas segin matrices de correlaciéon IEFIC 2010-2016

N° Variable indice de correlacion
1 Callificacionendeudamiento 0,5
2 Disminuye endeudamiento 0,5
3 Reduce endeudamiento 0,3
4 Ingreso 0,2
5 Nivel educativo 0,2
6 Propietario vivienda 0,2
7 Cuenta de ahorros 0,2
8 Computador 0,2
9 Televisor 0,2
10 Mora12m 0,2
11 Solicitudes de crédito 0,2
12 Antigliedad de la vivienda 0,1
13 Subsidio de vivienda 0,1
14 Acciones 0,1
15 Sociedades 0,1
16 Fondos de inversion 0,1
17 Cotizar pension 0,1
18 Seguro 0,1
19 Gasto de internet 0,1
20 Gasto de celular 0,1
21 Gasto mes total 0,1
22 Diferencia gasto e ingreso 0,1
23 Gasto alimentos 0,1
24 Gasto transporte 0,1
25 Gasto servicio domestico 0,1
26 Gasto recreacion 0,1
27 Gasto salud 0,1
28 Percepcion endeudamiento 0,3
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Caracteristicas del individuo y
del hogar:

@
.28 >%582 8
) S8S8658 2
E2 2522885838 28
§.853828¢8 38
cformal 1
P_hogar 1
Prop_vivienda 1 0.7
antiguedad 1
subsidio_vivienda 1
hogares_vivienda 1
INGTOTOB 1
n_educativo 1
Edad 1
Parentesco 1
Sexo 1

Variables de gasto:

porte

P2478_11_Girans
P2478 12 _Gmanutencion
P2478_2_ Gvestuario

P2478 1 Galimentos

3
E
S
o
1

cformal

P2478 1 Galimentos 1

P2478_11_Gtransporte 1
P2478 12 Gmanutencion

P2478 7 Gserviciod
P2478 8 Grecreacion
P2478 9 Gsalud

1

P2478 2 Gvestuario 1
P2478_7_Gserviciod 1
P2478 8 Grecreacion 1
P2478_9_Gsalud 1

gua

P2478 3 Ga

P2478 10 Ginternet

cformal

cformal 1
P2478 10 Ginternet 1
P2478 3 Gagua 1
P2478 4 Gluz

P2478_4_Gluz
P2478 5 _Ggas
P2478_6_Gcelular
gasfo_mest

1

P2478 5 Ggas 1

P2478 6 Gcelular A

gasto_mest 1

Difgastoingreso

=]
I}
g
(o)
=
2
1]
2
]

1

MR o @

= S



Variables de activos Variables de conectividad y

financieros endeudamiento:
5 .
] o
g = @
5, §c¢ 5 588 ¢ 8
[ =
Gg 85,.88 e %33 3
=] ©@ 9D g O g > o o h=} o o
2L 025020 O & £ & ¢
%fﬂmgn_mﬁc'g | | @ @ @O @
SE€s8aggn & © o o O 0O
FEGQEDSTC 08 > T o ©w o % w ©
QOJUOOOSCQ E M~ I~ P~ r~ r~ [
©,29,<,2/0,8,0,5 & § 3 3 8 8 %2 81
TootoNns~o |0 £ S« Y o W WY« I « M o W
E(“)I“-—OO—(D(D(DI“-NO
ENGERRsaRYS formal Toe
s T N M I M D W T e ctormal 1 05|05
clormal 1 P2476 6 TV 1 05

P1239 CDT 1
P2579 Montoanualahorro 1
P2584 Cuentaahorro 1
P2819 Acciones 1
P2962 Montoanualctaahorros 1

P2964_Cotizapension 1

P2967 Sociedades A
P2970 Otrosactivos 1
P622_Fondosinversion 1
P2506_Segurodevida | 1

P2476_9 Computador 1
P2973_Pendeuda 1 0.5 -0.6
P2974 Cendeuda 1 0.7 05
P2975 Dendeuda 1 0.7

P2976_Rendeuda 1

Variables de morosidad y solicitudes de
crédito:

P2977 Morai2m
P2978 Solicitud
P2979 Rechazo
P2980 Mrechazo

cformal

cformal 1

P2977 Moral2m 1

P2978_Solicitud 1 0.

4]

P2979 Rechazo 1 0.7

P2980_Mrechazo 1
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Variables significativas segiin matrices de
correlacion IEFIC 2017-2018

Variable indice de correlacion
Gasto teléfono 0,3
Computador 0,3
R_Ingreso 0,2

Propietario Hip

0,2

P_Vivienda

0,2

Tarjetadebito

0,2

Transferencias web 0,2
Tv 0,2
Cant_afin 0,2

Gasto_total_mes

0,2

o
5
o = ] 2 L]
s £ 3 % § g | %
E 2 § & £ g5 2 g8 &
L2 { { | { e | > I
s} [is i z z o a 7] o
Cformal i
R_Ingreso 1
R_Edad 1
N_Phogar 1
N_Hogares 1
Propietario_hip 1
P_vivienda 1
Subs_hip 1
CHip 1
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0.8

0.6

0.4

0.2

0.2

0.6

-0.8

2z
= 0
£ 38
2o 29585,
= E 55 5955 §
_25g28E£E5) S 985 %
L 882 W25 o N 9T e
e DI 5 T E 8 I8 oo ©
sSEgEEE8ER8 RS
62EfE0FG60ae=0ccdd
1
Cformal 1
Valor_Hip 1 08
Hip_Actual | 1
06
Cant tdc 1 06
Tde_Actual 1 04
Cinformal 1
. 0.2
Cant_afin 1
Disminuir_end | 1 0
Reducir_end 1
0.2
Mora 1 0.8
Cant_Solicitud = 1 0.4
Rechazo_Solicitud | 1
0.6
Gasto_edu_anual 1
Gasto_total mes 1 -0.8
R_indicador 1
A
g B
5 2 2 S
= 4 e £
E 8 2 g g 8 s E
w 5 T OF 2 R oa g 5 05
E a & 4 = o 5 T g g
s ., E 2 E S EE o8 g
5 2 0 & £ &8 & + &6 & &
1
Cformal 1
0.8
v 1
0.6
Computador = 1
Tarjetadebito | 1 04
Trans_web | 1 0.2
PMoviles | 1 1]
Tprepago = 1 0.2
T_transporte 1 04
Cheque 1
q 0.6
Gasto_telefono = 1
0.8

Gasto_internet



Anexo 5. Desarrollo de modelos predictivos
A5.1 Arbol de decision 2010-2016

LE R I R ) I R TR S R

CP nsplit
1.1432112-21 g
1.1471382-21 1
1.4352452-82 2
5.2391442-23 4
3. 2665362-23 &
3.8465102- 23 ]
2.999093:-83 g
1.E536552-23 14
1.8493532-83 18
9.8165322-84 21
5.970250c-84 2z
5.6317782-84 2t
7.7855262-84 27
7.4470252-84 28
5.7780822c-84 31
£.803A202-84 3z
4,9882668-24 33
4,7390162-24 as
4,2312642-24 41
3.7235122-84 43
3.1311352-84 a5
3.8455102-84 52
2.785089:-84 54
2.8318072-84 8
1.8617562-84 5@
1.60925062-84 64
1.4217852-84 75
1.354m042-84 8t
1.8155832-84 939
9.30857312-85 185
3. 8266962- 85 11@
8.4625282-85 113
5.7788222-85 117

rel error
1.28g2888
2.88587E9
2.7783683
2.7418559
2.72889777
2.7234448
2.7283281
2.7241162
2.8961252
2.5532472
2.5928655
2.5883575
2.8876212
2.686E526
2.5846185
2.583841%
2.8833222
2.5823585
2.56788281
2.6779E39
2.6761221
2.67486597
2.6742684
2.6731772
2.6727718
2.567282632
2.6686874
2.56676935
2.6656263
2.5640854
2.6646131
2.5643422
2.6648833

Xerror
1.2222888
8.9187373
8.7783947
@.7438l18a
8.7387224
8.7288849
8.7232753
8.7893522
8.7e41588
@.72442838
8.7824%14
8.781%498
8.7828852
8.7824237
8.783124%
8.7836751
8.7843878
@.7242145
8.7836423
8.78358:52
8.7848485
8.7247255
8.7855717
@.7865524
8.788el8z
@.7285844
8.7881%37
8.7858244
8.7883251
8.7882952
8.78%4545
8.7885322
8.78%2814

x=td
8.224291871
@.224246218
a.224112418
a.224875315
8.2248515432
8.224855845
a.2248518s4
a.224238847
a.224822854
8.224823452
a.224828558
a.224819729
a.22421%534
a.224228447
a.224821522
a.224222348
a.224822411
8.224222558
a.224822289
a.224222854
a.2242222aL1
a.2242232928
a.2242825191
a.224826662
a.224823741
8.2242829691
8.2248385%5
8.224238244
8.224838797
8.224238745
a.224838%97
8.224231892
a.224838695
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Call:

rpart{formula = cformal ~ ., data = train, method = "class"
control = control.poda)
n= 64889

CF nsplit rel error XEerror xstd
1 8.114921139 8 1.90909888 1.90800688 B.084291871
2 B.114718829 1 B.BE587ED 8.9539499 B.PR4271585
3 8.814352447 i @.7793688 B. 7789024 B.884114832
4 B.885839144 4 8.7416559 B.74913168 B.984886439
5 B.883362444 & 8.7299777 B.72946599 B.8848597497
b B.881658655 11 8.7127141 @.Fl2B8ld4 B.924858389
J B.881328154 13 8./893968 B8.7175547 B.904842853
£ B.8epd0e08e 14 8.7888766 B.7164370 B.804841233

Wariable importance

Ingresomes antiguedad P2439 Propietariovivienda P2584_Cuentaahorro
¥y 17 16 8
P2478_19_Ginternet P1e_niveleducativo gasto_mest P2aTe_6_TV
7 [ ] 3
P232_Personashogar PI962_Montoanualctaahorros P2a1_gEdad P2476_9_Computador
3 3 2 2
P2a78_7_Gserviciod P2478_1_Galimentos P2579_Montoanualahorro P2a78_6_Gcelular
1 1 1 1
P2478_#8_crecreacion Pi42_Parentesco
1 1

n= 54869

node), split, n, loss, ywval, (yprob)}
* denotes terminal node

1) root 64889 29542 1 (©.4558318 0.5441682)
2) Ingresomes< 1148697 44680 20647 @ (©.5379847 ©.4620153)
4) P2439 Propietariovivienda< ©.5 22576 7896 @ (@.6502481 ©.3407519)
8) P2584 Cuentaahorro< @.5 12429 3281 @ (0.7368206 ©.2639794) *
9) P2584 Cuentaahorro»=@8.5 10147 4615 @ (©.5451858 ©.4548142)
18) P2476_9 Computador< ©.5 4483 1755 @ (0.6685211 8.3014789) *
19) P2476_9 Computador»=8.5 5664 28084 1 (8.4950565 8.5649435) *
5) P2439 Propietariovivienda»=8.5 22113 9362 1 (@.4233709 8.5766291)
18) P2478 18 _Ginternet< 56408 9574 4599 @ (0.5091916 ©.40080884)
28) P2584 Cuentaahorro< 8.5 6672 2612 @ (8.5698287 8.4381713) *
21) P2584 Cuentaahorro»=8.5 3502 1415 1 (8.4840548 ©.5050452) *
11) P2478 18 _Ginternet>=56480 12530 4487 1 (@.3578435 0.6421565) *
3) Ingresomes»>=1148697 20128 5588 1 (@.2733598 ©.7266482) *

Indicador del costo de complejidad: Identificacion del niimero de arboles 6ptimo

El costo de complejidad del arbol permite identificar el numero de nodos necesarios para obtener el
error mas bajo posible con el costo de complejidad cercano a cero.

CP nsplit rel error ®error xstd
1 8.1149211292 2 1.8240008 1.0030880 0.,484291871
2 8.1147186286 1 8.8856739 8.0422179% 6.06084265668
3 6.8143524474 2 B.77336658 8.7735978 0.684113659
4 @.e082478831 4 6.7416550 B.7445332 5.6843282490
L 8.e0Dbabectes 6 B.7307603 B.7426715 B.684877861
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size of tree

1 2 3 5
1 1

X-val Relative Error

Inf o1 0.041 0.0037

A5.2 Arbol de decisiéon 2017-2018

arbol_1 <- rpart(formula = Cformal ~., data = train, method = 'class')

rpart.plotiarbol_1, extra = 118)
n= 77134

node), split, n, loss, yval, (yprob)
* denotes terminal node

1) root 7713@ 33684 @ (9.5543200 @.4356300)
2) Gasto_telefono< 575808 53792 18497 @ (@.6561385 @.3438615)
4) Tarietadebito< 8.5 31957 8627 @ (8.7300435 8.2699565) *
5) Tarjetadebito»=8.5 21835 9878 @ (8.5479734 9.4520266)
1@8) Gasto_internet< 51688 9136 3178 @ (9.6521454 8.3478546) =
11) Gasto_internet»=51688 12699 E@@7 1 (@.4739294 8.5269786)
22) P_vivienda< 71880 18916 4836 @ (8.5171725 ©.4828275)
44) Ingreso< 1419286 6976 3845 @ (9.5635034 ©.4364966) *
45) Ingreso»>=1419286 394@ 1249 1 (9.4188553 ©.5891447) *
23) P_vivienda>=710@@ 2683 827 1 (9.3082379 ©.6917630) *
3) Gasto_telefono»=57588@ 23338 8231 1 (0.3526866 0.6473134)
6) Tarjetadebito< 8.5 9798 4828 1 (9.4931563 0.5068437)
12) Propietarioc_hip< @.5 4783 1827 @ (@.6115246 ©.3884754) *
13) Propietaric_hip»=8.5 5887 1952 1 (9.3837232 ©.6162763) *
7) Tarjetadebito>=8.5 13548 3483 1 (8.2511818 8.7488192) *
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Indicador del costo de complejidad: Identificacion del namero de arboles 6ptimo

size of tree

1.0

X-val Relative Error

08

0.7

Ini 0.057 0.013 0.01

cp

A5.3 Arbol de decisién condicional 2010-2016

Model formula:

Cformal ~ Departamento + Gasto_total_mes + P_vivienda + M_Phogar +
Mora + Sexo + R_ging + Tarjetadebito + Ingresoc + R_ging_cal +
Parentesco + PMoviles + Motivo + Rechazo_Solicitud + Gasto_telefono +
Tv + N_Hogares + Tprepago + Gasto_internet + T_transporte +
Computador + R_Edu + Trans_web + Subs_hip + Chegque + R_indicador +
Cant_afin + Edad + Cinformal + Gasto_edu_anual + Propietario_hip
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Fitted party:
[1] reoet
[2] Gasto_telefono <= 578084
[3] Cant_afin <= @
[4] Computador <= @
[3] P_vivienda <= 7@@8@: @ (n = 21695, err = 21.4%)
[6] P_wivienda > 7@888: @ (n = 2213, err = 42.2%)
[7] Computador » @
[8] Propietario_hip <= @: @ (n = 93814, err = 308.9%)
[2] Propietario_hip » @: @ (n = 8383, err = 47.0%)
[18] Cant_gfin > @

[11] Gasto_internet <= 57988
[12] Computador <= 8: @ {(n = 3635, err = 36.4%)
[13] Computador > @: 1 (n = 1787, err = 49.8%)

[14] Gasto_internet > 57998
[15] Propietario_hip <= @: 1 (n = 3171, err = 43.8%)
[16] Propietario_hip > @: 1 (n = 31689, err = 33.0%)

[17] Gasto_telefono > 57804

[18] Tarjetadebito <= @

19] Propietarioc_hip <= @

[28] Gasto_telefono <= 183888: @ (n = 3325, err = 34.2%)
[21] Gasto_telefono » 183888: @ (n = 1378, err = 58.8%)

[22] Propietaric_hip » @

[23] Gasto_internst <= G7388: @ (n = 1134, err = 48.1%)
[24] Gasto_internst » 6738@: 1 (n = 3983, err = 34,3%)

[25] Tarjetadebito » 8

[26] Gasto_internet <= 76088
[27] Ingreso <= 14738@8: 1 (n = 2349, err = 45.7%)

[28] Ingreso » 1475@@8: 1 (n = 1128, err = 22.2%)

[29] Gasto_internet > 75008
[38] Propietario_hip <= @: 1 (n = 4157, err = 23.7%)
[31] Propietario_hip > @: 1 (n = 5922, err = 15.08%)

Humber of inner nodes: 15
Mumber of terminal nodes: 16

A5.4 Arbol de decision condicional 2017-2018

Model formula:

cformal ~ P2964 Cotizapension + P2476 6 TV + P243@ Gcompleto +
P2695_Ccajacompensacion + P2262_Montoanualctaahorros + P1lé_niveleducativo +
P2473 6 Gcelular + P2483 Tienemasviviendas + P2819 Acciones +
P2771 debeamigos + P522 Fondosinversion + P243%9 Propietariovivienda +
cinformal + P1239 CDT + P2478 11 Gtransporte + P2967 Sociedades +
P2632 debegota + P2579 Montoanualahorro + P2479 Nivelgasto +
P232 Personashogar + P488 Pagomesseguro + Difgastoingreso +
P241 Edad + gasto mest + P35 Sexo + P2476 9 Computador +
Ingresomes + P2478 8 Grecreacion + P2735 _hogaresvivienda +
P2478 1 Galimentos + antiguedad + P2478 16 Ginternet + P2478 7 Gserviciod +
P2692 debetienda + P2472 9 Gsalud + P2586 Segurodevida +
P2548 debecasacom + P2534 Cuentaahorro + P2462 subsidiovivienda +
P242 Parentesco + P2978 Otrosactivos
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Fitted party:

[1] root

[2] P2584_Cuentashorro <= 4@

[3] P2439_Propietariovivienda <= @
(4] P2478_6_Geelular <= 59028
[5] P242_ Parentesco <= 2

| [6] P2476_9 Computador <= @: @ (n = 4318, err

| [7] P2476_9 Computador > @: @ {(n = 3879, err
[8] P242_Parentesco » 2: @ (n = 3758, err = 15.4%)
[9] P2475_6_Gecelular » 59088: @ (n = 3337, err =
[18] P2439_Propietariovivienda > @
[11] P2473_18_Ginternet <= 560288
[12] antiguedad <= 18: 1 {n = 3483, err = 47.9%)
[13] antiguedad > 18: @ (n = 3469, err = 37.2%)
[14] P2478_18 Ginternet > 56828
[15] antiguedad <= 19: 1 {n = 4648, err = 32.5%)
[16] antiguedad » 19: 1 (n = 3835, err = 45.6%)
[17] P2584_Cuentaahorroc > @
[18] P2439_Propietariovivienda <= @
(18] P2478_6_Geelular <= 63988
[28] P2476_% Computador <= @: @ (n = 5285, err

[21] P2476_9_Computador > 8
[ [22] Ingresomess <= 1@@278@: @ (n

| [23] Ingresomes » 18827@88: 1 (n = 321, err
[24] P2478_6_Gcelular » 63888: 1 (n = 5219, err =
[25] P2439_Propietariovivienda > @
[26] Ple@_niveleducative <= 682
[27] antiguedad <= 19: 1 {(n = 5338, err = 26.7%)
[28] antiguedad » 19: 1 (n = 4342, err = 33.8%)

[29] Pleé_niveleducative > 682
[38] Ingresomes <= 1283333.33333: 1 (n
[31] Ingresomes » 1283333.33333: 1 (n

A5.5 Bosque aleatorio IEFIC 2017-2018

FHESFR SR R
# Random Forest
HEEE R R

install.packages("randomForest")
library{"randomForest")

mr+ <- randomForest{Cformal ~ ., data train, importance

35.4%)

3433, err = 45.5%)

31.6%)

3gas, err
5175, err

TRUE, prOximity=TRUE,

na.action=na.

mrf <- randomForest{Cformal ~ .,
na.action=na.
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roughtix)

data = train, ntree = 58, mtry = 6, importance = TRUE, prOximity=TRUE,

roughfix)



Call:

randomForest{formula = Cformal ~ ., datea = train, ntree = 58,

mity = TRUE, na.action = na.roughfix)
Type of random forest: classification
Number of trees: 5@
Mo. of wvarisbles tried at each split: &
00B estimate of error rate: 27.72%
Confusion matrix:
a 1 class.error

B 35835 B491 @.1958788
1 12891 28713 @.383615@

Call:

randomForest(formula = Cformal ~ ., data = train, ntres = 55,
mity = TRUE, na.action = na.roughfix)

Tyvpe of random forest: classification
Mumber of trees: 55
Mo. of variables tried at =ach split: 4
Q0B estimate of error rate: 28.86%
Confusion matrix:
a 1 class.error

@ 35513 Bags @.1839829

1 13631 19973 B.4856362

Call:

randomForest{formula = Cformal ~ ., data = train, ntres = &8,
mity = TRUE, na.action = na.roughfix)

Type of random forest: classificetion
Number of trees: 6@
No. of variables tried at each split: 5

Q0B estimate of error rate: 27.72%
Confusion matrix:
a 1 class.error
@ 35483 8118 B.18558592
1 13264 28348 a.3947149
mrf
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